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Introducédo ao Estudo das
Redes Neurais Artificiais

Objetivos

Oferecer ao aluno uma introdugédo a
abordagem da IA conexionista,
descrevendo caracteristicas de
funcionamento, formas de aprendizado e
aplicagdes tipicas. Varios modelos de redes
serdo estudados, seguindo-se o uso de
softwares de simulagéo.
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Introducédo ao Estudo das
Redes Neurais Artificiais

Sumula
Introducéo - Inteligéncia Artificial Simbdlica e
Conexionista.
Historico das Redes Neurais Artificiais.
Nomenclatura Basica, o Neurdnio Biol6gico e
Reviséo de Algebra Linear.
Tipos de Redes, Arquiteturas, Caracteristicas e
Aplicagdes.
Modelos Bésicos: Perceptron, Adaline,
Madaline.
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Introducdo ao Estudo das
Redes Neurais Artificiais

Stmula - continuacgéo
Modelos Bésicos: Multi-layer Perceptron e
Regra de Aprendizado Back-Propagation.
Redes “Counterpropagation”.
Memodrias Associativas: Hopfield e BAM.
Redes de Kohonen.
Redes ART
Redes Recorrentes.
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Introducédo ao Estudo das
Redes Neurais Artificiais
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Introducédo ao Estudo das
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Origens da Inteligéncia
Artificial

O que é Inteligéncia Artificial?
“I propose to consider the question, ‘Can machines
think?' This should begin with definitions of the meaning
of the terms ‘machine’ and ‘think’.”  A. Turing,
Computing Machinery and Intelligence, 1950

“Se queres discutir comigo, define primeiro teus termos.”
Descartes
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O que é Inteligéncia Artificial?

O QUE E INTELIGENCIA?
Binet. “Inteligéncia é julgar bem, compreender bem,
raciocinar bem”.
Tearmarr. “ A capacidade de conceituar e de
compreender o seu significado”.
Helm: “A atividade inteligente consiste nha compreensao
do essencial de uma situagdo e numa resposta reflexa
apropriada”.
Piaget. “Adaptagdo ao ambiente fisico e social”.
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O que é Inteligéncia Artificial?

A INTELIGENCIA E SO HUMANA?

Em um primeiro momento, a inteligéncia era
geralmente associada a uma caracteristica
unicamente humana, de representacéo de
conhecimentos e resolucgéo de problemas,
refletindo um ponto de vista altamente
antropocéntrico. Mas, ainda assim, nds, humanos,
ndo compreendemos a nds mesmos, como
funciona nossa “inteligéncia” e nem mesmo a
origem de nossos pensamentos.
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O que é Inteligéncia Artificial?

Hoje em dia, para muitos pesquisadores, a idéia
de inteligéncia passou a ser associada com a idéia
de sobrevivéncia.

Carne: “Talvez a caracteristica basica de um
organismo inteligente seja sua capacidade de
aprender a realizar vérias fungdes em um
ambiente dindmico, tais como sobreviver e
prosperar”.

Fogel: “inteligéncia pode ser definida como a
capacidade de um sistema de adaptar seu
comportamento para atingir seus objetivos em
uma variedade de ambientes”.

Prof. Dr. Mauro Roisenberg - CPGCC - INE - UFSC

O que é Inteligéncia Artificial?

Defini¢bes de 1A
E um ramo da ciéncia da computagdo ao mesmo
tempo recente (oficialmente nasceu em 1956) e
muito antigo (l6gica de Aristételes)
Até mesmo a origem do termo é cercada de
mistério - John McCarthy, criador do termo em
1956 nao tem certeza de nédo haver ouvido o
termo anteriormente.
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O que é Inteligéncia Artificial?

Elaine Rictr: “IA é o estudo de como fazer os
computadores realizarem coisas que, hoje em dia sédo
feitas melhores pelas pessoas”.

Winston: 1A é o estudo das idéias que permitem aos
computadores serem inteligentes”.

Charniak and McDermott. |A é o estudo das faculdades
mentais através da utilizagdo de modelos
computacionais”.

Bellman: “1A é o estudo e simulagéo de atividades que
normalmente assumimos que requerem inteligéncia”.
Russell and Norvig. “1A é o estudo e implementacéo de
agentes racionais”.

(um agente racional é algo que procura atingir seus
objetivos através de suas crencgas.)
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O que é Inteligéncia Artificial?

O objetivo central da 1A é
simultaneamente teérico - a criagdo de
teorias e modelos para a capacidade
cognitiva - e pratico - a implementagéo
de sistemas computacionais baseados
nestes modelos.
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As duas abordagens da 1A

IA Simbdlica
Um sistema simbdlico é capaz de
manifestar um comportamento inteligente.
O comportamento inteligente global é
simulado sem considerar 0s mecanismos
responsaveis por este comportamento.
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Principios da IA Simbdlica

A estratégia fundamental que sustentou boa parte do
sucesso inicial da 1A Simbdlica, se deve a proposta
conhecida como “Physical Symbol Systems Hypothesis”,
de Newell e Simon.

Physical Symbol Systems - Newell & Simon(1976)

”A physical symbol system consists of a set of entities, called symbols,
which are physical patterns that can occur as components of another
type of entity called an expression (or symbol structure)...the system
also includes a collection of processes that operate on expressions to
produce other expressions: processes of creation, modification,
reproduction and destruction. A physical symbol system is a machine
that produces through time an evolving collection of symbol
structures.Such a system exists in a world of objects wider than just
these symbolic expressions themselves “
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As duas abordagens da IA

IA Conexionista

Se for construido um modelo
suficientemente preciso do cérebro, este
modelo apresentara um comportamento
inteligente. Se apenas uma pequena parte
do cérebro for reproduzida, a fungdo
exercida por esta parte emergira do
modelo.
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IA Conexionista

As origens das redes neurais artificiais
remontam no desejo de construir artefatos
capazes de exibir comportamento inteligente.
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Fases Historicas

Epoca Pré-Histérica (até 1875 quando
Camillo Golgi visualizou o neurénio)
Objetivo:
Criar seres e mecanismos apresentando
comportamento inteligente.

Metodologia e Conquistas:
Mecanismos usando mecéanica de precisao
desenvolvida nos autdmatos, mecanismos
baseados em teares, etc.

Limitagdes:
Complexidade dos mecanismos, dificuldades de
construgéo.
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Fases Historicas

Epoca Antiga (1875-1943 - Neurénio de
McCulloch & Pitts)
Objetivo:
Entender a Inteligéncia Humana.
Metodologia e Conquistas:
Estudos de psicologia e neurofisiologia.
Nascimento da psicanalise.
Limitagdes:
Grande distancia entre as conquistas da psicologia
e da neurofisiologia.

Prof. Dr. Mauro Roisenberg - CPGCC - INE - UFSC

Fases Historicas

Epoca Romantica (1943-1956 - Reunio
no Darthmouth College)
Objetivo:
Simular a Inteligéncia Humana .
Metodologia e Conquistas:
Inspiragdo na Natureza, Nascimento da
Cibernética. Primeiros mecanismos imitando o
funcionamento de redes de neurdnios. Primeiros
programas imitando comportamento inteligente.
Limitagdes:
Limitagdes das capacidades computacionais.
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Fases Historicas

Epoca Barroca (1956-1969 - Livro
Perceptrons)
Objetivo:
Expandir ao Maximo as aplicagdes da 1A tanto
usando a abordagem simbélica quanto a
conexionista.
Metodologia e Conquistas:
Perceptron. Primeiros sistemas especialistas
usando a abordagem simbdlica.
Limitacdes:
Dificuldades em técnicas de aprendizado de redes

complexas. Subestimagéo da complexidade
computacional dos problemas.




Prof. Dr. Mauro Roisenberg - CPGCC - INE - UFSC

Fases Historicas

Epoca das Trevas (1969-1981 - Anuncio
dos Computadores de Quinta Geracao)
Objetivo:
Encontrar para a lA aplicagdes praticas. Simular a

Inteligéncia Humana em situagdes pré-
determinadas.

Metodologia e Conquistas:

Sistemas Especialistas. Formalismos de
representacdo de conhecimento adaptados ao tipo
de problema.

Limitagdes:

Subestimagéo da quantidade de conhecimento
necessaria para tratar mesmo o mais banal
problema de senso comum.
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Fases Historicas

Renascimento (1981-1987 - Primeira
Conferéncia Internacional em Redes
Neurais)
Objetivo:
Renascimento da 1A Simbdlica e Conexionista.
Metodologia e Conquistas:

Sistemas de regras, representagéo da incerteza,
popularizagdo do Prolog. Alguns pesquisadores
criando condicdes para a fase seguinte no que diz
respeito as Redes Neurais.

Limitagdes:

1A Simbdlica e Conexionista evoluindo
separadamente.
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Fases Historicas

Epoca Contemporanea (1987-...)
Objetivo:
Alargamento das aplica¢des das Redes Neurais
Artificiais (RNAs).
Metodologia e Conquistas:
Redes Diretas como aproximador universal. Bons
resultados em problemas mal-definidos.
Limitacdes:
Falta de um formalismo e de uma profunda
andlise matematica sobre as capacidades das

Redes Neurais. Falta de estudos sobre
computabilidade e complexidades neurais.
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Computacao Baeada em
Instrucoes

Arquiteturas Von-Neuman, Maquinas Hiper-Cubicas,
Méquinas Sistoélicas, Data-flow.

Se baseiam na execucéo de instrugdes para
realizagdo do processamento desejado.

Adotam uma abordagem algoritimica para a solugéo
de problemas.

CBI - “Computadores Baseados em Instrucées”.

A abordagem algoritmica para solugédo de
problemas pode ser extremamente eficiente
desde que se conhecga exatamente a sequéncia
de instrucdes a serem executadas para
resolugao do problema.
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Computacao “Neural”

Existem uma série de problemas que os seres vivos,
e os seres humanos em particular, parecem resolver
de maneira inata.

O processamento de imagens, o reconhecimento da
fala, a recuperacéo de informagdes de maneira
associativa, a filtragem adaptativa de sinais, o
aprendizado de novos fatos e idéias, etc.

Se o cérebro dos seres vivos parece ser
adequado para resolver os problemas nédo
algoritmicos, deve se buscar uma abordagem
que procure se inspirar no funcionamento do
cérebro para solugao dos problemas.
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IA Simbdlica X IA Conexionista

Conhecimento representado por regras (ou outra
estrutura similar) que podem ser facilmente tratadas
e analisadas.

Permite a explicagdo do processo que levou a uma
determinada resposta.

Facil insercdo de novos conhecimentos obtidos a
partir do especialista ou através de métodos
automaticos de aquisi¢do de conhecimento.
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IA Simbodlica X IA Conexionista

Necessidade de se trabalhar com conhecimentos
completos e exatos sobre um determinado problema.

Dificuldade de explicar todos os conhecimentos
relativos ao problema através de regras simbdlicas.
Dificuldade para tratar informagdes imprecisas ou
aproximadas, e valores numéricos (dados
quantitativos).

Exemplo: regular a temperatura da agua do banho.
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IA Simbdlica X IA Conexionista

Outro Exemplo:
Conhecimento Tedrico
AND(A,B) = if A=0

then AND=0
else if B=0
then AND=0
else AND=1
Conhecimento Empirico A B AND
0 0 0
0 1 0
1 0 0
1 1 1
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IA Simbdlica X IA Conexionista

A B AND
0 0 0
0 1 0
1 0 0
1 1 1

A
wi=1 ~_
w2=1 AND
0 =2

AWLBW220 /

10
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Interesses em usar Redes
Neurais

Psicdlogos
Estdo vendo possibilidades de construir redes
neurais artificiais e ver aparecer
comportamentos emergentes tais como o
aprendizado de novos conceitos, ajudando a
compreensao dos mecanismos do aprendizado.

Neurofisiologistas

Estdo interessados em ver as RNAs como
metéafora cerebral e, por simulagdo, melhorar o
conhecimento dos mecanismos cerebrais.
(estudar a capacidade de memorizagao, por
exemplo).
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Interesses em usar Redes
Neurais

Cientistas Cognitivos
Se empenham em usar as redes neurais
artificiais para um melhor conhecimento dos
mecanismos envolvidos no processo cognitivo
(qual o melhor método de aprendizado?).

Engenheiros

Olham as RNAs como um caminho para,
implementando estas redes em circuitos
elétricos, ter computadores realmente paralelos
e distribuidos.

Muitos encontraram no aprendizado de RNAs
um campo para aplicar o que se conhece da
teoria da otimizagao.

Prof. Dr. Mauro Roisenberg - CPGCC - INE - UFSC

Interesses em usar Redes
Neurais

Cientistas de Computagao

Encontraram um novo paradigma de
programacéo e uma arquitetura distribuida.
Explorar este paradigma, analisando suas
capacidades e complexidades computacionais,
desenvolvendo técnicas de programagéo,
aplicacdes, etc. € um DESAFIO.

11
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Novo Paradigma de
Programacao

Equivaléncia das RNAs com Maquinas
de Turing.

(uma RNA sem periféricos seria um computador com
CPU e memodria, sem entradas e saidas)
Toda RNA pode ser simulada em um CBI.
Como toda RNA pode implementar circuitos
AND, OR e NOT, é possivel construir um CBI
com ajuda de uma RNA.
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Novo Paradigma de
Programacao

Paradigmas de Programacéo:
Imperativa (PASCAL, C, BASIC).
Declarativa (PROLOG).
Funcional (LISP).

Conexionista.
Programagao por exemplos,
Capacidade de generalizagéo,

Usa analogia com problemas anteriormente
resolvidos,

N&o necessita de algoritmo explicito,
N&o necessita de descri¢cdo do problema,
Baseada na adaptabilidade!
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Fundamentos Biologicos

“Eventually a science of the nervous system
based upon direct observation rather than
inference will describe the neural states and
events which imediately precede instances of
behavior. We will know the precise neurological
conditions which imediately precede, say, the
response: “No, thank you.”

B. F. Skinner, Science and human
behavior, 1953, pg. 28

12
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Fundamentos Biologicos

A razdo da importancia da plausibilidade
bioldgica
Redes Neurais Atrtificiais se inspiram nas redes
biolégicas e formam um dos paradigmas da
Inteligéncia Artificial - O Conexionismo.
Procura imitar a arquitetura do cérebro e
espera ver o comportamento inteligente
emergir.
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Fundamentos Biologicos

A razdo da importéancia da plausibilidade

biol4gica
Em muitos casos, quando o que se deseja é
obter um sistema com alto grau de
adaptabilidade, uma inspiracgéo bioldgica ténue
pode ser suficiente. Exemplos: reconhecimento
de caracteres, previsées financeiras,
classificagdo de padrdes, controle de processos.
Entretanto, se o objetivo € modelar um
processo de agdo motora ou processo
cognitivo, plausibilidade biolégica se torna
essencial.
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Fundamentos Biologicos
A Célula

A célula é composta basicamente de agua,
eletrolitos, proteinas, lipidios e carbohidratos.
Sua configuragéo tipica é dividida em duas
partes: nucleo e citoplasma.

— Nucleo: controla as reagdes quimicas e a

reproducdo.

— Citoplasma: é onde as organelas estdo dispersas.
Dividindo o meio intracelular do meio
extracelular existe a membrana citoplasmatica.

13
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Fundamentos Biologicos

O Sistema Nervoso

Controla as reag6es rapidas do corpo, como
uma contra¢do muscular (funcdo motora),
geralmente como resposta a algum estimulo
recebido (funcéo sensora).
Recebe informacdes dos sensores, combina
estas informagdes com as informacgdes
armazenadas para produzir uma resposta.
E organizado hierarquicamente.
— Medula da coluna vertebral: ato reflexo.
— Cérebro:
Bulbo, Mesencéfalo, Hipotalamo, Talamo, Cerebelo.
Cortex.
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Fundamentos Biologicos
O Cérebro

Composto por Neurdnios
(10° na mosca da fruta, 5x10° no rato e 101 no homem)
O CérebroHumano
Massa: 1-2kg no adulto - 2% do peso
20% do peso do recém-nascido.
Usa 20% do oxigénio, 25% da glucose, 15%
do fluxo de sangue.
O Cortex

O tamanho do cortex separa 0os humanos das
outras espécies.

(5cm?2 no rato, 500 cm?2 no chimpanzé e 2000cm? no homem)
3x101° neurdnios no coértex humano.

103 a 10* sinapses por neurdnio.
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Fundamentos Biologicos

O Cérebro
_~ Cortex

Talamo =
i | /,///
: 2=
Hipotalamo
o
Cerebelo
Bulbo

Coluna Vertebral

14
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Fundamentos Biologicos
Esquema Simplificado de um Neurénio

NEURONIO
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Fundamentos Biologicos

O Neurbnio
Possui um corpo celular, axonio e diversas
ramificagdes (dendritos).
Os dendritos séo “dispositivos de entrada” que
conduzem sinais das extremidades para o corpo
celular.
O axodnio (geralmente 1) é o “dispositivo de saida”
que transmite um sinal do corpo celular para a
suas extremidades.
As extremidades do ax6nio sdo conectadas com
dendritos de outros neurdnios pelas sinapses.
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Fundamentos Biologicos

O Funcionamento do Neurdnio
A membrana citoplasmatica de uma célula nervosa
permite o transporte de eletrélitos que modificam
o0 potencial elétrico entre as partes externas e
internas da célula.
Esta diferenga de potencial provoca um trem de
pulsos de frequiéncia gerado pela célula nervosa
(neurdnio) através do axdnio para os dendritos,
que se ligam a outras células.
Ante um estimulo de amplitude e duragéo
definida, é codificada a informagédo que
posteriormente é decodificada por dendritos.

15
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Fundamentos Biologicos

O Funcionamento do Neurdnio - A Sinapse
Sinapse: é a ligagdo entre a terminagdo axonica e
os dendritos e que permite a propagagdo dos
impulsos nervosos de uma célula a outra. As
sinapses podem ser excitatorias ou inibitdrias.

As sinapses excitatérias cujos neuro-excitadores
sdo os ions sadio permitem a passagem da
informacéo entre os neurénios e as sinapses
inibitérias, cujos neuro-bloqueadores séo os ions
potéssio, bloqueiam a atividade da célula,
impedindo ou dificultando a passagem da
informacéo.
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Fundamentos Biologicos

O Funcionamento do Neurdnio - O Potencial

de Acgéo
Concentragdes diferentes de Na* e K- dentro e
fora das células provocam diferenga de potencial.
Estimulagdo elétrica, quimica, calor, etc. pode
perturbar a membrana do neurdnio alterando este
potencial.
ApGs um certo tempo as coisas voltam ao normal
devido ao mecanismo de transporte ativo. No
entanto a onda de variagdo de tensdo se propaga.
Na regido junto a sinapse o potencial de agio
libera neurotransmissores, provocando uma
perturbacdo na membrana do neurénio seguinte,
e o fendmeno continua.
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Uma Breve Revisdo de Algebra
Linear
Definigdes Iniciais
Estrutura Matricial

Matrizes sdo geralmente representadas como arranjos
retangulares de nimeros escalares.

A matriz A, m x n, possui m linhas e n colunas. A notagdo
A;; € utilizada para referenciar o namero da i-ésima linha,
j-ésima coluna de A.

4 2 -
A= [1 0 _] A13=-5

16
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Uma Breve Revisdo de Algebra
Linear
Defini¢des Iniciais

Uma matriz n x 1 é geralmente chamada de VETOR.
Uma matriz com o mesmo nimero de linhas e colunas é
chamada de MATRIZ QUADRADA.

Uma matriz € NULA se possui todos os elementos igual a
0.

Uma matriz € DIAGONAL se for quadrada e possuir os
elementos da diagonal principal diferentes de 0 e os
restantes iguais a 0.

Uma matriz diagonal é chamada ESCALAR se todos os
elementos da diagonal forem iguais.

Uma matriz é chamada IDENTIDADE ou UNIDADE se for
escalar com elementos da diagonal igual a 1.
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Uma Breve Revisdo de Algebra
Linear
Definigdes Iniciais

“L SHH
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Uma Breve Revisdo de Algebra
Linear
Definigdes Iniciais
A TRANSPOSTA de uma matriz A m x n é denotada por
AT. AT é uma matriz n x m cujas elementos séo:

(A = Ay
A transposta de um vetor coluna é chamada de VETOR
LINHA.
2 3 4 T 2 1
A=l1 5 6 AS3 5
4 6

17
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Uma Breve Revisdo de Algebra
Linear
Defini¢des Iniciais
Soma de Matrizes

Somar duas matrizes A e B resulta em uma matriz cujos
elementos sdo a soma dos correspondentes elementos de
AeB:SeC=A+B,entdo C; = A; + B

[2 3 4 4 30
A=l1 5 ¢ B=12 1 s
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Uma Breve Revisdo de Algebra

Linear
Defini¢des Iniciais
Multiplicacéo de Matrizes

Multiplicar uma matriz A m x n por uma matriz B n x p
resulta em uma matriz C m x p cujos elementos séo

C = AB, entédo n
Ci = Z AiiB ik
=

2 3 -1 116 11 11
ASl4 1| g B’ g ; '2] c= [17 2 7 J
5 2 5 2 4 110

44+1.1 4.0+1.2 4.1+1.3 4.-2+15

24+3.1 2.043.2 2.1+3.3 2.-1+3.5
C=AB=
5.4+2.1 5.0+2.2 5.1+2.3 5.-2+2.5
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Uma Breve Revisdo de Algebra

Linear
Defini¢des Iniciais
Multiplicagéo de Matrizes

Dada uma matriz quadrada A n x n, verifica-se a seguinte
propriedade: A.l = LA=A

A matriz quadrada A n x n é chamada INVERSIVEL se
existir uma matriz denotada por A que satisfaz: A.Al =
ALA=1

Se Al existir, ela é chamada matriz INVERSA. Se A ndo
existir, A é chamada matriz SINGULAR.
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Uma Breve Revisdo de Algebra

Linear
Definigdes Iniciais
Determinante de uma Matriz
Determinante de uma matriz quadrada € um nimero
associado a matriz dada pela defini¢do recorrente
seguinte:
dada uma matriz quadrada A n x n, chama-se
DETERMINANTE de A e indicamos |A] ou det A, ao
nimero dado por:
a) Se n=1 entdo |A| = at*

b) Se n>1 entso |Al= zn:(_]_ Trigh | AM |
i

j=
onde Al é a submatriz obtida da matriz A eliminando a
linha 1 e a coluna j
det A = 0 se e somente se A ndo é inversivel.
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Redes Neurais Artificiais
Origens

Neurénio

Modelo
Simplificado
Modelo Simulado
Caracteristicas
Bésicas 3
Adaptagao S - Tendiin
~ l,l\ RN
Representagdo de
Conhecimentos o S
baseada em AT
~ :."( 2:,-;__\,
conexoes

7 dimin
* Nchen
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Circuitos Neurais e

Computacao
O Modelo de McCulloch & Pitts (1943)

O Cérebro como um Sistema Computacional
5 Suposigdes Basicas
A atividade de um neurdnio é um processo tudo ou nada.
Um certo nimero fixo (>1) de entradas devem ser
excitadas dentro de um periodo de adicéo latente para
excitar um neurdnio.
O Unico atraso significativo é o atraso sinaptico.
A atividade de qualquer sinapse inibitdria previne
absolutamente a excitacdo do neurénio.
A estrutura das interconexdes ndo muda com o tempo.
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O Modelo de McCulloch& Pitts

Comportamento da Rede Neural pode ser
expresso por predicados.
Notagdo:
Ni(t): Assercdo que o i-ésimo neurdnio dispara no tempo t.
— Ni(t): Asserg&o que o i-ésimo neurdnio NAO DISPARA no
tempo t.
Circuitos encontrados no SNC
s i conexao excitatoria
s conexao inibitéria
i-ésimo

neurdnio  @—@—  N2(t)=N1(t-1)
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O Modelo de McCulloch& Pitts

Circuitos encontrados no SNC

®—  N3(t)=N1(t-1) ou N2(t-1) DISJUNCAO

)y

@ N3(t)=N1(t-1) e N2(t-1) CONJUNGAO

L7

@—  N3(1)=N1(t-1) e - N2(t-1)

.
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O Modelo de McCulloch& Pitts

Exemplo

o —F0—

N3(t)=N1(t-1) ou Na(t-1)

Ve
/
@ Na(t-1)=Nb(t-2) e — N2(t-2)
g\ Nb(t-2) = N2(t-3)
@—  N3(t)=N1(t-1) ou
(N2(t-3) e —N2(t-2))

N4(t) = N2(t-1) e Nb(t-1)

N4(t) = N2(t-1) e N2(t-2)
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O Modelo de McCulloché& Pitts
Conseqiéncias

Combinagédo dos neurdnios implementa qualquer fungéo
l6gica - Rede Neural como Computador Digital.

N&o explica como séo formadas as topologias das Redes
Neurais.

N&o explica como acontece o aprendizado.

Rede Neural sé funciona corretamente se todos os
elementos funcionarem corretamente.
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Uma forma de aprendizado no
Modelo de McCulloch& Pitts

O Aprendizado de Hebb (1949)

Base para todas as outras regras de aprendizado
“Quando um axoénio de um neurdnio A esta préximo o
suficiente para excitar um neurdnio B, e repetidamente ou
persistetemente toma parte do disparo de B, entdo, ocorre
um certo processo de crescimento ou mudanga metabolica
em uma das 2 células, de forma que a eficiéncia de A em
contribuir para o disparo de B é aumentado (“for¢a do
contato sinaptico).”

Experimento de Pavlov
SOM —=@—__|

5 . SALIVAGAO
VISAO——=
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Modelos de Neurdnio Artificiais

Neurdnio Artificial, N6 ou Processing Element-PE
Um Primeiro Modelo

Entradas
(dendritos)

Saida

axonio

@00 et, =W, X,
i

i-ésimo
————\ neurdnio

Xj

Pesos Sinapticos
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Modelos de Neurdnio Artificiais
O PERCEPTRON : Frank Rosenblatt (1958)

“A conectividade desenvolvida nas redes biolégicas contém
um grande nimero aleatério de elementos”.

No inicio, o Perceptron ndo é capaz de distinguir padrdes e
portanto ele é genérico.

Pode ser treinado.

Com o tempo foi-se notando que a capacidade de
separabilidade era dependente de “certas condi¢des de
contorno” dos padrdes de entrada.
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Modelos de Neurdnio Artificiais
O PERCEPTRON : Frank Rosenblatt (1958)

0
condicéo
de limiar
(threshold)

Retina
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Modelos de Neurdnio Artificiais
O PERCEPTRON : Frank Rosenblatt (1958)

X1 x1 i
saida net=x1.w1+x2.w2
2 0 0 idasf{net)= {1 se net > 9}
saida=f(net)= 0senet<0

EQUAGAO FUNDAMENTAL DO PERCEPTRON
wl.x1+w2.x2=0 «—— EQUACAO DE UMA RETA
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Modelos de Neurdnio Artificiais
O PERCEPTRON : Exemplos

X1— x1 i
saida net=x1.w1+x2.w2
L 0 0 . lsenet>0
X2 saida=f(net)= 0'senet<0

Determinar wl, w2 e 0 para que o Perceptron aprenda a
funcdo OU Légico (OR)

x1 X2 OR
0 0 0
0 1 1
1 0 1
1 1 1

Possivel solu¢do: wl=w2=0 =1
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Modelos de Neurdnio Artificiais
O PERCEPTRON : Exemplos

X1 x1 .
saida net=x1.w1+x2.w2
2 0 0 idasf{net)= 1senet29}
saida=f(net)= 0senet<0

Determinar wl, w2 e 0 para que o Perceptron aprenda a
fungdo E Ldgico (AND)

x1 x2 OR
0 0 0 11
o0 0 o (LY
1 0 0
1 1 1

Possivel solugdo: wl=w2=16=2
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Modelos de Neurdnio Artificiais
O PERCEPTRON : Exemplos

Determinar wl, w2 e 0 para que o Perceptron aprenda a
fungdo OU-EXCLUSIVO Légico (XOR)

x1 x2 OR

0 0 0

0 1 1

1 0 1

1 1 0 (0,1)

0,0

CONCLUSAO: O PERCEPTRON E CAPAZ DE
DISTINGUIR APENAS PADROES LINEARMENTE
SEPARAVEIS!!
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Modelos de Neurdnio Artificiais

O PERCEPTRON : Minsky e Papert (1969)
CONCLUSAO: O PERCEPTRON E CAPAZ DE
DISTINGUIR APENAS PADROES
LINEARMENTE SEPARAVEIS!!!

Isto causou um “trauma” na comunidade
cientifica e levou ao corte de verbas para as
pesquisas em Redes Neurais Artificiais.

“Se colocarmos mais uma camada de
neurdnios podemos resolver esta limitagao.
Mas como achar os pesos?”

Na época nao se sabia como.

Prof. Dr. Mauro Roisenberg - CPGCC - INE - UFSC

Modelos de Neurdnio Artificiais
O PERCEPTRON : Minsky e Papert (1969)

wll=wl12=w21=w22=1
01=0,4
02=1,2
6=05
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Modelos de Neurdnio Artificiais

O ALGORITMO DE APRENDIZADO DO
PERCEPTRON : O ADALINE - Widrow e Hoff

(1960) x1 ADALINE ADAptive Linear NEuron

X ADAptive LINear Element

x3 +1
x4 _ I saida sign(y)
X y —t

Xn

%/—/

ALC Adaptive Linear Combiner
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Modelos de Neurdnio Artificiais

O ADALINE - Widrow e Hoff (1960)
Formulagéo Vetorial

w0 x0

wl x1 y=WT.X
W =|w2 X=|x2

wn xn

Suponha que temos um conjunto de vetores de entrada
{X1, X;, ..., X}, cada um com seu valor de saida
correto (desejado) {d,, d,, ..., d, }.

O Método de Aprendizado procura achar os pesos de
forma a minimizar a diferenga entre a saida desejada e
a saida obtida com o vetor de entrada.
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Modelos de Neurdnio Artificiais
O ADALINE - Widrow e Hoff (1960)
A Regra de Hebb

Idealizada por Hebb, a idéia basica é que se duas
unidades séo ativadas simultaneamente, suas
interconexdes tendem a se fortalecer. Se i recebe o
sinal de saida de j, o peso Wij é modificado de
acordo com :

AW j=MLaia;

onde A (lambda) é uma constante de proporcionalidade
representando a taxa de aprendizado e ai e aj séo
ativagdes (ou saidas) das unidades i e j
respectivamente. Alguns autores representam
alternativamente a matriz Wij por Wji.
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Modelos de Neurdnio Artificiais
O ADALINE - Widrow e Hoff (1960)

A Regra Delta - Erro Médio Quadratico
Minimo (LMS) - Widrow-Hoff
E uma variante da Regra de Hebb, introduzida por
Widrow-Hoff. A diferenca quanto a de Hebb é que

possui uma saida desejada dj. Assim, o peso sera
proporcional a saida.

Sendo aj e ai os niveis de ativagdes das unidades j e i
respectivamente, a variagdo dos pesos é:

AWij=(di-aj)a
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Modelos de Neurdnio Artificiais

Como Minimizar o Erro Médio Quadratico
Exemplo ~ 0 ~
Fungdo OR: k=4 X1—|:O:|d1—0
x1 x2 OR

0 0 0 [0
0 1 1 Xeo= 1}d2:l
1 0 1 -
1
L(_l/ % Xs3= 0:|d1=1
Xy dy -
1
Xa= :|d4=l
11
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Modelos de Neurdnio Artificiais

Como Minimizar o Erro Médio Quadratico

Erro Médio Quadratico
Erro para o k-ésimo vetor de entrada
E, = d, - y, desejado - obtido
Erro Médio Quadratico

<EZs= Ly E?
L3
entio < E/ >=< (d, - y,)* >
mas y, =W "X,
logo < EZ? >=< (d, -W "X ,)? >=
<d?>HWT < X X[ >W —2<d X{ >W
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Modelos de Neurdnio Artificiais

Como Minimizar o Erro Médio Quadratico
Erro Médio Quadratico

<El>=<d?>tWT <X, X] >W -2<d X] >W

Equacéo de uma Parabola

Minimizac&o do Error Médio Quadrético significa

encontrar o FUNDO DA PARABOLA.

O<E}>
ow

2< X X! >W-2<d, X, >=0

0
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Modelos de Neurdnio Artificiais

A Regra Delta - Erro Médio Quadratico
Minimo (LMS) - Widrow-Hoff
Determinacéo dos Conjunto de Pesos W,
pelo Método da Descida Mais ingreme
(Steepest Descente)
Método Iterativo

Escreve-se W como uma fungédo do “tempo”.
— Vetor de pesos iniciais W(0)
— Vetor de pesos no “passo” ou “tempo” t W(t)
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Modelos de Neurdnio Artificiais

Determinagdo dos Conjunto de Pesos
W, pelo Método da Descida Mais
ingreme (Steepest Descent)
1-Comecar especificando valores aleatdrios
para 0s pesos.
2-Aplicar um vetor de entrada X,.
3-Determinar o erro E,(t) utilizando W(t).
E(t) = (de - WT(H)X)?
4-Supor que E2(t) € uma aproximagédo razoavel
para o Error Médio Quadratico <E2(t)>
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Modelos de Neurdnio Artificiais

Determinagdo dos Conjunto de Pesos
W, pelo Método da Descida Mais
ingreme (Steepest Descent)

5-Calcular o gradiente do erro, isto é a

“direcdo” em que derivada é maior.
E¢ (D) = (d W' ()X,)*
oE
VEZ(t)=2(d, —WT (t)X,)—X =
« (1) =2(d, (t) k)aW

2E, (t).(-X,) =—2E, X,
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Modelos de Neurdnio Artificiais

Determinagdo dos Conjunto de Pesos
W, pelo Método da Descida Mais
ingreme (Steepest Descent)

6-Atualizar o Vetor de Pesos.

W (t+1) =W (t) — £VEZ(t)

W (t+1) =W (t) + 24E, X,
com
E =d -WT ()X,
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Modelos de Neurdnio Artificiais

Determinagdo dos Conjunto de Pesos
W, pelo Método da Descida Mais
Ingreme (Steepest Descent)

7-Repetir os passos de 2 a 6 até o erro alcangar
um valor suficientemente pequeno.
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O Periodo “Negro”

Minsky e Papert - 1969 - Livro “Perceptrons”. O
Perceptron (ou o Adaline) é incapaz de classificar
corretamente padrdes ndo linearmente separaveis.
A maioria dos problemas sdo ndo linearmente
Apesar do descrédito gerado sobre a area da
neurocomputagdo, entre 1969 e 1982 os estudos
neste campo continuaram, ainda que englobadas
em outras linhas de pesquisa, como processamento
adaptativo de sinais, reconhecimento de padrdes,
modelamento bioldgico, etc. Este trabalho, ainda
que silencioso, construiu as bases necessarias para
que o desenvolvimento das redes neurais pudesse
continuar de forma consistente.
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O Renascimento

Em 1974, Paul Werbos conseguiu 0 maior progresso
em termos de redes neurais desde o perceptron de
Rosenblatt: ele langou as bases do algoritmo de
retro-propagacéo (“backpropagation"), que permitiu
que redes neurais com mdltiplas camadas
apresentassem capacidade de aprendizado. Em
1982, David Parker desenvolveu um método similar,
de forma aparentemente independente. Contudo, a
potencialidade deste método tardou a ser
reconhecida.

Prof. Dr. Mauro Roisenberg - CPGCC - INE - UFSC

O Renascimento

Os primeiros resultados da retomada do
desenvolvimento sobre redes neurais foram
publicados em 1986 e 1987, através dos trabalhos
do grupo PDP (Parallel and Distributed Processing),
onde ficou consagrada a técnica de treinamento por
backpropagation.
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Redes Neurais Artificiais
Os Tempos Modernos

Elementos Béasicos
de um Neurdnio

Artificial
Uma Abordagem
Unificada.
Terminologia
Basica. Ll\ ) \\ -L;::iu-
‘.i‘i:..l L i
b
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Elementos Basicos de um
Neurodnio Artificial

A evolugéo das pesquisas no campo da abordagem
conexionista levou ao desenvolvimento de uma
infinidade de modelos de neurdnios artificiais, de
topologias de interconexao destes neurdnios e
algoritmos para aprendizado.

Um trabalho que procurasse apresentar de maneira
extensiva todos os modelos de neurdnios, de
topologias e de algoritmos de aprendizado,
certamente ocuparia varios volumes e milhares de
paginas.

Abordagem Unificada - Modelo Formal
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Elementos Basicos de um
Neuronio Artificial

Defini¢cdes de Sistemas Dinamicos Aplicados ao
Neurdnio Artificial

A partir da definigdo de Sistemas Dindmicos, podemos

definir um Neurénio Artificial (NA) como um sendo um
Sistema Dindmico onde:

Te® < Conjunto Tempo

Q={w}c f®->x");  <Conjunto dos Valores de Entrada
Uca™ < Conjunto das Fungdes de Entrada
YR < Conjunto dos Valores de Saida
r={}c fM->N); < Conjunto das Fungdes de Saida

X cR: < Conjunto de Estados

¢ TxTxXxQ - X; <FuncAo de Transicio de Estados
2 TxXxU Y. <Fungio de Saida
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Elementos Basicos de um
Neuronio Artificial

Defini¢cdes de Sistemas Dinamicos Aplicados ao
Neurdnio Artificial

A partir da definicdo formal para a representacéo
de um neurdnio artificial é possivel descrever o
funcionamento de diversos modelos de neurdnios,
bastando particularizar os pardmetros que definem
o sistema. Particular atengdo sera dada a escolha
da funcéo de transicdo de estados ¢ e na funcéo de
saida A e na maneira de combinar os valores de
entrada dos neurdnios.
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Elementos Basicos de um
Neuronio Artificial

Modelo de Neurénio Artificial

DP>OU>DA=Zzm

—_— %
COMBINAGAO
— = . ~ =
DASENTRADAS | et FUNGAO | ativagdo | FUNGAO | saida
DE DE
o T wu ATIVAGAO SAIDA
— .|.

Possivel Dindmica

Prof. Dr. Mauro Roisenberg - CPGCC - INE - UFSC

Elementos Basicos de um
Neuronio Artificial

Modelo de Neurodnio Artificial
As Entradas

As entradas de um neurdnio podem ser as saidas de
outros neurénios, entradas externas, um bias ou qualquer
combinacdo destes elementos.
A Combinagéo das Entradas - O “Net”
O somatério de todas estas entradas, multiplicadas por
suas respectivas forcas de conexdo sinaptica (os pesos),
déa origem ao chamado "net" de um neurénio.
n wij € um ntmero real que representa a
neti(t) = Z Wilj(t)  conexdo sinaptica da entrada do iésimo
= neurdnio com a saida do jé neurénio.
A conexdo sinaptica é conhecida como excitatoria se w;>0 ou inibitoria
caso w;<0
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Elementos Basicos de um
Neuronio Artificial

Modelo de Neurodnio Artificial

Ap6s a determinagéo do net, o valor da ativagdo do neurdnio
é atualizado através da fungdo de ativacdo ¢ e finalmente, o
valor de saida do neurdnio é produzido através da fungédo de
saida A.

A Funcéo de Ativagao ¢ X(t+1) =4 (x(t), net(t))

Os estados futuros de um neurdnio sédo afetados pelo
estado atual do neurdnio e pelo valor do et de entrada.
Este tipo de neurdnio, que possui "memdria" é conhecido
como “neurdnio dinamico".

Por outro lado, se considerarmos a fungdo como
constante, teremos neurénios que ndo possuem
"memdria”, ou seja, o estado atual é igual aos estados
anteriores e portanto o neurdnio é conhecido como
“neurdnio estatico”.
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Elementos Basicos de um
Neuronio Artificial

Modelo de Neurénio Artificial

A Fung&o de Saida A

Essencialmente, qualquer fungéo continua e
monotonicamente crescente tal que xR e y(x) e[-11]
pode ser utilizada como fungdo de saida na modelagem
neural.

Existem, no entanto, uma série de fungbes mais
comumente utilizadas como funcbes de saida em
neurdnios. Estas fun¢des sdo:

— A Fungéo Linear
— A Fungdo Sigmoidal ou Logistica
— A Funcdo Tangente Hiperbdlica
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Elementos Basicos de um
Neuronio Artificial

Modelo de Neurodnio Artificial

A Fung&o de Saida A
A Fungéo Linear

y(X) = ax

A Funcéo Sigmoidal ou Logistica - Fungdo UNIPOLAR mais
utilizada.

X)=—
y(x) Tre™

onde k é um fator de escala positivo.
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Elementos Basicos de um
Neuronio Artificial

Modelo de Neurénio Artificial

A Func&o de Saida A

A Funcéo Tangente Hiperbolica - A Fungdo BIPOLAR mais
utilizada.
—kx
l-e
y(X) = tanh(kX) =
l+e
onde k € um fator de escala positivo.

Confusdo na Nomenclatura - CUIDADQ!!!

Na literatura muitas vezes s6 é apresentado o
neurdnio estatico e portanto muitas vezes se
confunde a fungdo de ativacdo com a fungdo de
saida. Também é comum encontrarmos o termo
“funcgédo de transferéncia”.
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Elementos Basicos de um
Neurodnio Artificial

Modelo de Neurénio Artificial

A Fung&o de Saida A

A Funcdo Tangente Hiperbdlica - A Fungdo BIPOLAR mais
utilizada.
—kx
l-e
y(X) = tanh(kX) = ——kx
l+e
onde k é um fator de escala positivo.

Confusdo na Nomenclatura - CUIDADQ!!!

Na literatura muitas vezes s6 é apresentado o
neurdnio estatico e portanto muitas vezes se
confunde a fungdo de ativacdo com a fungdo de
saida. Também é comum encontrarmos o termo
“funcéo de transferéncia”.
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Elementos Basicos de um
Neuronio Artificial

Algumas Observagbes sobre a Dinamica do
Neurénio

Decaimento Passivo de Primeira Ordem.

Taxa de Decaimento.

Nivel Residual.
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Topologias Das Redes Neurais
Como os Neurdnio se Conectam

Depende da forma como os Neurdnios se
conectam para formar uma “Rede” de
neurdnios.

Redes Diretas - “Feedforward”
Redes Recorrentes - “Feedback™
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Topologia das Redes Neurais

Redes Neurais Diretas - Feedforward
As redes diretas sdo aquelas cujo grafo
nao tem ciclos.

Frequentemente € comum representar
estas redes em camadas e neste caso sao
chamadas redes de camadas.
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Topologia das Redes Neurais

Redes Neurais Diretas - Feedforward

Neurdnios que recebem sinais de excitagio
sdo chamados de camada de entrada ou
primeira camada.

Neurdnios que tem sua saida como saida

da rede pertencem a camada de saida ou
ultima camada.
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Topologia das Redes Neurais

Redes Neurais Diretas - Feedforward

Rede Direta com 3 Camadas
Camada Camada Camada

de Entrada Intermediéria de Saida
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Topologia das Redes Neurais

Redes Neurais Recorrentes - com
Realimentacéo - Feedback

Redes com “feedback" sdo aquelas cujo grafo de
conectividade contém pelo menos um ciclo.

Por esta razdo McCulloch chamou-as de "networks
with cycles", ou redes com ciclos.

Duas destas redes tem particular importancia: as
redes propostas por Hopfield e as redes bi-
direcionais.
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Topologia das Redes Neurais

Redes Neurais Recorrentes - com
Realimentacéo - Feedback

1, N0 \>T Dall > Yy(k+D)
u,(0) () z > Y, (k+1)

Ya(K)

1z1]
1
||

un(0)

D= > yn (k+1)

4
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Topologia das Redes Neurais

Rede Direta com Neurbdnios Estaticos
E Topologia de Rede Neural mais popular
atualmente.
Também chamada de
Rede FeedForward
Multi Layer Perceptron
Rede Back Propagation (erradamente)
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Aprendizado de Redes Neurais

Um neurénio é considerado ser um elemento
adaptativo. Seus pesos sinapticos sao
modificaveis dependendo do algoritmo de
aprendizado.
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Aprendizado de Redes Neurais

Por exemplo, alguns, dependendo do sinal de
entrada que recebem, tem seus valores de saida
associados a uma resposta diante de um
aprendizado supervisionado por uma espécie de
"professor”.

Em alguns casos o sinal do "professor" nao esta
disponivel e ndo ha informagéo de erro que possa
ser utilizada para corregio dos pesos sinapticos,
assim o neurdnio modificara seus pesos baseado
somente no sinal de entrada e/ou saida, sendo o
caso do aprendizado ndo-supervisionado. Um
neurdnio é considerado ser um elemento
adaptativo. Seus pesos sinapticos sdo modificaveis
dependendo do algoritmo de aprendizado.
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Aprendizado de Redes Neurais

Aprendizado Supervisionado

Neste caso, o “professor" indica explicitamente um
comportamento bom ou ruim.

Por exemplo, seja o caso de reconhecimento de caracteres e
para simplificar seja reconhecer entre um A e um X.
Escolhe-se uma rede direta, com dois neurdnios na camada
de saida, uma ou varias camadas internas e um conjunto de
neurdnios na camada de entrada capaz de representar com
a precisdo desejada a letra em questéo.

Apresentam-se estas letras sucessivamente a uma retina
artificial constituida de uma matriz de elementos foto-
sensiveis, cada um ligado a um neurénio da rede neural
artificial direta (feedforward).
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Aprendizado de Redes Neurais

Aprendizado Supervisionado

Observa-se qual dos dois neurdnios de saida esta mais
excitado. Se for o que se convencionou representar a letra
que for apresentada nada deve ser corrigido, caso contrario
modifica-se os valores das conexdes sinapticas no sentido de
fazer a saida se aproximar da desejada.

Foi exatamente isto que Rosenblatt fez com o seu
Perceptron. Como a cada exemplo apresentado uma
corregéo é introduzida depois de observar a saida da rede,
este é um caso de aprendizado supervisionado.
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Aprendizado de Redes Neurais

Aprendizado N&o-Supervisionado

E aquele que para fazer modificagdes nos valores
das conexdes sinapticas ndo usa as informagdes
sobre a resposta da rede, isto é se a resposta esta
correta ou nao.

Usa-se por outro lado um esquema, tal que, para
exemplos de coisas semelhantes, a rede responda
de modo semelhante.
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Aprendizado de Redes Neurais

O Aprendizado Backpropagation
Estrutura da Rede:
Rede Direta Multi-camada com Neurdnios Estaticos.
Modo de Treinamento:
Supervisionado.
Solugéo para superar o problema do aprendizado
da classificacéo de padrdes ndo-linearmente
separaveis:
Utilizagdo de uma camada intermediaria de neurdnios,
chamada Camada Intermediaria (ou Escondida - "Hidden

Layer"), de modo a poder implementar superficies de
decisdo mais complexas.
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Aprendizado de Redes Neurais

O Aprendizado Backpropagation
Desvantagem em utilizar esta camada escondida:
O aprendizado se torna muito mais dificil.

A caracteristica principal da camada escondida é que
seus elementos se organizam de tal forma que cada
elemento aprenda a reconhecer caracteristicas
diferentes do espaco de entrada, assim, o algoritmo de
treinamento deve decidir que caracteristicas devem ser
extraidas do conjunto de treinamento.

Até o inicio dos anos 70 nenhum algoritmo de
aprendizado para estas redes multi-camadas havia sido
desenvolvido.

Nos anos 80, um algoritmo chamado Retro-propagacao
ou Backpropagation, veio fazer renascer o interesse geral
pelas redes neurais.
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Aprendizado de Redes Neurais

O Aprendizado Backpropagation

Foi desenvolvido de maneira independente por
varios pesquisadores

Em 1974, Werbos descobriu o algoritmo enquanto
desenvolvia sua tese de doutorado em estatistica
e o chamou de "Algoritmo de Realimentagao
Dinamica".

Parker em 1982 redescobriu o algoritmo e
chamou-o de "Algoritmo de Aprendizado Légico".
Foi com o trabalho de Rumelhart, Hinton e
Williams do grupo PDP (“Parallel Distributed
Processing") do MIT, que em 1986 divulgou e
popularizou o uso do Backpropagation para o
aprendizado em redes neurais.
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Aprendizado de Redes Neurais

O Aprendizado Backpropagation
O algoritmo Backpropagation é hoje em dia a
técnica de aprendizado supervisionado mais
utilizada para redes neurais unidirecionais multi-
camadas com neurdnios estaticos.
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Aprendizado de Redes Neurais

O Aprendizado Backpropagation

Basicamente, a rede aprende um conjunto pré-
definido de pares de exemplos de entrada/saida
em ciclos de propagagao/adaptacao.

Depois que um padrdo de entrada foi aplicado
como um estimulo aos elementos da primeira
camada da rede, ele é propagado por cada uma
das outras camadas até que a saida seja gerada.
Este padrdo de saida é entdo comparado com a
saida desejada e um sinal de erro é calculado para
cada elemento de saida.

Prof. Dr. Mauro Roisenberg - CPGCC - INE - UFSC

Aprendizado de Redes Neurais

O Aprendizado Backpropagation

O sinal de erro é entdo retro-propagado da
camada de saida para cada elemento da camada
intermediaria anterior que contribui diretamente
para a formagéo da saida.

Cada elemento da camada intermediaria recebe
apenas uma por¢cdo do sinal de erro total,
proporcional apenas a contribuicdo relativa de
cada elemento na formagé&o da saida original.
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Aprendizado de Redes Neurais

O Aprendizado Backpropagation
Este processo se repete, camada por camada, até
que cada elemento da rede receba um sinal de
erro que descreva sua contribuicéo relativa para o
erro total.
Baseado no sinal de erro recebido, os pesos das
conexdes sdo entdo atualizados para cada
elemento de modo a fazer a rede convergir para
um estado que permita a codificacdo de todos os
padrdes do conjunto de treinamento.

39



Prof. Dr. Mauro Roisenberg - CPGCC - INE - UFSC

Aprendizado de Redes Neurais

O Aprendizado Backpropagation
Utiliza o mesmo principio da Regra Delta

a minimizagdo de uma fungéo custo, no caso, a soma
dos erros médios quadraticos sobre um conjunto de
treinamento, utilizando a técnica de busca do gradiente-
descendente.

Também é chamado muitas vezes de Regra Delta
Generalizada ("Generalized Delta-Rule").

A modificagdo principal em relagédo a Regra Delta foi a
utilizagdo de fungdes continuas e suaves como fungéo de
saida dos neurdnios ao invés da fungdo de limiar légico.
Como as fungdes de saida passaram a ser derivaveis,
isto permitiu a utilizacdo da busca do gradiente-
descendente também para os elementos das camadas
intermediérias.

Prof. Dr. Mauro Roisenberg - CPGCC - INE - UFSC

Algoritmo Backpropagation

Camada de Camada Camada de
Entrada Escondida Saida
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Algoritmo Backpropagation

Principios Basicos
Suponhamos que tenhamos um conjunto de P pares de
vetores (X;,Y1), (X5,Y3), .., (Xp, Yp), N0 NOsso conjunto de
treinamento e que sdo exemplos de um mapeamento
funcional definido como:

Y=6(X): XeR"YeR"
Desejamos treinar a rede de modo que ela consiga aprender
uma aproximagéo da forma:

O=Y'=0'(X) : XeR" Y cR"
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Algoritmo Backpropagation

Etapas

1. Aplicar um vetor de entrada do conjunto de
treinamento e propagar até a saida

Um vetor de entrada X,=[%4 ¥ --- %]T do conjunto de
treinamento é apresentado a camada de entrada da
rede. Os elementos de entrada distribuem os valores
para os elementos da camada escondida. O valor do net
para o jém elemento da camada escondida vale:

n
h h h
net, = E Wi Xy +6j
i=1

onde w;; € 0 peso da conexdo entre 0 i elemento da
camada de entrada e o j®™ elemento da camada
escondida £.

Prof. Dr. Mauro Roisenberg - CPGCC - INE - UFSC

Algoritmo Backpropagation

Etapas
1. Aplicar um vetor de entrada do conjunto de
treinamento e propagar até a saida

Como 0s neurdnios sdo estaticos, assumimos que ao
valor da fungdo de ativagdo seja igual ao net, entdo, o
valor de saida para um neurdnio da cada escondida vale:

i = f'(netg)
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Algoritmo Backpropagation

Etapas

1. Aplicar um vetor de entrada do conjunto de
treinamento e propagar até a saida

Do mesmo modo, as equagdes para 0s neurdnios da
camada de saida sdo:

|
nety, = > Wiy +6;
=1

= ) (net)
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Algoritmo Backpropagation

Etapas

2. Calcular o error entre a saida calculada pela
rede e a saida desejada no conjunto de
treinamento.

Definimos o erro para um Gnico neurdnio p na camada
de saida para um vetor de entrada 4 como sendo:

Ekp = (ykp - Okp)

E o erro a ser minimizado pelo algoritmo para todos os
neurdnios da camada de saida como:

1&
E, :EZEkp
p=1

l m
E, :Ez(ykp _Okp)z
=
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Algoritmo Backpropagation
Etapas

3. Determinar em que dire¢do a mudanga de peso
devera ocorrer.

Para determinar a direcdo da modificagcdo dos pesos,
calculamos o negativo do gradiente de E,,V E,, com
relagéo aos pesos w,

JE,
o W;j

oty O(nety)

5 (nato ) 0
O (nety,) o wy,
Podemos escrever a derivada de £,°como:
f, (netg,
e o Ultimo termo da equagdo como:
2 (nety)) L. o -
zwpilkJ +0,) =iy

g
=
bt

= _(ykp - Okp)

o wy; ow’
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Algoritmo Backpropagation

Etapas
3. Determinar em que dire¢do a mudanga de peso
devera ocorrer.

Combinando as equagdes, temos para o negativo do

gradiente:

E, _
2wy,

4. Determinar o valor da mudanga de cada peso.

A atualizacdo dos pesos dos neurdnios da camada de
saida se faz por:

Wy, (t+1) = wi; (t) + A wi; (t)

0 o 0 \;
AWy =177 (ykp _okp) fp (netkp)lkj
onde n é a TAXA DE APRENDIZADO.

(Yip —04p) fpd (netsp)ikj
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Algoritmo Backpropagation

Etapas

4. Determinar o valor da mudanga de cada peso.
AS FUNGOES DE SAIDA

— para que possamos implementar a busca do
gradiente-descendente, é necessario que 7£,° seja
diferenciavel.

as fungdes usualmente utilizadas séo:
— a fungéo linear: 0 0y _ 0
f, (net},) = netj,
— a fungéo logistica ou sigmoidal:

fy (net})) =
l+e

—net,
— a funcéo tangente hiperbdlica:

1—87"817"
f, (net},) = tanh(netj,) =

4 e—net‘,",
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Algoritmo Backpropagation

Etapas
4. Determinar o valor da mudanga de cada peso.
AS FUNGOES DE SAIDA

— Estas fungdes sdo bastante populares pois as suas
derivadas podem ser calculadas de maneira
simples, sem a necessidade de célculos complexos.

— para a fungéo linear:
fo=1
— para a fungéo logistica ou sigmoidal:
o _ f0(_ f§0
fO=fo@-12)
— para a fungédo tangente hiperbolica:

o 1 0
i =50 f2)
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Algoritmo Backpropagation

Etapas

5. Repetir os procedimentos para os pesos da
Camada Intermediaria.

Desejamos repetir para a camada escondida 0s mesmos
tipos de célculos que realizamos para a camada de saida.
O problema aparece quando tentamos determinar uma
medida para o erro das saidas dos neurdnios da camada
escondida.

Sabemos qual é a saida destes neurdnios calculada pela
rede, porém ndo sabemos a priori qual deveria ser a
saida correta para estes elementos. Intuitivamente, o
erro total, £, deve de alguma forma estar relacionado
com o valor de saida dos neurdnios da camada
escondida.

43



Prof. Dr. Mauro Roisenberg - CPGCC - INE - UFSC

Algoritmo Backpropagation

Etapas

5. Repetir os procedimentos para os pesos da
Camada Intermediaria.
Voltando a equagéo do Erro temos:

1
Ek =52(ykp _Okp)2
p
1 o o
:EZ(ykp - fp (ne':kp))2
P

1 0 0 7 0
=§Z(ykp -f (ZWPJ'kJ +9p))2
P j

Prof. Dr. Mauro Roisenberg - CPGCC - INE - UFSC

Algoritmo Backpropagation

Etapas
5. Repetir os procedimentos para os pesos da
Camada Intermediaria.

Sabendo que /, depende dos pesos da camada
escondida, podemos utilizar este fato para calcular o
gradiente de £, com respeito aos pesos da camada

escondida.
JE, 1 2 2
=— E — (Yo =0,
owl 24 0w iy =0%)

ji [
Y (i -04) o, J(nety) 2iy I (nety)
4 Yio =0 A(nety) Jiy  o(net)) owj
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Algoritmo Backpropagation

Etapas

5. Repetir os procedimentos para os pesos da
Camada Intermediaria.
Cada um dos fatores da equagéo pode ser calculado
explicitamente das equagfes anteriores, assim como foi
feito para o gradiente da camada de saida.
O resultado fica:

JE o 0 0 !
: = Z(ykp _Okp)fp (nEtkp)ij fjh (net:J)Xk,

k=
oW -
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Algoritmo Backpropagation

Etapas

5. Repetir os procedimentos para os pesos da
Camada Intermediaria.

Por fim, assim como no caso da camada de saida,
atualizamos os pesos da camada escondida
proporcionalmente ao valor negativo da equacéo.

Wi (t+1) = Wi (t) + A W (1)
onde:

Akw’;i = ﬂfjh' (net:j)xki z (ykp - Okp) pr (netl?p )W;j
p

1 novamente é a taxa de aprendizado.
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Algoritmo Backpropagation

Etapas

6. Voltar ao passo 1, escolhendo um novo vetor
de entrada do conjunto de treinamento e repetir
os passos de 1 a 5, somando o erro.
7. Apos todos os vetores do entrada do conjunto
de treinamento terem sido apresentados (uma
“época”), calcular o erro médio quadratico.

Se for aceitavel parar,

sendo voltar ao passo 1.
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Algoritmo Backpropagation

O que sdo minimos locais?
S&o pequenos “buracos” na superficie de erro, mas
néo sdo na realidade a “solugao” (fundo do pogo) do
problema.

Como escapar de minimos locais?
Podemos escapar de minimos locais usando na
atualizagdo dos pesos um termo proporcional a
Ultima direcdo de alteracdo do peso. (Alteracdo do
Peso no passo anterior do algoritmo
Backpropagation) - idéia de inércia ou um
“empurréo” para sair de buracos.

Wy, (t+1) = wy, (£) + A wp; () + oA, wp (t-1)

onde o. é 0 parametro conhecido como “momento”.
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Algoritmo Backpropagation

Algumas dicas praticas

Inicializagdo dos valores dos pesos
valores aleatérios entre -1 e +1.
Valor da taxa de aprendizado n
valores pequenos 0.01 e 0.1
Se a fun¢édo de saida for sigmoidal, escalar os
valores de saida.

As saidas nunca atingem exatamente 0 ou 1. Usar
valores como 0.1 e 0.9 para representar o menor € 0
maior valor de saida.

Se a fungéo de saida for tangente hiperbdlica,
escalar os valores de saida.

As saidas nunca atingem exatamente -1 ou 1. Usar
valores como -0.9 e 0.9 para representar o menor e o
maior valor de saida.
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Algoritmo Backpropagation

Algumas dicas praticas
Valor do pardmetro de momento?
Valores “grandes” entre 0.8 e 0.9.
O que acontece se usarmos taxas de aprendizado
muito grandes?

Converge rapido, mas pode néo chegar no valor de erro
minimo, pois fica “saltando” de um lado para outro na
superficie de erros.

Quantos neurdnios na camada intermediaria?

Quantas camadas intermediarias?
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Redes Neurais Artificiais
Memorias Associativas

Conceitos Basicos - Memoria Associativa

E um conceito “intuitivo”.
Parece ser uma das fung¢des primarias do cérebro.
Facilmente ASSOCIAMOS a face de um amigo com
seu nome, ou um nome a um nimero de telefone.
Também serve para reconstituir padrées
“corrompidos” ou incompletos.
Se olharmos uma foto com os labios da Natasha
Kinsky, logo recompomos todo o seu rosto.
Se vemos um amigo que normalmente ndo usa
6culos, com eles, ainda assim, reconhecemos a face
como sendo da pessoa em questéo.

Recuperagéo de informagéo pelo “contetdo”
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Redes Neurais Artificiais
Memaorias Associativas

Defini¢bes Iniciais
Algumas Medidas de Distancia
Distancia no Espaco Euclidiano

y
(Xpynz) .
Distancia Euclidiana

(X2Y2:2,)

X
/ 4=+ (v, + (- 2)
Z
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Redes Neurais Artificiais
Memodrias Associativas
Definigdes Iniciais
Algumas Medidas de Distancia
Distancia no Espago de Hamming

y 11,1
(-1,1,1)
(-1,11) @D cubode Hamming
(0,0,0) X
_ / (-1-1-1) (1,1-1)
2110 (1-1,1)
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Redes Neurais Artificiais
Memorias Associativas

Definigdes Iniciais
Distancia de Hamming X Distancia Euclidiana
Dados dois pontos (xi,yi) e{-1,+1}
Distancia Euclidiana
- (x1-x2)? {0,4}
— Distancia Euclidiana: d = V4(# “desencontros”)
Distancia de Hamming
— Distancia de Hamming: h = # “desencontros”

d=2vh
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Redes Neurais Artificiais
Memaorias Associativas

Memoérias Associativas - Definicdo Formal

Associadores Lineares
Suponha que tenhamos L pares de vetores,
{(X1, YD), (X2, Y2),- o (XL, YDD, com XeR, e YieR™.
Chamamos a estes vetores exemplares.

O que desejamos com os Associadores Lineares é
fazer um “mapeamento” @ de X para Y.

Ay =D
X Y

Podemos distinguir entdo 3 tipos de MEMORIAS
ASSOCIATIVAS.
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Redes Neurais Artificiais
Memorias Associativas

Memoérias Heteroassociativas

Implementa um mapeamento @ de X para Y tal que
@ (X)) =Y;. Se X for o mais préximo (menor
distancia de Hamming) de X; do que qualquer X;,
j=1,2,...,L, entdo @ (X) =Y,

Memérias Associativas Interpolativas
Implementa um mapeamento ® de X para Y tal que
@ (X)) = Y,;. Mas se o vetor de entrada X diferir de
um exemplar X; por um vetor D, de forma que
X=X;+D, entéo a saida da meméria também difere
dos exemplares de saida por um vetor E, ou seja:
® (X) = ® (X+D) = Y, +E.
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Redes Neurais Artificiais
Memorias Associativas

Memorias Autoassociativas
Assume que X; = Y; e implementa um mapeamento
@ de X para X tal que @ (X;) = X;. Se X for o mais
préximo (menor distancia de Hamming) de X; do
que qualquer X;, j=1,2,...,.L, entdo @ (X) = X;.

48



Prof. Dr. Mauro Roisenberg - CPGCC - INE - UFSC

Redes Neurais Artificiais
Memaorias Associativas

Implementagdo Matematica
Construir uma memoria associativa nao é dificil se
introduzirmos a restri¢do de que os vetores
exemplares devam ser “ortonormais” entre si
(vetores dos vértices de um Cubo de Hamming).
X[T.X=8;, onde &;= 1 se i=j, e ;=0 se i#j.
D (X) = (Y X T+ Y X"+ ..+ Y X)X
Exemplo
© (X)) = (Y X"+ Y Xt + .+ VX 1).X,
@ (X)) = Y XWX+ Y X, X, + o+ Y XX,
D (%) =Y 8, + Y, 0+ ... + Y 8y,
Sij=0 i#j, dij=1 i=j
@ (X) =Y,
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Redes Neurais Artificiais
Memorias Associativas

Implementacgé@o por Redes Neurais
(Elementos Processadores Distribuidos)

A MEMORIA BAM

(Bidirectional Associative Memory)

Consiste de duas camadas de neurdnios que
estdo completamente conectados entre as
camadas. Cada neurdnio esta conectados a si
mesmo.

O peso das conexdes é determinado a-priori,
baseado nos vetores de “treinamento”.

Prof. Dr. Mauro Roisenberg - CPGCC - INE - UFSC

Redes Neurais Artificiais
Memoria BAM

W

Xi1 Yir
Xi2 Yio
Camada Camada
X Y
Xi3 Yis
Xia Yia
Xin yim
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Redes Neurais Artificiais
Memoria BAM

“Treinamento” da BAM

A matriz de pesos W é construida
utilizando o modelo de Associador Linear.
Dados L pares de vetores que constituem o
conjunto de exemplares que desejamos

armazenar,

W=Y, X, T+ Y X7+ YX T+ o+ Y X T
fornece os pesos das conexdes da camada X
para a camada Y.

WT

fornece os pesos das conexdes da camada Y
para a camada X.

Prof. Dr. Mauro Roisenberg - CPGCC - INE - UFSC

Redes Neurais Artificiais
Memoria BAM

Processamento da BAM
Célculo das Matrizes de Pesos

Recuperagdo da Informagéo
Aplicar um par de vetores iniciais (Xg,Yo)-
Propagar a informagéo de X para Y
(multiplicar X, pela matriz W) e atualizar Y.
Propagar a informagao atualizada de Y para X
(multiplicar Y pela matriz WT) e atualizar X.
Repetir os passos 2 e 3 até nédo haver
mudancga nos valores dos neurénios.
Dado X, o resultado serad X; com a menor
distancia de Hamming de X,.
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Algumas Consideragdes
E este algoritmo que fornece a BAM suas
caracteristicas bi-direcionais.
Os termos “entrada” e “saida” dependem da
direcéo atual de propagacéo.
Apds algumas iteragdes a rede ira estabilizar em
um estado estavel.
N&o sobrecarregar demais a meméria com muita
informac&o, ou ela ir4 estabilizar em um “estado
espurio” (crosstalk).
O Crosstalk ocorre quando os padrdes exemplares
estdo muito “préximos” uns dos outros.
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Matematica da BAM

Os neurdnios calculam o net, como neurénios
“normais”:

calculodo net para o neurdnio i da camada Y.
n

nety =" w;X;
j=1

calculodo net paraacamada Y.
net' =W.X
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Memoria BAM
Matematica da BAM

Os neurdnios calculam o net, como neurénios
“normais”:

calculodo net para o neurdnio j da camada X.
X m
net’ => w,y;
i=1

calculodo net para a camada X.
net* =w'"y
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Matematica da BAM
O valor da saida para cada neurénio depende do
valor do net e do valor da saida “anterior”.

Novo valor para a saida y noinstante t +1
esta relacionada com o valor de y no instante t por

+1 se net)>0
yi(t+1) =1 y;(t) se net) =0
-1 se net’<O0

Novo valor para a saida x noinstante t +1
esta relacionada com o valor de x no instante t por

+1 se net>0
X (t+1) =4 x(t) se net’ =

-1 se net'<0
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Alguns exemplos
X, =[L-1-11-111-1-11T e Y, =[L-1,-1,-1-11]
X, =[L11-1-1-111-1-1 e Y, =[1111,-1,-1]
W =Y, X] +Y,X]

2 0 0 0 -2 0 2 0 -2 0
o 2 2 -2 0 -2 0 2 0 -2
W o 2 2 -2 0 -2 0 2 0 -2
0o 2 2 -2 0 -2 0 2 0 -2
-2 0 0 0 2 0 -2 0 2 O
0o -2-22 0 2 0 -2 0 2
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Exemplo - continuagdo
Tomemos X,=[-1,-1,-1,1,-1,1,1,-1,-1,1]"
h(X,,X;)=1 e h(Xq,X,)=7 (distancia de Hamming)
Fazemos Y, igual a um dos vetores exemplares (ou usamos
um vetor bipolar aleatério) Y,=Y,=[1,1,1,1,-1,-1]".
Propagamos de X para Y, ja que a “chave” é X,.
net'=W.X,=[4,-12,-12,-12,4,12]"
Calculamos o novo vetor Y, Y.,=[1,-1,-1,-1,1,1]"
Propagamos agora de Y para X.
net*=[4,-8,-8,8,-4,8,4,-8,-4,8]"
Calculamos o novo vetor X, X.,,=[1,-1,-1,1,-1,1,1,-1,-1,1]"
Novas propagacdes néo alteraréo o resultado e portanto
consideramos a memoéria estabilizada e com o padréo X,
recuperado.
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Exemplo 2
Tomemos X,=[-1,1,1,-1,1,1,1,-1,1,-1]" e Y,=[-1,1,-1,1,-1,-1]7
h(X,,X,)=7 e h(Xy,X,)=5 (distancia de Hamming)
h(Y,,Y,)=4 e h(Y,,Y,)=2
Propagamos de X para Y, ja que a “chave” é X,.
net'=W.xX,=[-4,4,4,,4,-4]"
Calculamos o novo vetor Y, Y,.,=[-1,1,1,1,1,-1]7
Propagamos agora de Y para X.
net*=[-4,8,8,-8,4,-8,-4,8,4,-8]"
Calculamos o novo vetor X, X..,=[-1,1,1,-1,1,-1,-1,1,1,-1]7
Novas propagacdes ndo alterardo o resultado e portanto
consideramos a meméria estabilizada.

Qual foi o padréao recuperado?
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Exemplo 2 - continuagdo

O padrao recuperado foi o “complemento”
de X;.

Propriedade basica da BAM: Se
armazenamos um padrao (X,Y),
automaticamente armazenamos o
complemento do padrao.

N&o é comum uma crianca dizer “apaga” a
luz quando na verdade quer acender a luz?

Prof. Dr. Mauro Roisenberg - CPGCC - INE - UFSC

Redes Neurais Artificiais

Memoria BAM

A Equacéo de Energia da BAM

Uma “conversa” a respeito de
ESTABILIDADE e CONVERGENCIA.

O processamento de sistemas neurais artificiais é
governado tipicamente por duas areas da
matematica: a ESTABILIDADE GLOBAL e a
CONVERGENCIA.

ESTABILIDADE GLOBAL é a eventual
estabilizagdo de todas as ativa¢bes dos neurdnios
a partir de uma entrada inicial.

CONVERGENCIA ¢ a eventual minimizagdo do
erro entre as saidas calculadas e desejadas.
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Uma “conversa” a respeito de
ESTABILIDADE e CONVERGENCIA.

Durante o processo de treinamento, nas redes
diretas com neurdnios estaticos, 0s pesos
formavam um sistema dinamico. Isto é, os pesos
se alteravam em fung&o do tempo, e estas
alteracGes podiam ser representadas por um
conjunto de equagées diferenciais.

Para a BAM, uma situacéo diferente ocorre. Os
pesos sdo calculados anteriormente e ndo fazem
parte do sistema dinamico. Por outro lado, a
rede pode levar vérios “passos” até se estabilizar.
Neste caso os vetores X e Y mudam em fungéo
do tempo e formam um sistema dindmico.
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Uma “conversa” a respeito de
ESTABILIDADE e CONVERGENCIA.

A questdo entdo para os sistemas dinamicos
representados por redes neurais artificiais € se o
sistema vai CONVERGIR para uma SOLUCAO
ESTAVEL.

Infelizmente muitos modelos de redes neurais
ndo possuem provas para a convergéncia.
Quanto a estabilidade, na teoria de sistemas
dindmicos, um teorema pode ser provado no que
diz respeito a existéncia de estados estaveis.
Este teorema utiliza o conceito de uma fungéo
chamada FUNCAO DE LYAPUNOV.
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Uma “conversa” a respeito de
ESTABILIDADE e CONVERGENCIA.

FUNCAOQ DE LYAPUNOV

Definigdo: um ponto fixo y é estavel no sentido
de Lyapunov se para todo ¢ > 0 existir um § > 0
tal que se ||x(ty)- x 1< 3, entdo ||x(t)- x lI< e
para todo t >=t,. Se além disso toda vizinhanga
de x(t,) tende para y quando t vai a «, dizemos
que y € assintoticamente estavel.
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FUNCAO DE LYAPUNOV

Se pudermos encontrar uma funcdo limitada das
varidveis de estado de um sistema dinamico, de
tal modo que toda mudanca de estado resulte
em uma diminui¢éo do valor da fungéo, entéo o
sistema possui uma solugéo estavel.

Esta funcdo é chamada de Fungéo de Lyapunov
ou Fungao de Energia.
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A Equacéo de Energia da BAM

No caso da BAM, a Funcéo de Lyapunov
existe e é chamada funcéo de energia da
BAM e possui a forma:

E(X,Y) = -YT.W.X
ou em termos dos seus componentes:

E=->> ywijx

i=1 j=1
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A Equacéo de Energia da BAM

Teorema de Cohen-Grossberg de
Estabilidade da BAM

1. Qualquer mudanga em X ou Y durante o processamento

da BAM resulta em uma diminuigdo de E.

2. E é limitada inferiormente por Epy, = -Z;|wjl.

3. Quando E muda, ela deve mudar de valores finitos.
Itens 1 e 2 provam que E é uma fungéo de
Lyapunov. Item 3 restringe a possibilidade que as
mudancas em E sejam infinitesimais, o que levaria a
um tempo de convergéncia infinito.
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A Equacéo de Energia da BAM

Energia

a i)/ Estado

Emin
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A Equacéo de Energia da BAM

Exemplo
Para o exemplo 1 visto anteriormente:
Emin = -Zjlw;| = - 64

para X,=[-1,-1,-1,1,-1,1,1,-1,-1,1]7 € Y,=[1,1,1,1,-1,-1]
E = -Y WX, = - 40

para X,=[-1,-1,-1,1,-1,1,1,-1-1,1]" €Y,
E=-YT, WX, = - 56

para X,.,=[1,-1,-1,1,-1,1,1,-1,-1,1]7 €Y
E=-YT WX, =-64

new new —

new=[L,-1,-1,-1,-1,1]7

new=[1-1,-1,-1,-1,1]7
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A Memaria de Hopfield

Conceitos Basicos

Quem é John Hopfield?

E um professor de biologia e quimica do CalTech -
California Institute of Technology.

O que ele fez?
Em 1982 Hopfield publicou um artigo que
influenciou vérios pesquisadores, chamando a
atencdo para as propriedades associativas de um
classe de Redes Neurais.
A andlise é baseada na defini¢do de “energia” da
rede e uma prova de que a rede opera minimizando
esta energia quando evolui para padrdes estaveis de
operagéo.
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Definigdes Iniciais
E uma Memodria Autoassociativa.
Suas entradas séo valores binarios {0,1}.

Possui uma natureza de operagéo assincrona.
Isto é a cada instante de tempo, cada neurénio tem
se estado de ativagdo “avaliado” de maneira
independente dos outros neurdnios.
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Uma primeira figura

Camada Camada

X
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Uma segunda figura

Camada CQ\ X
T @
AN N

\\\ XN
@<
P \
‘/i@
o

Prof. Dr. Mauro Roisenberg - CPGCC - INE - UFSC

Redes Neurais Artificiais
Memoria de Hopfield

Uma terceira figura

| | |
\ \ 1

o
%//
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Uma quarta figura e um exemplo
Célculo do net para o neurdnio /7
n
net, = > WX,
j=i
O valor da saida para cada neurdnio depende
do valor do net e do valor da saida “anterior”.

Célculo do valor de saida x; para o neurénio i no
instante de tempo t+1.

+1 se net’'>U,
X (t+1) =1 x(t) se net*=U,
-1 se net’<U,
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Uma quarta figura e um exemplo
O valor de saida de um neurdnio é x=0 se ele
ndo esta disparando e x;=1 se ele esta
disparando.
O neurdnio i recebe entradas de um neurénio
j com uma “forca” definida como w;.
Como as conexdes sdo bidirecionais, w;=w;;.
U, é o valor de limiar (threshold) acima do
qual o neurdnio dispara (saida x;=1).
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Uma quarta figura e um exemplo

58



Prof. Dr. Mauro Roisenberg - CPGCC - INE - UFSC

Memodria de Hopfield

Uma quarta figura e um exemplo
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Uma quarta figura e um exemplo
Dado um estado qualquer, digamos X,,X,,X;=000.

Podemos calcular o que vai acontecer quando
“avaliarmos” cada neurdnio.

Se 0 neurdnio 1 for o primeiro a ser avaliado:
X,(t+1)=0.(-0,5)+0.(0,2)=0 > -0,1 (U,)
X, (t+1)=1

Logo o novo estado € x,,X,,X;=100.
Se o0 neurdnio 2 for o primeiro a ser avaliado:
X,(t+1)=0.(-0,5)+0.(062)=0 < 0 (U,)
X,(t+1)=0

Logo o novo estado & X,,X,,X;=000.
Se o0 neurdnio 3 for o primeiro a ser avaliado:
X4(t+1)=0.(0,2)+0.(0,6)=0 < 0 (Uy)
X4(t+1)=0

Logo o novo estado & X,,X,,X,=000.
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Uma quarta figura e um exemplo
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A Equagdo de Energia da Memoria de
Hopfield
A maneira como os estados estdo organizados
no slide anterior ndo é acidental.
Eles estéo arranjados de tal maneira que uma
mudanca de estado ou permanece hamesma
“altura” ou vai para “baixo”.
Cada estado esta associado a um valor de
energia que tende a diminuir cada vez que um
neurdnio altera seu estado.
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A Equacéo de Energia da Memoria de
Hopfield

1
E :—EZinwijxj +2Uixi

i j=#i i
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A Equacéo de Energia da Memoria de
Hopfield

Voltando ao Exemplo
Para o estado x,,X,,X;=111
E=-1/2(Wy5. X1 Xo+ WXy Xg+HW)sXoX3) Uy Xy +Us Xp+Ug Xg
E=-1/2((-0,5).1.1+0,2.1.1+0,6.1.1)+(-0,1).1+0.1+0.1
E=-1/2(-0,5+0,2+0,6)+(-0,1)
E=-1/2(0,3)-0,1
E=-0,25
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A Equagdo de Energia da Memoria de
Hopfield

Voltando ao Exemplo - continuagao
Para o estado x,,X,,X;=011
E=-1/2(Wy5.X; . XgF W, 5X; XgHWo3XoX3) +U . X +Up X +U5. X5
E=-1/2((-0,5).0.1+0,2.0.1+0,6.1.1)+(-0,1).0+0.1+0.1
E=-1/2(0,6)
E=-0,3
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Como criar Estados Estaveis na Memoéria
de Hopfield

O comportamento da rede pode ser Util se os
estados estaveis puderem ser selecionados ou
criados pelo usuario.

Estados Estaveis podem ser criados

Através do cdlculo prévio dos valores dos pesos das
conex&ao - como na BAM.

Através de treinamento.
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Criando estados estaveis através do
calculo prévio das conexdes.

Exemplo

Suponha que tenhamos uma rede de Hopfield
com trés neurdnios e desejamos dois estados
estaveis: x1,x2,x3=010 e 111
chamemos X1,x2,x3=010 de estado padréo A,
chamemos X1,x2,x3=111 de estado padréo B.
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Criando estados estaveis através do
célculo prévio das conexdes.

Exemplo

para o estado padrao A
x,=0.
L0go, Wy Xy +W,5X5-U; <0.
Mas x,=1 e x;=0.
Assim, w,,-U;<0.
Do mesmo modo para X,, U,<0.
E, para X3, W,3-U;<0
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Criando estados estaveis através do
calculo prévio das conexdes.

Exemplo

para o estado padréo B
X, =1.
L0go, Wy X,+W;5X5-U;>0.
Mas x,=1 e x;=1.
Assim, w,,+w,3-U,>0.
Do mesmo modo para X,, W;,+W,s-U,>0.
E, para X;, Wy3+w,5-U;>0
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Criando estados estaveis através do
calculo prévio das conexdes.

Exemplo
0 conjunto de inequagdes agora pode ser
resolvido.
Arbitremos para w,, o valor 0,5.

Ent&o para satisfazer a primeira inequagéo
0,5<U,<1. Arbitremos o valor 0,7.

Da quarta inequagéo 0,2<w,,<1. Arbitremos o valor
0.4.

A segunda inequagéo requer U,<0. Arbitremos 0,2.
E assim por diante.
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Criando estados estaveis através do
célculo prévio das conexdes.

Exemplo

Finalmente

wy, = 0,5.

w5 = 0,4,

W,3 = 0,1.

U,=0,7.

U,=-0,2.

U,=0,4.
Podemos entdo construir o diagrama de
transi¢do de estados.
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O Que é uma Rede Counterpropagation
(CounterPropagation Network - CPN)?

Basicamente ¢ um modelo de rede neural
desenvolvido por Hecht-Nielsen em 1987, formado
através da “combinagdo” de outras duas
arquiteturas ja existentes de redes neurais: A Rede
Competitiva e a estrutura Outstar de Grossberg.
Dado um conjunto de pares de vetores

(X1, YD, (X5,Y5),....(X.,Y)), a rede pode aprender a
associar um vetor X na camada de entrada com um
vetor Y na camada de saida.

N&o usa o aprendizado backpropagation.
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O Que é uma Rede Counterpropagation
(CPN)?
Se a relagéo entre X e Y puder ser descrita através
de uma fungéo @ continua, tal que Y= ®(X), a Rede
CPN aprendera a aproximar este mapeamento para
qualquer valor de X no dominio especificado pelo
conjunto de treinamento.
No modelo original, a rede seria também capaz de
aprender o mapeamento da fungéo inversa se ela
existir.
Como para muitos casos praticos a fungéo inversa
ndo existe, a discusséo da CPN pode ser simplificada
apresentando apenas 0 mapeamento direto.
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Desenho de uma Rede CPN Completa

Camadas 1 2 3 4 5
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Desenho de uma Rede CPN Mapeamento
Direto y{l Y, Y
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Como funciona a CPN para mapeamento
direto?
Ela se parece com uma arquitetura de trés camadas
de uma rede Multi-Layer Perceptron, mas o
funcionamento é diferente.
Um vetor de entrada é aplicado na camada de
entrada, pré-processado e propagado para a
camada intermediaria.
Na camada intermediaria, camada neurdnio calcula
0 seu net e compete com 0s outros neurénios da
masma camada para ver quem tem o maior valor de
net.
Apenas a unidade vencedora é que manda o seu
sinal para os neurdnios da camada de saida.
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Caracteristicas interessantes da CPN.
+
Langou a idéia de poder combinar véarios tipos de
redes neurais para formar uma nova arquitetura.

Usa um algoritmo de aprendizado diferente em cada
camada.

Aprendizado bastante rapido.
Treinamento: Aplica-se (X,Y).
Recuperagdo: Aplica-se (X,2), recupera-se Y~.

N&o é muito “precisa”.
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Componentes da CPN.

Uma camada de entrada

Realiza um “pré-processamento” nos dados de
entrada.

Um neurdnio chamado “instar”

Uma camada de instars, chamada “camada
competitiva”

Uma estrutura conhecida como “outstar”

65



Prof. Dr. Mauro Roisenberg - CPGCC - INE - UFSC

Redes Neurais Artificiais
A Rede “Counterpropagation”

A Camada de Entrada.

Realiza a normalizag¢do dos dados de entrada.

Em outros modelos normalmente consideramos a
camada de entrada como “buffer”, que faz a
distribuicdo dos valores de entrada para os
neurdnios da préxima camada.

Ja fornecemos os valores de entrada escalonados ou
normalizados, para evitar “overflow”.

Isto ndo funciona assim na natureza. Sistemas
biol6égicos devem possuir um mecanismo interno
que previna a saturagéo por valores de entrada
muito grandes. (ajuste de contraste)
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A Camada de Entrada.
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A Camada de Entrada.
Padrdo de Entrada

1= bl )T
Intensidade do padré@o de entrada
1=3I,

Padrdo de Refletancia (normalizado)

0=(0 1,0 5..,0 ., 0 11,0 )7

como,=1/Zl

$0 =1
Valor de saida dos neur6nios da camada de
entrada

x = I/ (2122
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A Camada de Entrada.

O Padréo de Refletancia é independente da
intensidade total do padréo de entrada
correspondente.

O Padréo de Refletancia da face de uma pessoa é a
mesma independentemente se a pessoa esta no sol
ou na sombra.
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A Rede “Counterpropagation”

O Instar.

A camada intermediaria da CPN possui uma série de
elementos conhecidos como INSTARS.

| y
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Redes Neurais Artificiais
A Rede “Counterpropagation”

O Instar.
Um INSTAR representa um “cluster” ou uma
“classe” de padroes.
O INSTAR calcula o net ou produto escalar de um
vetor de entrada pelo vetor de pesos.
Tanto o vetor de entrada como o vetor de pesos
sdo normalizados.
net=1.W = ||]].]|W]].cos 6.
como os vetores estdo normalizados, net=cos 6.
Se desejarmos que o Instar responda ao maximo a
um vetor de entrada particular, devemos
providenciar para que o vetor de pesos seja idéntico
ao vetor de entrada. (cos 0°=1)
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O Instar.
y
I, !
W, w
0
Pt
Iy I, I, w

O Instar “aprende” um vetor de entrada, rotando seu
vetor de pesos na direcéo do vetor de entrada de modo
que os dois fiqguem alinhados.
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A Rede “Counterpropagation”

O Instar.

1
1=Wp=(0,1) 0.866 w
2

05
Wy

0 / Winicia=(0.5,0.866)

tempo

Dado um vetor 1=(0,1) e um vetor inicial
w(0)=(0.5,0.866), os componentes w1l e w2 evoluem
com o tempo procurando se alinhar com o vetor I.
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A Rede “Counterpropagation”

O Instar. |
I-W

AW=a(l-W)

WILZW(0)+ AW 0 Winicia=W(0)

A quantidade (I-W) é um vetor que aponta de W em
direcdo a I. W move-se em passos discretos na direcéo de
| segundo a equacéo: W(t+1)=W(t)+o(I-W(t))
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O Instar aprendendo a se alinhar com a
média de um cluster.

Um Unico Instar aprendendo um Unico vetor
de entrada ndo é de grande interesse.
Considere a situagdo em que temos varios
vetores de entrada, de tal forma préximos
entre si de modo a que formem um “cluster”
(classe).

Gostariamos que o Instar aprendesse a
representar o cluster, se alinhando com a
média dos vetores da classe.
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A Rede “Counterpropagation”

O Instar aprendendo a se alinhar com a
média de um cluster.
Procedimento para aprendizado do Instar:
1.Selecionar aleatoriamente um vetor de

entrada |;, de acordo com a distribuigcdo de
probabilidade do cluster.

2.Calcular a(1-W) e atualizar o vetor de
pesos.

3. Repetir os passos 1 e 2 por um nimero
de vezes igual ao nimero de vetores de
entrada do cluster.

4. Repetir o passo 3 varias vezes.
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Redes Neurais Artificiais
A Rede “Counterpropagation”

O Instar aprendendo a se alinhar com a
média de um cluster.

Para aprender um cluster de vetores
de entrada, selecionamos um valor
de peso inicial igual a um dos
membros do cluster.

| A medida que o aprendizado se desenrola, o vetor de
peso acaba se estabilizando se uma regido que representa
a média dos vetores de entrada.
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Redes Competitivas

Um Instar aprende a responder a um grupo de
vetores de entrada clusterizados juntos em
uma regi@o do espago.

Vérios Instars, agrupados um uma camada,
cada um respondendo maximamente a um
grupo de vetores em diferentes regides do
espaco.

Podemos dizer que esta camada de Instars
classifica qualquer vetor de entrada, por que
aquele Instar que tiver a maior saida,
identifica a regido do espago correspondente
ao vetor de entrada.
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A Rede “Counterpropagation”

Redes Competitivas
Podemos determinar externamente qual o
Instar com maior valor de saida (mas isto ndo
existe na natureza).
Podemos também deixar que os Instars
compitam entre si para ver quem € o
vencedor.

O vencedor leva tudo (winner takes all)
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Redes Competitivas

Um sistema com EXCITACAO CENTRAL e INIBICOES
LATERAIS para implementar a competicdo entre um
grupo de INSTARS. Cada unidade envia um sinal de
realimentacao positivo para si mesmo e um sinal
inibitério para os outros neurénios. A unidade cujo vetor
de peso melhor representa o vetor de entrada manda o
sinal inibitério mais forte para as outras unidades e
recebe a maior realimentacéo de si mesmo.
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A Rede “Counterpropagation”
O Outstar (Grossberg).

Um OUTSTAR é composto
por todas as unidades
da camada de saida
do CPN e por uma
Unica unidade
da camada
escondida.
As unidades
da camada
de saida
participam  x;, X, X, Y1 Ya Yim
de varios OUTSTARS.
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Redes Neurais Artificiais
A Rede “Counterpropagation”
O OQutstar.

z T/
£ b
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Redes Neurais Artificiais

A Rede “Counterpropagation”

O OQutstar.

Grossberg argumenta que o Outstar é a
minima estrutura neural capaz de se
condicionada. (condicionamento classico)
Durante o periodo de treinamento, o vencedor
da competicdo na camada escondida fornece
um ESTIMULO CONDICIONADO (o som da
campainha) para os neurdnios da camada de
saida.

O ESTIMULO INCONDICIONADO (a vis&o da
carne), é fornecido pelo vetor Y da camada de
entrada.
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O Qutstar.

Como desejamos que a rede aprenda o vetor
Y, a saida ou RESPOSTA NAO CONDICIONADA
(a salivagdo) serd a mesma que o vetor Y.

Uma vez que o treinamento esteja completo,
durante a operagéo da rede, a saida Y~ ira
aparecer na saida da rede, mesmo que Y seja
zero.
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O Outstar.
Como apenas um Instar € o vencedor a cada
vez, o saida de cada neurdnio da camada de
saida é dada por w;.
W;(t+1)=w;(t)+B(y;-wi(t))
Y= 1Y 2w
Y =(wy, Wy, W7
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A Rede “Counterpropagation”

O Processamento da CPN.

Podemos agora combinar as estruturas
componentes vistas anteriormente em uma
CPN.

Considera-se uma simulagéo digital.
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O Processamento da CPN.

Propagacéo pela CPN.

Considera-se que a seja ja esteja treinada.
0. Apresenta-se um vetor de entrada I.
1. Normaliza-se o vetor de entrada, x=1,/(Z,1,2)2
2. Aplica-se este vetor normalizado na porgdo X da
camada de entrada. Aplica-se zero (vetor nulo) na
porcdo Y desta mesma camada
3. Uma vez que o vetor de entrada esta
normalizado, a camada de entrada apenas distribui
este valor para os neurénios da camada
intermediéria.
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Redes Neurais Artificiais
A Rede “Counterpropagation”

O Processamento da CPN.
Propagacao pela CPN.

4. A camada intermediaria € uma camada
competitiva do tipo o vencedor leva tudo. Aquela
unidade cujo vetor de peso melhor representa o
vetor de entrada “vence” e tem sua saida setada
para 1. Todas as unidades restantes tem sua saida
zerada.
5. A unidade vencedora da camada intermediaria
excita o Outstar e o valor de saida da rede é
calculado. O valor da saida sera igual ao valor do
peso das conexdes.
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O Processamento da CPN.
Treinamento da CPN - Camada Competitiva.

Considera-se os vetores de entrada pré-
normalizados.

Existe um juiz externo para determinar o
vencedor da rede competitiva.
1. Selecionar um vetor de entrada.
2. Normalizar o vetor de entrada e aplica-lo a Rede
Competitiva.
3. Determinar o vencedor (neurdnio com maior net)
4. Calcular a(X-W) apenas para a unidade
vencedora e atualiazr o vetor de peso desta unidade
W(t+1)=W(t)+a(X-W(t))
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O Processamento da CPN.

Treinamento da CPN - Camada Competitiva.

5. Repetir os passos 1 a 4, até todos os vetores de
treinamento terem sido processados 1 vez.

6. Repetir a etapa 5 até todos os vetores de entrada
serem classificados corretamente.

7. Testar.
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O Processamento da CPN.
Treinamento da CPN - Camada de Saida.

Caso 1. Suponha que cada cluster represente
uma classe, e todos os vetores em um cluster
mapeiem um Unico vetor de saida.

N&o é necessario treinamento iterativo.

Se a i-ésima unidade da camada competitiva vence
para todos os vetores de uma classe cuja saida
desejada € um vetor A, entdo setamos w,;=A,, onde
w,; € 0 peso da conex&o da i-ésima da camada
escondida para a k-ésima unidade de saida.
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A Rede “Counterpropagation”

O Processamento da CPN.
Treinamento da CPN - Camada de Saida.

Caso 2. Se cada vetor de entrada em um
cluster mapear para um vetor de saida
diferente, entdo o processo de aprendizadom
deve levar o outstar a reproduzir a média dos
vetores de saida quando algum membro da
classe for apresentado na entrada da CPN.
Se a média dos valores de saida nao for
conhecida, entdo um processo iterativo deve
ser utilizado.
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O Processamento da CPN.
Treinamento da CPN - Camada de Saida.

Caso 2.
1. Aplica-se um vetor de entrada normalizado Xk, e
seu correspondente vetor de saida Yk, as entradas
X e Y da camada de entrada da rede.
2. Determina-se a unidade vencedora da camada
competitiva.
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O Processamento da CPN.
Treinamento da CPN - Camada de Saida.

Caso 2.
3. Atualiza-se os pesos das conexdes da unidade
vencedora da camada competitiva com as unidades
de saida.

W;(t+1)=w;(t)+B(y,-Wi(t))

4. Repete-se 0s passos 1 a 3 até que todos os
vetores de todas as classes produzam saidas
satisfatorias.
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Exemplo de Aplicacdo da CPN.

Ensinar para um robd, o angulo em que se
encontra um determinado objeto.

§ i)
Rede I‘:'@

Counterpropagation
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Metéafora Bioldgica - O Cortex

Caracteristicas do Cértex
E uma “FOLHA” larga (1~2 metros) e fina
(2~4 milimetros).
Possui em média 6 camadas de neurdnios de
varios tipos e densidades.
“Dobrado e amassado” para caber na caixa
craniana.
Centros especializados em diversas areas, tais
como fala, visdo, audi¢do, sensorial, motora,
etc. estdo localizados em regides bem
definidas e préximas umas das outras.
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Redes Auto-Organizaveis

Metéfora Bioldgica - O Cortex
Caracteristicas do Cortex - Regides Especializadas
Areas individuais apresentam um ordenamento
16gico consistente com a sua fungéo.
Exemplo: MAPA TONOTOPICO DA AUDIGCAO
— Neurdnios “vizinhos” respondem de maneira similar a

sons de mesma freqliéncia, em uma sequéncia
ordenada das freqliéncias mais altas para as mais

baixas. Altas Freqléncias

0 % Baixas Frequéncias
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Metéafora Biologica - O Cortex
Caracteristicas do Cortex - Regides Especializadas
Exemplo: MAPA SOMATOTOPICO
— Existe uma estreita relagdo entre regides da
area somatotépica do cérebro e as partes do
corpo que elas controlam.
— A estrutura basica do corpo é refletida na

organizagéo do cortex
nesta regiéo.
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Principio de Funcionamento

Voltando as Redes Competitivas
O Aprendizado se da por um processo de auto-
organizagdo - APRENDIZADO NAO-
SUPERVISIONADO.
Cada neurdnio da Rede Competitiva aprende a
responder maximamente a diferentes padrdes dos
vetores de entrada.
A localizacéo fisica dos neurdnios da Rede
Competitiva parece néo refletir nenhuma relacdo
entre as diferentes classes de dados que estéo
sendo aprendidas.

Existe um mapeamento aleatério entre as classes de

dados e os neurdnio competitivos.
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Principio de Funcionamento
Uma simples “extensé@o” do algoritmo de
aprendizado competitivo resulta em um
mapeamento com preservacdo-da-topologia dos
dados de entrada nos neurdnios da camada
competitiva.
Para que a topologia se preserve, neurdnios
localizados fisicamente préximos uns dos outros
devem responder de maneira similar a classes de
vetores de entrada que também estejam préximos
uns dos outros (sejam parecidos).
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Principio de Funcionamento
Embora seja facil visualizar neurdnios vizinhos em
uma matriz bidimensional, néo é tao facil
determinar que classes de vetores estdo proximas
umas das outras em um espaco multi-dimensional.

Vetores de entrada multi-dimensionais séo de certa

forma “projetados” em uma superficie
bidimensional, de modo que a ordem natural dos
vetores de entrada se mantenha.

Isto permite que se visualize relagdes importantes

entre os dados que de outra forma poderiam passar

despercebidas.
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Principio de Funcionamento

O pioneiro no desenvolvimento da teoria das Redes
Competitivas foi Teuvo Kohonen, e por esta razéo
0s neurdnios de uma rede competitiva sdo muitas
vezes chamados de neurdnios de Kohonen. Do
mesmo modo, as rede auto-organizaveis sao
também conhecidas como Redes de Kohonen ou
Mapas Topoldgicos de Kohonen.
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Principio de Funcionamento

A Rede de Kohonen é uma estrutura de duas
camadas de neurdnios.

A primeira camada é a Camada de Entrada, e seus
neurdnios estdo completamente interconectados aos
neurdnios da segunda camada.

A segunda camada é a Camada Competitiva.
Normalmente esta camada esta organizada como
uma grade bidimensional, com cada neurdnio
conectado a todos os neur6nios em sua vizinhanga.
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Principio de Funcionamento

Conexo0es Laterais

Camada
Competitiva

% Camada de Entrada
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Processamento da Rede de Kohonen

Na Rede CPN, a camada competitiva era organizada
segundo o esquema de “excitagdo central - inibigéo
lateral”, isto €, os neurdnios excitavam a si mesmos
e procuravam inibir os outros neurdnios para que,
no equilibrio, aquele neurdnio que possuisse a maior
saida, vencesse a competicdo e a saida dos outros
neurdnios caisse a zero.

Na Rede de Kohonen, durante o processo de
treinamento, a realimentagdo positiva atinge nao sé
0 proéprio neurdénio, como também a uma vizinhaga
finita em torno do neurdnio.
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Processamento da Rede de Kohonen

Na Rede CPN, apenas ao neurdnio vencedor, isto &,
aquele cujos pesos melhor representasse o vetor de
entrada é que era dada a chance de “aprender”, ou
seja, de modificar os seus pesos na mesma dire¢ao
do vetor de entrada.

Na Rede de Kohonen, durante o processo de
treinamento, todos os neurdnios que recebem sinais
excitatorios do neurdnio vencedor também tem seus
pesos madificados, participando assim do processo
de “aprendizado”.

Estes sinais excitatorios sdo propagados através das
conexdes laterais.
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Interacdes Laterais da Rede de Kohonen

Curva caracteristica das
interaces laterais entre certos
neurdnios encontrados no cortex,
é chamada de CHAPEU

T [AA==" MEXICANO.

» Um neurdnio no centro, mais fortemente excitado, excita
lateralmente uma pequena vizinhanga com realimentagdes
positivas.

» A medida que a distancia lateral do neur6nio central
aumenta, a excitagéo decresce até que vira uma inibic&o.

79



Prof. Dr. Mauro Roisenberg - CPGCC - INE - UFSC

Redes Neurais Artificiais
Redes Auto-Organizaveis

InteracOes Laterais da Rede de Kohonen
] Uma aproximagao pratica para a

% fungdo CHAPEU MEXICANO.

a

* A distancia “a” define uma vizinhanca de neurdnios em
torno de um neurdnio central, que véo participar do
aprendizado, junto com o neurdnio central.
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Aprendizado na Rede de Kohonen
Durante o periodo de treinamento, cada neurdnio
dentro da vizinhan¢a do neurénio vencedor participa
do processo de treinamento.
1. Inicializa-se os pesos aleatoriamente.
2. Aplica-se um vetor de entrada e determina-se o
neurdnio vencedor.
Para um vetor de entrada X, o neurénio vencedor é
[1X-We|| = min{]IX-W| [}
onde o indice c se refere ao neurdnio vencedor.
O neurdnio vencedor é aquele “mais préximo” do
vetor de entrada.
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Aprendizado na Rede de Kohonen

3. Atualiza-se néo s6 os pesos do neurdnio
vencedor, mas também os pesos dos neurdnios que
estdo na vizinhanga do neurdnio vencedor
Wi(t+1)=Wi(t) + a(t).(X-Wi(t))
se o0 neurdnio for o neurénio
vencedor ou estiver na vizinhanga
do vencedor.
Cada vetor de peso que participa do processo de
aprendizado “rota” um pouco na direcdo do vetor de
entrada X.
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Aprendizado na Rede de Kohonen

A vizinhang¢a comega com um valor grande para que
um grande nimero de neurdnios participem do
processo de aprendizado.

A medida que o treinamento vai prosseguindo, o
tamanho da vizinhanga vai diminuindo até englobar
apenas o préprio neurdnio vencedor.
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Visualizagdo da Organiza¢io dos Pesos
Kohonen desenvolveu um maneira interessante para
ilustrar como se desenvolve o processo de
treinamento.
Suponha que desejemos ensinar a uma Rede de
Kohonen a reconhecer pontos de um sub-espago
bidimensional.
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Visualizagdo da Organizagio dos Pesos
No inicio

P/ el
Q 9

I coordenada y
coordenada x

81



Prof. Dr. Mauro Roisenberg - CPGCC - INE - UFSC

Redes Neurais Artificiais
Redes Auto-Organizaveis

Visualizagdo da Organizacdo dos Pesos
No meio No fim
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Observagbes Importantes

A grande utilidade da Rede de Kohonen é tentar
projetar em uma superficie bidimensional
caracteristicas de vetores multidimensionais.

E mais facil visualizar neurénios que estio proximos
uns dos outros em uma superficie bidimensional, do
que determinar que classes de vetores estéo
préximas entre si em um espaco multidimensional
Esta reducdo dimensional, preservando a ordem
natural dos vetores de entrada, permite visualizar
relages importantes entre os dados, que, de outro
modo, poderiam passar desapercebidas.
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Redes ART - Adaptive
Resonance Theory

Metéfora Biolégica - Memdria Humana
Pode adicionar nova informagdo sem “esquecer”
aquela ja armazenada.
Caracteristica Nao Presente na Maioria dos
Modelos de Redes Neurais.
Normalmente uma RNA codifica informag&o na
forma de pesos durante a fase de treinamento.

Apos o treinamento, a adi¢do de uma nova
informag&o implica retreinamento da rede para
esta informacéo e para TODA a informagéo
anterior.
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Dilema da Estabilidade-Plasticidade
(Grossberg)
Como um sistema adaptativo pode permanecer
plastico em resposta a uma entrada significativa
e ainda se manter estavel para entradas
irrelevantes?
Quando chavear entre modos adaptativos
(plasticos) e modos estaveis? Em geral, a rede
ndo sabe que ela ndo conhece o padrédo de
entrada.
Como reter informacéo aprendida previamente e
continuar aprendendo novas informag6es?
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Redes ART

Idéia Basica
Usar uma extensdo do aprendizado competitivo
visto anteriormente.

Novidade:

Utilizar um mecanismo de realimentagéo entre a
camada competitiva e a camada de entrada.
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Redes ART

Idéia Basica
Este mecanismo de realimentacdo permite:

o aprendizado de novas informagfes sem a
destruicdo da informagéao anterior,
o chaveamento automaticos entre os modos
plastico e estavel, e
a estabilizac@o da codificacéo das classes feita
pelos neurdnios.
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Redes ART

Idéia Basica

O nome ART veio da forma como o aprendizado
e a recuperagao da informag&o ocorrem na rede.
Existem varios modelos de redes ART:

ART1 - ENTRADAS BINARIAS

ART2- ENTRADAS ANALOGICAS

FUZZY-ART, ARTMAP, FUZZY-ARTMAP
RESSONANCIA:

uma vibracé@o de pequena amplitude em um
frequéncia apropriada, causa uma vibragéo de
grande amplitude.
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Redes Neurais Artificiais
Redes ART

Idéia Basica
Em uma rede ART, a informacgéo, na forma de

saida dos neurdnios reverbera para frente e
para trés entre as camadas.

Se um padrao apropriado se desenvolve no
interior do sistema, aparece uma oscilagdo
estavel, o que é o equivalente ao conceito de
ressonancia para a rede neural.

Durante este periodo ressonante, o
aprendizado ou a adaptacdo podem ocorrer.
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Redes Neurais Artificiais
Redes ART

Como obter um estado ressonante

Um estado ressonante pode ser alcangado de
duas maneiras:

—Se a rede ja havia aprendido
anteriormente a reconhecer um vetor de
entrada, entdo o estado ressonante sera
rapidamente atingido quando o vetor for
apresentado. Durante a ressonancia, o
processo de adaptacédo ira reforcar a
memorizagao do padrdo armazenado.
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Redes Neurais Artificiais
Redes ART

Como obter um estado ressonante

—Se o vetor de entrada néo for
imediatamente reconhecido, a rede ira
rapidamente procurar entre os padrdes ja
armazenados por um “match”. Se néo
ocorrer um “match” a rede ird entrar num
estado ressonante durante o qual o novo
padrédo sera armazenado pela primeira vez.

Deste modo a rede responde rapidamente a
padrées ja& memorizados, enquanto
permanece capaz de aprender quando um
novo padrdo é apresentado.
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Redes Neurais Artificiais
Redes ART

Funcionamento da ART
As equagdes matematicas que governam o
funcionamento da ART séo bastante
complicadas.
“E facil perder a visdo da floresta como um todo
quando visualizamos de perto a uma folha”.
Apresentaremos primeiramente uma descri¢ao
qualitativa do processamento da rede ART.
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Redes Neurais Artificiais
Redes ART

Funcionamento da ART - Comp. Basicos

Controle Subsistema Atencional Subsistema
de ganho Camada F2 de
j’_O‘JO Q O Q O O O‘ .\ Orientagdo
\ Sinal de
+ Reset
+ -

e+ N
—O—0000000
Controle Camada F1
de ganho Vetor de Entrada
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Redes ART

Funcionamento da ART

Padrdes da atividade que se desenvolve entre os
neurdnios das duas camadas do subsistema
atencional é chamada de Memdria de Curta
Duragéo - Short Term Memory (STM), poiseles
existem apenas enquanto o vetor de entrada
esta sendo aplicado na rede.

Os pesos associados com as conexdes de cima-
par-baixo e vice-versa entre F1 e F2 sdo
chamados de Memdria de Longa Duragéo - Long
Term Memory (LTM), pois eles codificam uma
informag&o que ficard armazenada na rede por
um longo periodo de tempo.
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Redes Neurais Artificiais
Redes ART

Funcionamento da ART
Descrigdo de uma seqiiéncia hipotética de
eventos que devem ocorrer em uma rede ART,
quando esta tenta determinar se um padrao de
entrada esta entre os padrdes previamente
armazenados na rede. Apresentagao

F2 =y inicial do padrdo
Ganho(@ %@ de entrada
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Redes Neurais Artificiais
Redes ART

Funcionamento da ART

Um padréo de entrada |, é apresentado para os
neurdnios em F1.

Um padréo de ativagédo X é produzido ao longo
de F1, de modo similar ao funcionamento da
camada de entrada de uma rede CPN.

O mesmo padréo de entrada excita tanto o
subsistema de orientagdo A como o controle de
ganho G.
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Redes Neurais Artificiais
Redes ART

Funcionamento da ART

O padréo de saida produz um sinal de saida
inibitério que é enviado também para A.
A Rede é estruturada de tal maneira que este
sinal inibitério cancela exatamente o sinal
excitatério que | manda para A, de modo que A
permanece inativo,
Repare que G manda um sinal excitatério para
F1. Como o mesmo sinal é aplicado a todos os
neurdnios da camada, neste caso ele é chamado
de SINAL NAO ESPECIFICO.
O aparecimento de X resulta em um padrao de
saida S que é enviado através das conexdes
para F2.
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Redes Neurais Artificiais
Redes ART

Funcionamento da ART

Os neurdnios de F2 calculam o net da maneira
usual, de modo que um padréo de atividade Y se
desenvolve ao longo dos neurdnios de F2.

F2 é uma camada competitiva como na rede
CPN, de modo que o vencedor leva tudo.

Prof. Dr. Mauro Roisenberg - CPGCC - INE - UFSC

Redes Neurais Artificiais
Redes ART

Funcionamento da ART
Tentativa de

B\% “casajr” um
Ganho !:2 OOOO®1OO U padréo

©® ‘ i
RIeos

87



Prof. Dr. Mauro Roisenberg - CPGCC - INE - UFSC
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Redes ART

Funcionamento da ART

O padréo de atividade Y, determina que um
neurdnio ganhe a competi¢do na camada F2,
este neurdnio vencedor produz um padréo de
saida U de F2.

Esta saida é enviada como uma conexao
inibitoria para o sistema de controle de ganho..
Este sistema é configurado de tal maneira que,
se ele receber qualquer sinal inibitério de F2, ele
cessa a sua atividade.

U se torna um um segundo padrdo para 0s
neurdnios de F1. U é ponderada pelos pesos das
conexdes de F2 e é transformada num padréo V.
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Redes Neurais Artificiais
Redes ART

Funcionamento da ART

Os neurdnios de F1 recebem agora sinais de
entrada | e V. O padréo que se desenvolve em
F1 neste instante é | NV, a intersegéo de | e V.
Assim, como os padrdes | e V ndo sao iguais,
um novo padrdo X* = | NV se desenvolve em
F1.

Como o novo padrao de saida S*, é diferente do
padréo original S, o sinal inibitério para A néo
mais cancela a excitagao vinda de |.

A se torna ativo, como resposta ao nao
“casamento” de padrdes em F1.
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Redes Neurais Artificiais
Redes ART

Funcionamento da ART

Ganho
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Redes ART

Funcionamento da ART

Como A se tornou ativo devido ao “nédo
casamento” de padrdes em F1, A manda um
sinal ndo especifico de RESET para todos os
neurdnios de F2.
Os neurdnios de F2 respondem de acorso com o
seu estado atual.
Se o0 neurdnio estava ativo, ele se torna
inativo e permanece neste estado por um
longo periodo de tempo, de modo que ele ndo
participa da competi¢éo entre os neurdnios de
F2 no proximo ciclo.
Y desaparece e portanto o sinal para F1 e o sinal
inibitorio para o ganho também desaparecem.
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Redes Neurais Artificiais
Redes ART

Funcionamento da ART
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Redes Neurais Artificiais
Redes ART

Funcionamento da ART

O padréo original X reaparece em F1 e um novo
ciclo de tentativa de “casamento” recomega.
Agora um novo padré@o Y* aparece em F2 e 0
ciclo continua.

Este processo continua até que um “casamento”
seja alcangado ou até que todos os neurdnios de
F2 tenham sido experimentados como
“representantes” do padréo de entrada I.

Se n&o ocorrer o casamento, a rede escolhera
um “novo” neurdnio de F2 para representar o
padréo e ira aprender o padréo.
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Funcionamento da ART
O aprendizado ocorre pela modificagio de pesos.
Quando um “casamento” ocorre, a rede entra
em um estado ressonante, durante o qual os
pesos sdo “reforgados”, isto &, se “aproximam”
do padrédo vencedor.
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Redes Neurais Artificiais
Redes ART

Algoritmo de Processamento da ART
0. Determina-se o tamanho das camadas F1 e
F2. Seja M o0 nimero de neurdénios em F1 e N o
numero de neurdnios em F2.
1. Inicializag&o dos pesos.
WF->F2,(0)=1/1+M
WF2->F1"_(0):1
2. Aplicar um vetor de entrada I.

3. Calcular os valores de ativagado dos neurdnios
em F2.

Y=2WRF2 ().
4. Selecionar o neurdnio vencedor k em F2.
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Redes Neurais Artificiais
Redes ART

Algoritmo de Processamento da ART
5.Teste de vigilancia para saber se houve
“casamento” ou n&o.
Escolhe-se previamente para a rede um limiar
para o teste de vigilancia (p).
p indica quéo perto do padrédo de entrada
deve estar um exemplar para ser considerado
um casamento.
Se (WF2->F1)Tk(t)_| >p
171
—entéo va para o passo 7 (houve
“casamento”)
—senao va para o passo 6 (ndo houve
“casamento”).
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Redes Neurais Artificiais
Redes ART

Algoritmo de Processamento da ART

6. N&@o houve o “casamento”, portanto o
neurdnio k da camada F2 nédo representa o
padréo | e deve ser desconsiderado.

Desativar o neurdnio k. A saida é zerada e o
neurdnio ndo participa nas proximas selegées do
vencedor.

Ir para o passo 3.
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Redes Neurais Artificiais
Redes ART

Algoritmo de Processamento da ART

7. Houve o “casamento”, e portanto deve
atualizar os pesos para que na proxima vez este
neurdnio k represente ainda melhor este vetor |I.
Para cada neur6nio r da camada F1.

Wli27>F1(t +1) — W:T(27>F1(t).|r

W;1—>F2 (t)l .
M

W;l_>F2(t+1)= 1
E_szrkz»m(t).lj
j=1
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Redes Neurais Artificiais
Redes ART

Algoritmo de Processamento da ART

8. Reativar todos os neurdnios de F2 e ir para o
passo 2.
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Exemplo de Processamento da ART
0. M=3 e N=2

F2  N=2

F1 M=3
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Redes Neurais Artificiais
Redes ART

Exemplo de Processamento da ART
1. Inicializag&o dos pesos.
wF2->FL (0)=1 wF>F1,(0)=1 : neurdnio 1 de F1
wF>FL (0)=1 wF2>FL,,(0)=1 : neur6nio 2 de F1
wF>FL (0)=1 wF>F1,(0)=1 : neur6nio 3 de F1

WFL->F2, (0)=1/1+M=1/4=0.25

wFL->F2,.(0)=0.25 1 neurdnio 1 de F2
WFL>F2, (0)=0.25

WFL->F2, (0)=1/1+M=1/4=0.25

WFL->F2,.(0)=0.25 1 neurdnio 2 de F2
WFL>F2,(0)=0.25
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Redes Neurais Artificiais
Redes ART

Exemplo de Processamento da ART
2. Aplicar 1I=(1 0 1)
3. Calcular Y; em F2
Y,= net; = 0.25.1+0.25.0+0.25.1 = 0.5
Y,= net, = 0.25.1+0.25.0+0.25.1 = 0.5

4. Como os valores de ativagédo dos dois
neurdnios de F2 deram o mesmo resultado,
tanto faz qual dos dois é o vencedor.
Escolhemos o 1 como vencedor.

5.Entédo calculamos o valor de saida de F2, como
(1 0) e propagamos de volta para F1, e fazemos
o Teste de Vigilancia.
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Redes ART

Exemplo de Processamento da ART

5. Teste de Vigilancia

(WF>FL)T (1)1 > p

1Tl

111).101)T=2
(Qro01.1onT=2
22=1>p
7. Houve o “casamento”. Devemos agora
atualizar os pesos.
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Redes Neurais Artificiais
Redes ART

Exemplo de Processamento da ART
7. Atualizagé@o dos pesos.

W:{Z—>F1(t +1) — W:{Z—>F1(t).| .
W2 (1)=1.1=1

WFFl, (1)=1.0=0
WFFL (1)=1.1=1
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Redes Neurais Artificiais
Redes ART

Exemplo de Processamento da ART
7. Atualizagé@o dos pesos.
W:rl >F2(t).|r

E+JZ:;W;2 >F1(l).|j

11 1

w4 =

W1F11 F2() = 0.4

%+1.1+1.0 +11 25

10 0

=— =0
1 25

Wlelf>F2(1) - 1
E+l.1+1.0 +1.

N 11 1
Wl|:31 F2() = . 0.4

5 L1r10+11 25
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Redes ART

Exemplo de Processamento da ART
7. Atualizacé@o dos pesos.
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Redes Neurais Artificiais
Redes ART

Exemplo de Processamento da ART

8. Voltar para o passo 2. (Apresentar outro
padréo de entrada - ou 0 mesmo)
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Redes Recorrentes

Introducéo

Redes Neurais Recorrentes sdo aquelas que
apresentam “ciclos” nas suas conexdes, isto &, a
saida de neurdnios de uma camada i sdo
entradas de neur6nios de uma camada i-j, com
i>=0;

Redes BAM, de Hopfield e Competitivas em geral
séo de certo modo redes recorrentes.

Entretanto 2 modelos sdo de maior interesse neste
caso:

Redes de EIman
Redes de Jordan
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Redes Neurais Artificiais
Redes Recorrentes

Introducéo

Importancia das Redes Neurais Recorrentes

Capacidade de Modelagem

— Redes Neurais Feedforward com neurdnios estaticos sao
capazes de modelar apenas sistemas estaticos.

— Redes Neurais Dinamicas séo capazes de modelar
sistemas dinamicos.

— A dinamica de uma rede por ser obtida utilizando-se
neurdnios dinamicos ou através de uma dinamica externa
(uma realimentgéo externa munida de um retardo, por
exemplo).
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Redes Recorrentes

Modelos com Dinamica Externa
Modelo “Classico”
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Redes Neurais Artificiais
Redes Recorrentes

Modelos com Dinamica Externa
Modelo “com Camada Intermediaria”
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Modelos com Dinamica Externa
Redes de Elman

I Sl 5 Sl ¢

[WEPAN J J
Input - Recurrent tansig layer Qutput purelin Layer
a(k) = tansigiIWp-LWuank-1) + by a:(k) = purelin{LWziai(£) + bz}
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Redes RBF (Radial Basis
Function)

Introducéo

A maioria das funcdes de saida dos neurénios
vistos até agora eram fun¢Ges monotonicamente
crescentes dos valores de “net” dos neurénios.
Esta pode n&o ser a melhor escolha para alguns
problemas encontrados na prética.
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Redes RBF (Radial Basis
Function)

Introducéo
Para o exemplo abaixo, uma rede neural direta
convencional precisaria de 4 a 5 neur6nios na
camada escondida.
Um neurdnio seria suficiente para discriminar as
duas classes se sua fungdo de saida se
aproximasse de um circulo.
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Redes RBF (Radial Basis
Function)

Defini¢ao
Uma fungéo é radialmente simétrica (uma RBF)
se sua saida depende da distancia entre o dado
de entrada (vetor) e outro vetor armazenado.
As funcgdes radiais simétricas comumente
utilizadas (p) sdo fungbes ndo-crescentes de
uma medida de distancia u que é seu Unico
argumento. Com p(u;)>p(u,) sempre que u,<u,.
Normalmente u é a distancia euclidiana entre o
“centro” ou vetor armazenado U e o vetor de
entrada /. u=|| p- 7|
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Redes RBF (Radial Basis
Function)

Definigao
Em redes RBF, a gaussiana é descrita pela equagéo:

py(W)are '

Modelo de neurdnio de base radial:

Input Risdlsal Basis Neuron
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Redes RBF (Radial Basis
Function)

Principio de Funcionamento

Em muitas problemas de aproximacao de fungdes a
abordagem classica envolve interpolacéo linear:

F0x) = F00)+(F ) = F ()% —X) 106 —%,)
que simplifica para:
(D" f () + D, f (x,))
(B, +D,")

Onde D, e D, séo as distancias entre X, € X, € X,
respectivamente.
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Redes RBF (Radial Basis
Function)

Principio de Funcionamento
Em geral segmentos de hiperplanos conectam
pontos préximos, de forma que o valor de saida
correspondente a um novo vetor de entrada n-
dimensional é determinado inteiramente pelos PO
exemplos de entrada que o “circundam”.

(D{lf(xl)+Dglf(xz)+"'+DF:()lf(XP0))
(D' +D;' +--+Dy)
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Redes RBF (Radial Basis

Function)
Descrigdo
Input Radial Basis Layer Linear Layer T
R = number of
elements in

input vector

51 =number of
neurons in
layer 1

52 =number of
neurons in
layer 2

al =radbas (|| IW.i-p||51) a = purelin(LW21 a1+b2)
aisith element of a: where  TW.iis a vector made of the / th row of TW:a
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Redes RBF (Radial Basis
Function)

Descrigao
Se apresentarmos um vetor de entrada para esta
rede, cada neurdnio na camada de base radial ird
produzir uma saida inversamente proporcional a
distancia deste vetor de entrada com cada vetor de
peso de cada neurdnio.
Deste modo, neurdnios de base radial com vetores
de pesos muito diferentes do vetor de entrada,
terdo a sua saida praticamente igual a zero.
Esta saida pequena tera um efeito desprezivel na
saida dos neurdnios da camada linear.
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Redes RBF (Radial Basis
Function)

Descricdo
Por outro lado, um neurdnio de base radial com
vetor de pesos perto do vetor de entrada produzira
uma saida préxima de um.
Se um neur6nio tem uma saida em 1, seus pesos de
saida serdo passados para os neurénios de saida da
segunda camada (linear).
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