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Abstract— This work proposes an evolution of ANN arrangements into a neural architecture biologically
inspired, that allows autonomous navigation of mazes for a robotic agent. During the evolution is described
the online learning techniques, as well as the performances, advantages and disadvantages of each proposed
arrangement. The base construction of the cognitive architecture is based in the theories of cognitive maps
and latent learning. Without any priori knowledge, the simulated robot explores completely the maze and then
navigates from a start place to a destination place. The cognitive architecture provides that complex behaviors
happen concomitantly with the reflexive and reactive behaviors, implemented by AANs. From the results of
simulations, it is verified that the best arrangement is composed by a recurrent ART, switching MLP nets with
reinforcement learning. This way are obtained desirable performances, supporting the stability-and-plasticity
dilemma related to the learning of state-action mappings.

Keywords— Mobile Robot Navigation, ART - Adaptive Resonance Theory, Multi-Layer Perceptron, Cognitive
Maps, Reinforcement Learning.

Resumo— Este trabalho propõe uma evolução de arranjos de RNAs dentro de uma arquitetura neural bi-
ologicamente inspirada, que permite a navegação autônoma de labirintos por um agente robótico. Durante a
evolução são descritas as técnicas de aprendizado em tempo de operação, bem como os desempenhos, vantagens
e desvantagens de cada arranjo proposto. A construção base da arquitetura cognitiva se fundamenta nas teorias
de mapas cognitivos e aprendizado latente. Sem nenhum conhecimento a priori, o robô simulado explora por
completo o labirinto e em seguida navega de um local de origem a um local objetivo. A arquitetura cognitiva
provê que comportamentos complexos ocorram concomitantemente com os comportamentos reativos e reflexivos,
implementados pelas RNAs. A partir dos resultados das simulações, constata-se que o melhor arranjo é o com-
posto por uma rede ART re-alimentada, comutando redes MLPs com aprendizagem por reforço. Desta forma são
obtidos desempenhos desejáveis, atendendo ao dilema da estabilidade e plasticidade relacionado ao aprendizado
de mapeamentos de estado-ação.

Palavras-chave— Navegação de Robôs Móveis, rede ART - Adaptive Resonance Theory, redes Multi-Layer
Perceptrons, Mapas Cognitivos, Aprendizagem por Reforço.

1 Introdução

A incerteza dos sensores unida à imprecisão dos
atuadores e à dinâmica de ambientes reais fazem
do projeto de controladores de robôs móveis um
problema dif́ıcil. Assim torna-se desejável favore-
cer os robôs com capacidades de aprendizado onde
o mesmo adquira de maneira autônoma seu sis-
tema de controle e adapte seu comportamento a
situações nunca experimentadas. Por isto Redes
Neurais Artificiais (RNAs) são ferramentas bas-
tante utilizadas na implementação da percepção,
navegação e controle de sistemas robóticos, devido
às suas capacidades intŕınsecas de generalização,
tolerância a falhas, paralelismo e seus algoritmos
de aprendizado.

Historicamente o grande sucesso das RNAs
se deve ao algoritmo de aprendizagem supervisi-
onada, back-propagation (Rumelhart et al. 1986).
Porém, RNAs com este paradigma de aprendizado
são de uso limitado no desenvolvimento de robôs
móveis por muitas razões, dentre elas, devido à ne-
cessidade de uma fase de treinamento prévia onde,

após a aprendizagem, a rede não pode facilmente
ser modificada de forma incremental. Por outro
lado, o que se espera de um robô móvel autônomo
é que ele não necessite ser pré-treinado e sim que
descubra seu mundo e se adapte em tempo real
(Damper et al. 2000).

Muitos mecanismos neurais são capazes de ob-
ter um aprendizado permanente e em tempo de
operação onde a maioria das aplicações são volta-
das a ambientes dinâmicos e impreviśıveis, assim
como os tratados em (Fierro & Lewis 1998, Skoun-
drianos & Tzafestas 2004, Arleo et al. 2004).
Quanto a tarefas de navegação, uma técnica comu-
mente empregada é a Aprendizagem por Reforço
(AR) (Sutton & Barto 1998). Ela é uma alter-
nativa promissora, com respaldo em teorias psico-
lógicas de aprendizado (Pearl 2000). Sua função
é garantir que um agente aprenda determinado
comportamento mediante interações de tentativa-
e-erro em ambientes dinâmicos. Exemplos de apli-
cações mostrando a capacidade de adaptação de
técnicas de AR na aprendizagem de caminhos,
via interações dinâmicas com ambientes f́ısicos são



vistos em (Tan et al. 2002, Xu et al. 2003, Arleo
et al. 2004).

Este trabalho tem por objetivo unir os con-
ceitos clássicos da aprendizagem por reforço com
o paradigma conexionista, para implementação de
comportamentos reflexivos. Utilizar a importante
capacidade de plasticidade e estabilidade de redes
ART para o implementação dos comportamentos
reativos. Mostrar o passo a passo da evolução dos
arranjos de RNAs propostos para este fim. E por
fim construir uma arquitetura cognitiva capaz de
aprender comportamentos complexos em tempo
de operação, permitindo a navegação autônoma
e eficiente de robôs móveis em labirintos. Sendo
sua construção inspirada no comportamento de ra-
tos que constroem mapas cognitivos biológicos de
seus ambientes, com propriedades de aprendizado
latente(Tolman 1932).

O restante deste artigo está organizado como
segue: a seção 2 apresenta aspectos teóricos gerais
dos paradigmas de RNAs utilizados e da técnica
de aprendizagem por reforço. A seção 3 mostra o
passo a passo da evolução realizada na arquitetura
cognitiva de base, apresentando três propostas de
arranjos para o controle reflexivo e reativo, seus
respectivos desempenhos e fraquezas. A seção 4
descreve as simulações realizadas e os resultados
obtidos. Na seção 5 são apresentas as conclusões
e direções futuras desta pesquisa.

2 Fundamentação teórica

RNAs são ferramentas promissoras e muito uti-
lizadas na implementação de robôs baseados em
comportamentos (Fierro & Lewis 1998, Arleo
et al. 1999, Roisenberg et al. 2004, Vieira et al.
2004). Porém, em muitos casos a aprendiza-
gem é feita a priori e posteriormente o agente
é colocado no ambiente, como em (Nehmzow &
McGonigle 1994). Devido às dinâmicas de ambi-
entes reais, mecanismos capazes de fazer a apren-
dizagem permanente e em tempo de operação são
mais desejáveis. Tanto aqueles controlados por
RNAs quanto outros controlados por diferentes
abordagens da Inteligência Artificial, como por
exemplo, lógica nebulosa (Abreu & Correia 2001).

Um modelo proposto por Carpenter & Gros-
sberg (1988), conhecido como ART (do acrônimo
em inglês Adaptive Resonance Theory) atende ao
requisito da aprendizagem em tempo de operação
e principalmente resolve o dilema da plasticidade
× estabilidade. Uma rede ART é apta a manter
o equiĺıbrio entre as propriedades de plasticidade
(discriminação) e de estabilidade (generalização).
Ou seja, ela é capaz de criar uma nova categoria
de padrões, quando estimulada por padrões não
reconhecidos e ainda agrupar padrões similares na
mesma categoria, quando reconhecidos. Uma re-
gra de similaridade que define onde agrupar os pa-
drões é determinada por um grau de semelhança

entre um padrão dado e padrões previamente ar-
mazenados. E assim, a rede responde rapidamente
a dados aprendidos previamente e ainda é capaz
de aprender quando novos dados são apresentados.

São vários os tipos de redes ART que podem
ser treinadas segundo o paradigma supervisionado
(Carpenter et al. 1991, Carpenter et al. 1992),
quando utilizam um agente externo que indica
a resposta desejada para o padrão de entrada,
ou não-supervisionado (auto-organizável) que é o
caso da rede ART1 utilizada como componente
da arquitetura cognitiva implementada neste tra-
balho.

Já a aprendizagem por reforço (AR) é um pa-
radigma de aprendizagem baseado em comporta-
mento, onde as interações entre o aprendiz e seu
ambiente procuram alcançar um objetivo espećı-
fico, apesar da presença de incertezas(Sutton &
Barto 1998). O fato de que esta interação é rea-
lizada de maneira não supervisionada torna a AR
particularmente atrativa para situações dinâmi-
cas. Há duas abordagens de AR: (i) a abordagem
clássica, onde a aprendizagem ocorre através de
um processo de punição e recompensa com o ob-
jetivo de alcançar um comportamento global al-
tamente qualificado e a (ii) abordagem moderna,
que se fundamenta na técnica matemática conhe-
cida como programação dinâmica (Haykin 2001).
Neste trabalho, a abordagem clássica de AR é apli-
cada ao aprendizado on-line das redes MLPs, atra-
vés das poĺıticas de aprendizados que serão descri-
tas na seção seguinte.

3 A evolução da arquitetura cognitiva

Esta seção apresenta o passo a passo da evolução
da arquitetura cognitiva proposta. Como pode
ser visto na Fig. 1, as três arquiteturas distin-
tas possuem seus respectivos conjuntos de RNAs
que compreendem a porção responsável pela im-
plementação dos comportamentos reflexivos1 e re-
ativos2 que equivalem a “evitar obstáculos” e “se-
guir corredores” respectivamente.

Os módulos fixos. As três arquiteturas
apresentadas possuem os seguintes módulos em
comum: Percepção, Poĺıticas de Aprendizado,
Mapa Cognitivo e Ação. A seguir cada um de-
les será descrito com maior detalhe.

Percepção. Este módulo recebe os dados dos
sensores de proximidade e do ângulo orientado do
robô e fornece a informação do estado do ambi-
ente, ou seja, se existem obstáculos nas direções
Oeste, Norte, Leste e Sul. Ele também identifica
bifurcações e becos sem sáıdas, acionando o mó-
dulo de Mapa Cognitivo.

1Comportamentos cuja a ação emergente é função uni-
camente das entradas sensórias.

2Comportamentos cuja a ação emergente depende não
apenas das entradas sensórias, mas também do estado in-
terno do agente.
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Figura 1: As arquiteturas cognitivas propostas.

Mapa cognitivo. O sistema de Mapa Cognitivo
é acionado toda vez que o robô se encontra em um
beco sem sáıda ou em uma bifurcação. Nestes lo-
cais o robô associa informação êxtero-cêntrica (do
termo em inglês allothetic), vinda dos sensores,
com informação egocêntrica (do termo em inglês
idiothetic) que corresponde a sua informação in-
terna de hodometria. Portanto, becos sem sáıda
e bifurcações servem de marcos para a construção
do mapa cognitivo do ambiente.

Poĺıticas de aprendizado. A construção do
módulo de Poĺıticas de aprendizado é inspirado
no modelo clássico da AR, no qual a aprendiza-
gem das redes MLPs acontece através de um pro-
cesso de punição e recompensa, com o objetivo de
alcançar os comportamentos reflexivo e reativo. A
seguir um exemplo de uma das poĺıticas de apren-
dizado:

1. SE há obstáculos a Oeste e a Leste ENT~AO

(a) SE a sáıda da rede MLP é igual a Oeste OU Leste
ENT~AO

/*Comportamento de evitar obstáculos*/
Punir a rede MLP, alterando um de seus pesos

(b) SEN~AO SE a direção da última ação está livre E

esta ação não foi repetida ENT~AO

/*Comportamento de seguir corredor*/
Punir a rede MLP, alterando um de seus pesos

(c) SEN~AO Recompensar a rede MLP (preservando
seus pesos atuais).

Ação. O módulo de ação é responsável por
posicionar a frente do robô para a direção (oeste,
norte, leste ou sul) correspondente à ação ditada
pela rede MLP. Em seguida ele fornece comandos
aos atuadores para que o robô execute um passo
de controle naquela direção.

A evolução do controle refle-
xivo/reativo. A seguir será mostrado o passo a
passo da evolução dos arranjos de RNAs dentro
das porções de controle reflexivo/reativo de cada
uma das arquiteturas cognitivas propostas.

1a proposta: uma rede MLP. A primeira ar-
quitetura proposta contém uma única rede MLP
com treinamento on-line em sua porção refle-
xiva/reativa, como ilustrado na Fig. 1 a). A des-
vantagem deste esquema é que o aprendizado de
um estado é totalmente “esquecido” assim que a
rede se depara com um novo estado do ambiente,
ou seja, ele não satisfaz ao dilema plasticidade ×
estabilidade.

2a proposta: uma rede ART1 comutadora de
redes MLPs. Neste esquema, como mostrado na
Fig. 1 b), uma rede do tipo ART1 desempenha
a função de um comutador de redes MLPs, atra-
vés de seu neurônio vencedor da camada F2. Seu
estado de entrada, neste caso, consiste apenas do
estado do ambiente. Neste esquema, o dilema da
plasticidade × estabilidade ainda não é atendido
sob o seguinte aspecto: sempre que o robô percor-
rer corredores de mesma direção, o estado do am-
biente será igual e assim a mesma MLP será acio-
nada. Porém, como aqui se desconsidera o sentido
da direção em que o robô percorre o corredor, a
rede MLP sempre sofrerá punições, mesmo tendo
aprendido uma ação correta em um instante ante-
rior. De um modo geral, isto torna o aprendizado
on-line das redes MLPs custoso, de forma que a
porcentagem de punições não decresce.

3a proposta: uma rede ART1 recorrente co-
mutadora de redes MLPs. Com o resultado da
2a proposta, conclui-se que somente a informa-
ção do estado do ambiente é insuficiente para que
a rede ART1 satisfaça o dilema da plasticidade
× estabilidade relacionado ao aprendizado on-line
das redes MLPs, que implica no decréscimo de pu-
nições aplicadas. Para isto se faz necessária a in-
formação adicional da última ação executada pelo
robô. Este laço de realimentação, mostrado na
Fig. 1 c), permite à rede ART1 uma maior capa-
cidade de discriminação e armazenamento de pa-
drões que se referem a estados do ambiente junto



com o estado interno do robô. A confirmação
da vantagem desta proposta sobre as anteriores
comprova-se após a estabilidade do aprendizado
auto-organizável da rede ART1 ao discriminar um
eficiente mapeamento de estado-ação, de maneira
que o aprendizado on-line das redes MLPs execute
somente “recompensas”. Com este arranjo torna-
se posśıvel a concepção de dois estados (anterior
e atual) que são captados pela rede ART1, permi-
tindo que possam ser tratadas situações aparen-
temente idênticas (com relação ao ambiente) de
maneiras diferentes, apoiando-se na ação tomada
no passo anterior.

4 Simulações e Resultados

As implementações das arquiteturas foram feitas
no software WSU Khepera Robot.3 Este programa
simula um robô Khepera�(Mondada et al. 1993)
que conta somente com as informações de seus sen-
sores de proximidade, ângulo orientado e hodome-
tria.

A primeira etapa de testes consistiu da imple-
mentação do controle do robô através das três ar-
quiteturas cognitivas propostas (Fig. 1) para então
computar a quantidade de punicoes/recompensas
aplicadas às redes MLPs, bem como a quanti-
dade de classes criadas pelas redes ART1. As-
sim verifica-se os desempenhos dos aprendizados
por reforço e auto-organizável das respectivas re-
des. A Tab. 1 mostra os resultados obtidos para
cada arquitetura. Na simulação das três propos-

Tabela 1: Medidas de desempenho dos aprendizados
on-line das redes MLPs e ART1 em cada uma das
arquiteturas propostas.

Classes Passos
Arquitetura Punições (no de (Exploração
(Fig.1) MLPs) + Navegação)

1a proposta 1674 1 1429

2a proposta 3454 14 1405

3a proposta 901 29 1386

tas o robô primeiramente explora todo o labirinto,
realizando a construção de seu mapa cognitivo e
então navega entre o lugar Ińıcio e o lugar Obje-
tivo. Para esta tarefa são necessários em média
1400 passos (Tab. 1). Constata-se a eficiência da
3a proposta com relação à quantidade de puni-
ções (901) aplicadas às redes MLPs e ao número
de classes (29) criadas pela rede ART1, que permi-
tem uma melhor discriminação dos padrões de en-

3O simulador WSU Khepera Robot foi desenvolvido
pela Wright State University e Ohio Board of Regents.
Seu uso é dirigido pela Licença Pública da KSIM versão
1.0. O código fonte, documentação, e o texto da licença
encontram-se juntos com esta versão do programa. Na
falta desta, uma distribuição completa pode ser obtida em:
http://gozer.cs.wright.edu/ksim/ksim/html. A versão 7.2
foi liberada em 6 de julho de 2004

trada. Já a Fig. 2 mostra o desempenho do apren-
dizado por reforço das redes MLPs nos três testes,
computando a cada passo a quantidade de puni-
ções executadas. Também se comprova a eficiência
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Figura 2: Desempenhos do aprendizado on-line das
redes MLPs no controle reflexivo/reativo das arquite-
turas propostas.

da 3a proposta ao verificar-se que ao término da
fase de exploração e ińıcio da navegação as redes
MLPs não mais recebem punições (3o gráfico da
Fig. 2). Nos gráficos da Fig. 3 são mostrados as
ativações dos neurônios da camada F2 durante as
trajetórias do robô ao realizar a exploração e em
seguida a navegação no labirinto (3a arquitetura
proposta). São estes neurônios que acionam as
redes MLPs.

Na segunda etapa de testes, considerou-se a 3a

arquitetura proposta com modificações no valor do
parâmetro de vigilância, ρ, das respectivas redes
ART1. A partir dáı foram testadas 5 arquiteturas,
considerando-se os valores de ρ iguais a 0,6, 0,7,
0,8, 0,9 e 1,0 respectivamente. Para cada arqui-
tetura foram computados a quantidade de classes
criadas e a porcentagem de ações corretas execu-
tadas pelo controle reflexivo/reativo (MLPs), du-
rante 8000 passos. Portanto, para um dado con-
junto de padrões a serem classificados, um valor
elevado de ρ irá resultar em uma discriminação
mais refinada entre classes do que se tivesse um
valor mais baixo. Isto se comprova no primeiro
gráfico da Fig. 4, onde o menor número de classes
(20) é obtido com ρ = 0,6 e o maior (31) com
ρ = 0,9 e ρ = 1,0. Conseqüentemente quanto
menor o parâmetro de vigilância da rede ART1,
menos eficiente será a aprendizagem por reforço
das redes MLPs. Dado que baixos ρ’s ocasionam
maior ocorrência de punições, isto faz com que as
curvas da porcentagem de acertos tornem-se mais
acidentadas, conforme pode ser visualizado no se-
gundo gráfico da Fig. 4.
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Figura 3: Neurônios ativados na camada F2(rede
ART1) da 3a arquitetura proposta, visualizados no
plano e no espaço.

5 Conclusões e Trabalhos Futuros

Este trabalho apresentou uma evolução de arran-
jos de redes neurais do tipo ART1 e MLPs inse-
ridas na porção de controle reflexivo/reativo de
uma arquitetura cognitiva biologicamente inspi-
rada, a fim de trazer conceitos clássicos da apren-
dizagem por reforço à luz do paradigma conexio-
nista. Foram descritas as técnicas de aprendizado
em tempo de operação e seus respectivos desem-
penhos com relação ao número de punições apli-
cadas às redes MLPs. Com os resultados obtidos
observou-se que a primeira arquitetura proposta
(uma única rede MLP utilizada no controle re-
flexivo/reativo) é incapaz de produzir eficientes
mapeamentos de estado-ação devido às suas ca-
racteŕısticas intŕınsecas de plasticidade e estabili-

0 1000 2000 3000 4000 5000 6000 7000 8000
0

5

10

15

20

25

30

35

ρ = 0,6

nº
 d

e 
cl

as
se

s 
(n

eu
ro

ni
os

 a
tiv

av
os

 e
m

 F
2)

 =
 n

º 
de

 M
LP

s

Passos

ρ = 0,7

ρ = 0,8

ρ = 0,9

ρ = 1

0 1000 2000 3000 4000 5000 6000 7000 8000
0

10

20

30

40

50

60

70

80

90

100

ρ = 1

%
 d

e 
ac

er
to

s

Passos

ρ = 0,9

ρ = 0,8

ρ = 0,7

ρ = 0,6

Figura 4: No de classes criadas pelas redes ART1
(1o gráfico) e curvas da porcentagem de acertos das
redes MLPs (2o gráfico), variando-se os parâmetros
de vigilância, ρ.

dade. Isto determinou a criação da segunda pro-
posta (uma rede ART1 comutando redes MLPs),
a qual possui a capacidade de armazenar novos
padrões sem “esquecer” os já aprendidos. Porém,
apenas com a informação do estado do ambiente,
a rede ART1 tornou-se incapaz de realizar uma
correta discriminação dos padrões de entrada, oca-
sionando sempre punições ao relacionar pares de
estado-ação. Portanto o melhor arranjo arquite-
tural correspondeu àquele composto por uma rede
ART1 re-alimentada comutando redes MLPs com
treinamento on-line por reforço. Desta forma, a
arquitetura cognitiva como um todo é mais efi-
ciente na classificação de padrões que reúnem o
estado do ambiente e o estado interno do robô.
Isto faz com que as redes MLPs sofram o menor
número de punições posśıveis, de forma a acelerar
o processo do aprendizado em tempo de operação
dos comportamentos reflexivos e reativos.

Esta arquitetura também abre perspectivas
interessantes no desenvolvimento de sistemas com-
putacionais de navegação biologicamente inspira-
dos e trabalhos futuros serão dirigidos na imple-



mentação desta arquitetura cognitiva para a na-
vegação autônoma de robôs móveis reais em am-
bientes dinâmicos.
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