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IntroduIntroduçção ao Estudo das ão ao Estudo das 
Redes Neurais ArtificiaisRedes Neurais Artificiais

ObjetivosObjetivos
–– Oferecer ao aluno uma introduOferecer ao aluno uma introduçção ão àà

abordagem da IA conexionista, abordagem da IA conexionista, 
descrevendo caracterdescrevendo caracteríísticas de sticas de 
funcionamento, formas de aprendizado e funcionamento, formas de aprendizado e 
aplicaaplicaçções tões tíípicas. Vpicas. Váários modelos de redes rios modelos de redes 
serão estudados, seguindoserão estudados, seguindo--se o uso de se o uso de 
softwares de simulasoftwares de simulaçção.ão.
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IntroduIntroduçção ao Estudo das ão ao Estudo das 
Redes Neurais ArtificiaisRedes Neurais Artificiais

SSúúmulamula
IntroduIntroduçção ão -- Inteligência Artificial SimbInteligência Artificial Simbóólica e lica e 
Conexionista.Conexionista.
HistHistóórico das Redes Neurais Artificiais.rico das Redes Neurais Artificiais.
Nomenclatura BNomenclatura Báásica, o Neurônio Biolsica, o Neurônio Biolóógico e gico e 
Revisão de Revisão de ÁÁlgebra Linear.lgebra Linear.
Tipos de Redes, Arquiteturas, CaracterTipos de Redes, Arquiteturas, Caracteríísticas e sticas e 
AplicaAplicaçções.ões.
Modelos BModelos Báásicos: sicos: PerceptronPerceptron, , AdalineAdaline, , 
MadalineMadaline..

Prof. Dr. Mauro Roisenberg - CPGCC - INE - UFSC

IntroduIntroduçção ao Estudo das ão ao Estudo das 
Redes Neurais ArtificiaisRedes Neurais Artificiais

SSúúmula mula -- continuacontinuaççãoão
Modelos BModelos Báásicos: sicos: MultiMulti--layerlayer PerceptronPerceptron e e 
Regra de Aprendizado Regra de Aprendizado BackBack--PropagationPropagation..
Redes Redes ““CounterpropagationCounterpropagation””..
MemMemóórias Associativas: rias Associativas: HopfieldHopfield e BAM.e BAM.
Redes de Redes de KohonenKohonen..
Redes ARTRedes ART
Redes Recorrentes.Redes Recorrentes.
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IntroduIntroduçção ao Estudo das ão ao Estudo das 
Redes Neurais ArtificiaisRedes Neurais Artificiais
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–– Inteligência Artificial: No limiar do sInteligência Artificial: No limiar do sééculo XXI. culo XXI. ρρρρρρ

EdiEdiçções, 1997.ões, 1997.
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IntroduIntroduçção ao Estudo das ão ao Estudo das 
Redes Neurais ArtificiaisRedes Neurais Artificiais
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Origens da Inteligência Origens da Inteligência 
ArtificialArtificial

O que O que éé Inteligência Artificial?Inteligência Artificial?
““I I proposepropose to to considerconsider thethe questionquestion, , ‘‘CanCan machinesmachines
thinkthink??’’ ThisThis shouldshould beginbegin withwith definitionsdefinitions of of thethe meaningmeaning
of of thethe termsterms ‘‘machinemachine’’ andand ‘‘thinkthink’’..”” A. TuringA. Turing, , 
ComputingComputing MachineryMachinery andand IntelligenceIntelligence, 1950, 1950

““Se queres discutir comigo, define primeiro teus termos.Se queres discutir comigo, define primeiro teus termos.””
DescartesDescartes
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O que O que éé Inteligência Artificial?Inteligência Artificial?

–– O QUE O QUE ÉÉ INTELIGÊNCIA?INTELIGÊNCIA?
BinetBinet: : ““Inteligência Inteligência éé julgar bem, compreender bem, julgar bem, compreender bem, 
raciocinar bemraciocinar bem””..
TearmanTearman: : ““ A capacidade de conceituar e de A capacidade de conceituar e de 
compreender o seu significadocompreender o seu significado””..
HelmHelm: : ““A atividade inteligente consiste na compreensão A atividade inteligente consiste na compreensão 
do essencial de uma situado essencial de uma situaçção e numa resposta reflexa ão e numa resposta reflexa 
apropriadaapropriada””..
PiagetPiaget: : ““AdaptaAdaptaçção ao ambiente fão ao ambiente fíísico e socialsico e social””..
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O que O que éé Inteligência Artificial?Inteligência Artificial?

A INTELIGÊNCIA A INTELIGÊNCIA ÉÉ SSÓÓ HUMANA?HUMANA?
–– Em um primeiro momento, a inteligência era Em um primeiro momento, a inteligência era 

geralmente associada a uma caractergeralmente associada a uma caracteríística stica 
unicamente humana, de representaunicamente humana, de representaçção de ão de 
conhecimentos e resoluconhecimentos e resoluçção de problemas, ão de problemas, 
refletindo um ponto de vista altamente refletindo um ponto de vista altamente 
antropocêntrico. Mas, ainda assim, nantropocêntrico. Mas, ainda assim, nóós, humanos, s, humanos, 
não compreendemos a nnão compreendemos a nóós mesmos, como s mesmos, como 
funciona nossa funciona nossa ““inteligênciainteligência”” e nem mesmo a e nem mesmo a 
origem de nossos pensamentos. origem de nossos pensamentos. 
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O que O que éé Inteligência Artificial?Inteligência Artificial?

–– Hoje em dia, para muitos pesquisadores, a idHoje em dia, para muitos pesquisadores, a idééia ia 
de inteligência passou a ser associada com a idde inteligência passou a ser associada com a idééia ia 
de sobrevivência. de sobrevivência. 

–– CarneCarne: : ““Talvez a caracterTalvez a caracteríística bstica báásica de um sica de um 
organismo inteligente seja sua capacidade de organismo inteligente seja sua capacidade de 
aprender a realizar vaprender a realizar váárias funrias funçções em um ões em um 
ambiente dinâmico, tais como sobreviver e ambiente dinâmico, tais como sobreviver e 
prosperarprosperar””. . 

–– FogelFogel: : ““inteligência pode ser definida como a inteligência pode ser definida como a 
capacidade de um sistema de adaptar seu capacidade de um sistema de adaptar seu 
comportamento para atingir seus objetivos em comportamento para atingir seus objetivos em 
uma variedade de ambientesuma variedade de ambientes””..
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O que O que éé Inteligência Artificial?Inteligência Artificial?

DefiniDefiniçções de IAões de IA
–– ÉÉ um ramo da ciência da computaum ramo da ciência da computaçção ao mesmo ão ao mesmo 

tempo recente (oficialmente nasceu em 1956) e tempo recente (oficialmente nasceu em 1956) e 
muito antigo (lmuito antigo (lóógica de Aristgica de Aristóóteles)teles)

–– AtAtéé mesmo a origem do termo mesmo a origem do termo éé cercada de cercada de 
mistmistéério rio -- John John McCarthyMcCarthy, criador do termo em , criador do termo em 
1956 não tem certeza de  não haver ouvido o 1956 não tem certeza de  não haver ouvido o 
termo anteriormente.termo anteriormente.
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O que O que éé Inteligência Artificial?Inteligência Artificial?
Elaine Elaine RichRich: : ““IA IA éé o estudo de como fazer os o estudo de como fazer os 
computadores realizarem coisas que, hoje em dia são computadores realizarem coisas que, hoje em dia são 
feitas melhores pelas pessoasfeitas melhores pelas pessoas””..
WinstonWinston: IA : IA éé o estudo das ido estudo das idééias que permitem aos ias que permitem aos 
computadores serem inteligentescomputadores serem inteligentes””..
CharniakCharniak andand McDermottMcDermott: IA : IA éé o estudo das faculdades o estudo das faculdades 
mentais atravmentais atravéés da utilizas da utilizaçção de modelos ão de modelos 
computacionaiscomputacionais””..
BellmanBellman: : ““IA IA éé o estudo e simulao estudo e simulaçção de atividades que ão de atividades que 
normalmente assumimos que requerem inteligêncianormalmente assumimos que requerem inteligência””..
Russell Russell andand NorvigNorvig: : ““IA IA éé o estudo e implementao estudo e implementaçção de ão de 
agentes racionaisagentes racionais””..
(um agente racional (um agente racional éé algo que procura atingir seus algo que procura atingir seus 
objetivos atravobjetivos atravéés de suas crens de suas crençças.)as.)
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O que O que éé Inteligência Artificial?Inteligência Artificial?

O objetivo central da IA O objetivo central da IA éé
simultaneamente tesimultaneamente teóórico rico -- a criaa criaçção de ão de 
teorias e modelos para a capacidade teorias e modelos para a capacidade 
cognitiva cognitiva -- e pre práático tico -- a implementaa implementaçção ão 
de sistemas computacionais baseados de sistemas computacionais baseados 
nestes modelos.nestes modelos.
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As duas abordagens da IAAs duas abordagens da IA

IA SimbIA Simbóólicalica
–– Um sistema simbUm sistema simbóólico lico éé capaz de capaz de 

manifestar um comportamento inteligente.manifestar um comportamento inteligente.
–– O comportamento inteligente global O comportamento inteligente global éé

simulado sem considerar os mecanismos simulado sem considerar os mecanismos 
responsresponsááveis por este comportamento.veis por este comportamento.
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PrincPrincíípios da IA Simbpios da IA Simbóólicalica
A estratA estratéégia fundamental que sustentou boa parte do gia fundamental que sustentou boa parte do 
sucesso inicial da IA Simbsucesso inicial da IA Simbóólica, se deve lica, se deve àà proposta proposta 
conhecida como conhecida como ““PhysicalPhysical SymbolSymbol SystemsSystems HypothesisHypothesis””, , 
de de NewellNewell e Simon. e Simon. 
PhysicalPhysical SymbolSymbol SystemsSystems -- NewellNewell & Simon(1976)& Simon(1976)

””A A physicalphysical symbolsymbol systemsystem consistsconsists of a set of of a set of entitiesentities, , calledcalled symbolssymbols, , 
whichwhich are are physicalphysical patternspatterns thatthat cancan occuroccur as as componentscomponents of of anotheranother
typetype of of entityentity calledcalled anan expressionexpression ((oror symbolsymbol structurestructure))……thethe systemsystem
alsoalso includesincludes a a collectioncollection of processes of processes thatthat operateoperate onon expressionsexpressions to to 
produceproduce otherother expressionsexpressions: processes of : processes of creationcreation, , modificationmodification,  ,  
reproductionreproduction andand destructiondestruction. A . A physicalphysical symbolsymbol systemsystem is a is a machinemachine
thatthat producesproduces throughthrough time time anan evolvingevolving collectioncollection ofof symbolsymbol
structuresstructures..SuchSuch a a systemsystem existsexists in a in a worldworld ofof objectsobjects widerwider thanthan justjust
thesethese symbolicsymbolic expressionsexpressions themselvesthemselves ““
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As duas abordagens da IAAs duas abordagens da IA

IA ConexionistaIA Conexionista
–– Se for construSe for construíído um modelo do um modelo 

suficientemente preciso do csuficientemente preciso do céérebro, este rebro, este 
modelo apresentarmodelo apresentaráá um comportamento um comportamento 
inteligente. Se apenas uma pequena parte inteligente. Se apenas uma pequena parte 
do cdo céérebro for reproduzida, a funrebro for reproduzida, a funçção ão 
exercida por esta parte emergirexercida por esta parte emergiráá do do 
modelo.modelo.
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IA ConexionistaIA Conexionista
As origens das redes neurais artificiais As origens das redes neurais artificiais 
remontam no desejo de construir artefatos remontam no desejo de construir artefatos 
capazes de exibir comportamento inteligente.capazes de exibir comportamento inteligente.
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Fases HistFases Históóricasricas

ÉÉpoca Prpoca Préé--HistHistóórica (atrica (atéé 1875 quando 1875 quando 
CamilloCamillo GolgiGolgi visualizou o neurônio)visualizou o neurônio)
–– Objetivo: Objetivo: 

Criar seres e mecanismos apresentando Criar seres e mecanismos apresentando 
comportamento inteligente.comportamento inteligente.

–– Metodologia e Conquistas:Metodologia e Conquistas:
Mecanismos usando mecânica de precisão Mecanismos usando mecânica de precisão 
desenvolvida nos autômatos, mecanismos desenvolvida nos autômatos, mecanismos 
baseados em teares, etc.baseados em teares, etc.

–– LimitaLimitaçções:ões:
Complexidade dos mecanismos, dificuldades de Complexidade dos mecanismos, dificuldades de 
construconstruçção.ão.
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Fases HistFases Históóricasricas

ÉÉpoca Antiga (1875poca Antiga (1875--1943 1943 -- Neurônio de Neurônio de 
McCullochMcCulloch & & PittsPitts))
–– Objetivo: Objetivo: 

Entender a Inteligência Humana.Entender a Inteligência Humana.

–– Metodologia e Conquistas:Metodologia e Conquistas:
Estudos de psicologia e neurofisiologia. Estudos de psicologia e neurofisiologia. 
Nascimento da psicanNascimento da psicanáálise.lise.

–– LimitaLimitaçções:ões:
Grande distância entre as conquistas da psicologia Grande distância entre as conquistas da psicologia 
e da neurofisiologia.e da neurofisiologia.
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Fases HistFases Históóricasricas

ÉÉpoca Romântica (1943poca Romântica (1943--1956 1956 -- Reunião Reunião 
no no DarthmouthDarthmouth CollegeCollege))
–– Objetivo: Objetivo: 

Simular a Inteligência Humana .Simular a Inteligência Humana .

–– Metodologia e Conquistas:Metodologia e Conquistas:
InspiraInspiraçção na Natureza, Nascimento da ão na Natureza, Nascimento da 
CibernCibernéética. Primeiros mecanismos imitando o tica. Primeiros mecanismos imitando o 
funcionamento de redes de neurônios. Primeiros funcionamento de redes de neurônios. Primeiros 
programas imitando comportamento inteligente.programas imitando comportamento inteligente.

–– LimitaLimitaçções:ões:
LimitaLimitaçções das capacidades computacionais.ões das capacidades computacionais.

Prof. Dr. Mauro Roisenberg - CPGCC - INE - UFSC

Fases HistFases Históóricasricas
ÉÉpoca Barroca (1956poca Barroca (1956--1969 1969 -- Livro Livro 
PerceptronsPerceptrons))
–– Objetivo: Objetivo: 

Expandir ao MExpandir ao Mááximo as aplicaximo as aplicaçções da IA tanto ões da IA tanto 
usando a abordagem simbusando a abordagem simbóólica quanto a lica quanto a 
conexionista.conexionista.

–– Metodologia e Conquistas:Metodologia e Conquistas:
PerceptronPerceptron. Primeiros sistemas especialistas . Primeiros sistemas especialistas 
usando a abordagem simbusando a abordagem simbóólica.lica.

–– LimitaLimitaçções:ões:
Dificuldades em tDificuldades em téécnicas de aprendizado de redes cnicas de aprendizado de redes 
complexas. complexas. SubestimaSubestimaçção da complexidade ão da complexidade 
computacional dos problemascomputacional dos problemas..
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Fases HistFases Históóricasricas
ÉÉpoca das Trevas (1969poca das Trevas (1969--1981 1981 -- Anuncio Anuncio 
dos Computadores de Quinta Gerados Computadores de Quinta Geraçção)ão)
–– Objetivo: Objetivo: 

Encontrar para a IA aplicaEncontrar para a IA aplicaçções prões prááticas. Simular a ticas. Simular a 
Inteligência Humana em situaInteligência Humana em situaçções prões préé--
determinadas.determinadas.

–– Metodologia e Conquistas:Metodologia e Conquistas:
Sistemas Especialistas. Sistemas Especialistas. Formalismos de Formalismos de 
representarepresentaçção de conhecimento adaptados ao tipo ão de conhecimento adaptados ao tipo 
de problemade problema..

–– LimitaLimitaçções:ões:
SubestimaSubestimaçção da quantidade de conhecimento ão da quantidade de conhecimento 
necessnecessáária para tratar mesmo o mais banal ria para tratar mesmo o mais banal 
problema de senso comum.problema de senso comum.
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Fases HistFases Históóricasricas
Renascimento (1981Renascimento (1981--1987 1987 -- Primeira Primeira 
Conferência Internacional em Redes Conferência Internacional em Redes 
Neurais)Neurais)
–– Objetivo: Objetivo: 

Renascimento da IA SimbRenascimento da IA Simbóólica e Conexionista.lica e Conexionista.

–– Metodologia e Conquistas:Metodologia e Conquistas:
Sistemas de regras, representaSistemas de regras, representaçção da incerteza, ão da incerteza, 
popularizapopularizaçção do Prolog. Alguns pesquisadores ão do Prolog. Alguns pesquisadores 
criando condicriando condiçções para a fase seguinte no que diz ões para a fase seguinte no que diz 
respeito respeito ààs Redes Neurais. s Redes Neurais. 

–– LimitaLimitaçções:ões:
IA SimbIA Simbóólica e Conexionista evoluindo lica e Conexionista evoluindo 
separadamente. separadamente. 

Prof. Dr. Mauro Roisenberg - CPGCC - INE - UFSC

Fases HistFases Históóricasricas
ÉÉpoca Contemporânea (1987poca Contemporânea (1987--...)...)
–– Objetivo: Objetivo: 

Alargamento das aplicaAlargamento das aplicaçções das Redes Neurais ões das Redes Neurais 
Artificiais (Artificiais (RNAsRNAs).).

–– Metodologia e Conquistas:Metodologia e Conquistas:
Redes Diretas como Redes Diretas como aproximadoraproximador universal. Bons universal. Bons 
resultados em problemas malresultados em problemas mal--definidos. definidos. 

–– LimitaLimitaçções:ões:
Falta de um formalismo e de uma profunda Falta de um formalismo e de uma profunda 
ananáálise matemlise matemáática sobre as capacidades das tica sobre as capacidades das 
Redes Neurais. Falta de estudos sobre Redes Neurais. Falta de estudos sobre 
computabilidadecomputabilidade e complexidades neurais.e complexidades neurais.
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ComputaComputaçção ão BaeadaBaeada em em 
InstruInstruççõesões

Arquiteturas Arquiteturas VonVon--NeumanNeuman, M, Mááquinas Hiperquinas Hiper--CCúúbicas, bicas, 
MMááquinas quinas SistSistóólicaslicas, , DataData--flowflow..
Se baseiam na execuSe baseiam na execuçção de instruão de instruçções para ões para 
realizarealizaçção do processamento desejado.ão do processamento desejado.
Adotam uma abordagem Adotam uma abordagem algoralgoríítimicatimica para a solupara a soluçção ão 
de problemas.de problemas.
CBI CBI -- ““Computadores Baseados em InstruComputadores Baseados em Instruççõesões””..
A abordagem algorA abordagem algoríítmica para solutmica para soluçção de ão de 
problemas pode ser extremamente eficiente problemas pode ser extremamente eficiente 
desde que se conhedesde que se conheçça exatamente a seqa exatamente a seqüüência ência 
de instrude instruçções a serem executadas para ões a serem executadas para 
resoluresoluçção do problema.ão do problema.
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ComputaComputaçção ão ““NeuralNeural””
EExistem uma sxistem uma séérie de problemas que os seres vivos, rie de problemas que os seres vivos, 
e os seres humanos em particular, parecem resolver e os seres humanos em particular, parecem resolver 
de maneira inata.de maneira inata.
O processamento de imagens, o reconhecimento da O processamento de imagens, o reconhecimento da 
fala, a recuperafala, a recuperaçção de informaão de informaçções de maneira ões de maneira 
associativa, a filtragem adaptativa de sinais, o associativa, a filtragem adaptativa de sinais, o 
aprendizado de novos fatos e idaprendizado de novos fatos e idééias, etc.ias, etc.
Se o cSe o céérebro dos seres vivos parece ser rebro dos seres vivos parece ser 
adequado para resolver os problemas não adequado para resolver os problemas não 
algoralgoríítmicos, deve se buscar uma abordagem tmicos, deve se buscar uma abordagem 
que procure se inspirar no funcionamento do que procure se inspirar no funcionamento do 
ccéérebro para solurebro para soluçção dos problemas.ão dos problemas.
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IA SimbIA Simbóólica X IA Conexionistalica X IA Conexionista
Conhecimento representado por regras (ou outra Conhecimento representado por regras (ou outra 
estrutura similar) que podem ser facilmente tratadas estrutura similar) que podem ser facilmente tratadas 
e analisadas.e analisadas.
Permite a explicaPermite a explicaçção do processo que levou a uma ão do processo que levou a uma 
determinada resposta.determinada resposta.
FFáácil insercil inserçção de novos conhecimentos obtidos a ão de novos conhecimentos obtidos a 
partir do especialista ou atravpartir do especialista ou atravéés de ms de méétodos todos 
automautomááticos de aquisiticos de aquisiçção de conhecimento.ão de conhecimento.
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IA SimbIA Simbóólica X IA Conexionistalica X IA Conexionista
Necessidade de se trabalhar com conhecimentos Necessidade de se trabalhar com conhecimentos 
completos e exatos sobre um determinado problema.completos e exatos sobre um determinado problema.
Dificuldade de explicar todos os conhecimentos Dificuldade de explicar todos os conhecimentos 
relativos ao problema atravrelativos ao problema atravéés de regras simbs de regras simbóólicas.licas.
Dificuldade para tratar informaDificuldade para tratar informaçções imprecisas ou ões imprecisas ou 
aproximadas, e valores numaproximadas, e valores numééricos (dados ricos (dados 
quantitativos).quantitativos).

Exemplo: regular a temperatura da Exemplo: regular a temperatura da áágua do banho.gua do banho.
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IA SimbIA Simbóólica X IA Conexionistalica X IA Conexionista
Outro Exemplo:Outro Exemplo:
Conhecimento TeConhecimento Teóóricorico
–– AND(A,B) = if A=0 AND(A,B) = if A=0 

thenthen AND=0AND=0
elseelse if B=0if B=0

thenthen AND=0AND=0
elseelse AND=1AND=1

Conhecimento EmpConhecimento Empííricorico A B AND
0 0 0
0 1 0
1 0 0
1 1 1
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IA SimbIA Simbóólica X IA Conexionistalica X IA Conexionista
A B AND
0 0 0
0 1 0
1 0 0
1 1 1

A

B

w1

w2
θ

AND
w1=1
w2=1
θ =2

A.w1+B.w2 ≥ θ



6

Prof. Dr. Mauro Roisenberg - CPGCC - INE - UFSC

Interesses em usar Redes Interesses em usar Redes 
NeuraisNeurais

PsicPsicóólogoslogos
Estão vendo possibilidades de construir redes Estão vendo possibilidades de construir redes 
neurais artificiais e ver aparecer neurais artificiais e ver aparecer 
comportamentos emergentes tais como o comportamentos emergentes tais como o 
aprendizado de novos conceitos, ajudando a aprendizado de novos conceitos, ajudando a 
compreensão dos mecanismos do aprendizado.compreensão dos mecanismos do aprendizado.

NeurofisiologistasNeurofisiologistas
Estão interessados em ver as Estão interessados em ver as RNAsRNAs como como 
metmetááfora cerebral e, por simulafora cerebral e, por simulaçção, melhorar o ão, melhorar o 
conhecimento dos mecanismos cerebrais. conhecimento dos mecanismos cerebrais. 
(estudar a capacidade de memoriza(estudar a capacidade de memorizaçção, por ão, por 
exemplo).exemplo).
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Interesses em usar Redes Interesses em usar Redes 
NeuraisNeurais

Cientistas CognitivosCientistas Cognitivos
Se empenham em usar as redes neurais Se empenham em usar as redes neurais 
artificiais para um melhor conhecimento dos artificiais para um melhor conhecimento dos 
mecanismos envolvidos no processo cognitivo mecanismos envolvidos no processo cognitivo 
(qual o melhor m(qual o melhor méétodo de aprendizado?).todo de aprendizado?).

EngenheirosEngenheiros
Olham as Olham as RNAsRNAs como um caminho para, como um caminho para, 
implementando estas redes em circuitos implementando estas redes em circuitos 
eleléétricos, ter computadores realmente paralelos tricos, ter computadores realmente paralelos 
e distribue distribuíídos.dos.
Muitos encontraram no aprendizado de Muitos encontraram no aprendizado de RNAsRNAs
um campo para aplicar o que se conhece da um campo para aplicar o que se conhece da 
teoria da otimizateoria da otimizaçção.ão.

Prof. Dr. Mauro Roisenberg - CPGCC - INE - UFSC

Interesses em usar Redes Interesses em usar Redes 
NeuraisNeurais

Cientistas de ComputaCientistas de Computaççãoão
Encontraram um novo paradigma de Encontraram um novo paradigma de 
programaprogramaçção e uma arquitetura distribuão e uma arquitetura distribuíída. da. 
Explorar este paradigma, analisando suas Explorar este paradigma, analisando suas 
capacidades e complexidades computacionais, capacidades e complexidades computacionais, 
desenvolvendo tdesenvolvendo téécnicas de programacnicas de programaçção, ão, 
aplicaaplicaçções, etc. ões, etc. éé um DESAFIO.um DESAFIO.
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Novo Paradigma de Novo Paradigma de 
ProgramaProgramaççãoão

Equivalência das Equivalência das RNAsRNAs com Mcom Mááquinas quinas 
de Turing.de Turing.
(uma RNA sem perif(uma RNA sem perifééricos seria um computador com ricos seria um computador com 

CPU e memCPU e memóória, sem entradas e saria, sem entradas e saíídas)das)
Toda RNA pode ser simulada em um CBI.Toda RNA pode ser simulada em um CBI.
Como toda RNA pode implementar circuitos Como toda RNA pode implementar circuitos 
AND, OR e NOT, AND, OR e NOT, éé posspossíível construir um CBI vel construir um CBI 
com ajuda de uma RNA.com ajuda de uma RNA.
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Novo Paradigma de Novo Paradigma de 
ProgramaProgramaççãoão

Paradigmas de ProgramaParadigmas de Programaçção:ão:
–– Imperativa (PASCAL, C,  BASIC).Imperativa (PASCAL, C,  BASIC).
–– Declarativa (PROLOG).Declarativa (PROLOG).
–– Funcional (LISP).Funcional (LISP).
–– Conexionista.Conexionista.

ProgramaProgramaçção por exemplos,ão por exemplos,
Capacidade de generalizaCapacidade de generalizaçção,ão,
Usa analogia com problemas anteriormente Usa analogia com problemas anteriormente 
resolvidos,resolvidos,
Não necessita de algoritmo explNão necessita de algoritmo explíícito,cito,
Não necessita de descriNão necessita de descriçção do problema,ão do problema,
Baseada na adaptabilidade!Baseada na adaptabilidade!
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Fundamentos BiolFundamentos Biolóógicosgicos
““EventuallyEventually a a sciencescience of of thethe nervousnervous systemsystem
basedbased uponupon directdirect observation observation ratherrather thanthan
inferenceinference willwill describedescribe thethe neural states neural states andand
eventsevents whichwhich imediatelyimediately precede precede instancesinstances of of 
behaviorbehavior. . WeWe willwill knowknow thethe precise precise neurologicalneurological
conditionsconditions whichwhich imediatelyimediately precede, precede, saysay, , thethe
responseresponse: : ““No, No, thankthank youyou..””

B. F. Skinner, B. F. Skinner, ScienceScience andand humanhuman
behaviorbehavior, 1953, pg. 28, 1953, pg. 28
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Fundamentos BiolFundamentos Biolóógicosgicos

A razão da importância da plausibilidade A razão da importância da plausibilidade 
biolbiolóógicagica

Redes Neurais Artificiais se inspiram nas redes Redes Neurais Artificiais se inspiram nas redes 
biolbiolóógicas e formam um dos paradigmas da gicas e formam um dos paradigmas da 
Inteligência Artificial Inteligência Artificial -- O Conexionismo.O Conexionismo.
Procura imitar a arquitetura do cProcura imitar a arquitetura do céérebro e rebro e 
espera ver o comportamento inteligente espera ver o comportamento inteligente 
emergir.emergir.
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Fundamentos BiolFundamentos Biolóógicosgicos
A razão da importância da plausibilidade A razão da importância da plausibilidade 
biolbiolóógicagica

Em muitos casos, quando o que se deseja Em muitos casos, quando o que se deseja éé
obter um sistema com alto grau de obter um sistema com alto grau de 
adaptabilidade, uma inspiraadaptabilidade, uma inspiraçção biolão biolóógica tênue gica tênue 
pode ser suficiente. Exemplos: reconhecimento pode ser suficiente. Exemplos: reconhecimento 
de caracteres, previsões financeiras, de caracteres, previsões financeiras, 
classificaclassificaçção de padrões, controle de processos.ão de padrões, controle de processos.
Entretanto, se o objetivo Entretanto, se o objetivo éé modelar um modelar um 
processo de aprocesso de açção motora ou processo ão motora ou processo 
cognitivo, plausibilidade biolcognitivo, plausibilidade biolóógica se torna gica se torna 
essencial.essencial.
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Fundamentos BiolFundamentos Biolóógicosgicos
A CA Céélulalula

A cA céélula lula éé composta  basicamente de composta  basicamente de áágua, gua, 
eletreletróólitos, protelitos, proteíínas, lipnas, lipíídios e dios e carbohidratoscarbohidratos. . 
Sua configuraSua configuraçção tão tíípica pica éé dividida em duas dividida em duas 
partes: npartes: núúcleo e citoplasma. cleo e citoplasma. 

–– NNúúcleo: controla as reacleo: controla as reaçções quões quíímicas e a micas e a 
reprodureproduçção.ão.

–– Citoplasma: Citoplasma: éé onde as organelas estão dispersas.onde as organelas estão dispersas.

Dividindo o meio intracelular do meio Dividindo o meio intracelular do meio 
extracelular existe a membrana citoplasmextracelular existe a membrana citoplasmáática. tica. 

Prof. Dr. Mauro Roisenberg - CPGCC - INE - UFSC

Fundamentos BiolFundamentos Biolóógicosgicos
O Sistema NervosoO Sistema Nervoso

Controla as reaControla as reaçções rões ráápidas do corpo, como pidas do corpo, como 
uma contrauma contraçção muscular (funão muscular (funçção motora), ão motora), 
geralmente como resposta a algum estgeralmente como resposta a algum estíímulo mulo 
recebido (funrecebido (funçção ão sensorasensora).).
Recebe informaRecebe informaçções dos sensores, combina ões dos sensores, combina 
estas informaestas informaçções com as informaões com as informaçções ões 
armazenadas para produzir uma resposta.armazenadas para produzir uma resposta.
ÉÉ organizado hierarquicamente.organizado hierarquicamente.

–– Medula da coluna vertebral: ato reflexo.Medula da coluna vertebral: ato reflexo.
–– CCéérebro:rebro:

Bulbo, MesencBulbo, Mesencééfalo, Hipotfalo, Hipotáálamo, Tlamo, Táálamo, Cerebelo.lamo, Cerebelo.
CCóórtex.rtex.
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Fundamentos BiolFundamentos Biolóógicosgicos
O CO Céérebrorebro

Composto por Neurônios Composto por Neurônios 
(10(1055 na mosca da fruta, 5x10na mosca da fruta, 5x1066 no rato e 10no rato e 101111 no homem)no homem)

O CO CéérebroHumanorebroHumano
Massa: 1Massa: 1--2kg no adulto 2kg no adulto -- 2% do peso2% do peso

20% do peso do rec20% do peso do recéémm--nascido.nascido.
Usa 20% do oxigênio, 25% da Usa 20% do oxigênio, 25% da glucoseglucose, 15% , 15% 
do fluxo de sangue.do fluxo de sangue.

O CO Cóórtexrtex
O tamanho do cO tamanho do cóórtex separa os humanos das rtex separa os humanos das 
outras espoutras espéécies.cies.

(5cm(5cm22 no rato, 500 cmno rato, 500 cm22 no chimpanzno chimpanzéé e 2000cme 2000cm22 no homem)no homem)
3x103x101010 neurônios no cneurônios no cóórtex humano.rtex humano.
101033 a 10a 1044 sinapses por neurônio.sinapses por neurônio.
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Fundamentos BiolFundamentos Biolóógicosgicos
O CO Céérebrorebro

Coluna Vertebral

Cerebelo

Córtex

Tálamo

Hipotálamo

Bulbo
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Fundamentos BiolFundamentos Biolóógicosgicos
Esquema Simplificado de um NeurônioEsquema Simplificado de um Neurônio
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Fundamentos BiolFundamentos Biolóógicosgicos
O NeurônioO Neurônio
–– Possui um corpo celular, axônio e diversas Possui um corpo celular, axônio e diversas 

ramificaramificaçções (dendritos).ões (dendritos).
–– Os dendritos são Os dendritos são ““dispositivos de entradadispositivos de entrada”” que que 

conduzem sinais das extremidades para o corpo conduzem sinais das extremidades para o corpo 
celular.celular.

–– O axônio (geralmente 1) O axônio (geralmente 1) éé o o ““dispositivo de sadispositivo de saíídada””
que transmite um sinal do corpo celular para a que transmite um sinal do corpo celular para a 
suas extremidades.suas extremidades.

–– As extremidades do axônio são conectadas com As extremidades do axônio são conectadas com 
dendritos de outros neurônios pelas sinapses.dendritos de outros neurônios pelas sinapses.
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Fundamentos BiolFundamentos Biolóógicosgicos
O Funcionamento do NeurônioO Funcionamento do Neurônio
–– A membrana citoplasmA membrana citoplasmáática de uma ctica de uma céélula nervosa  lula nervosa  

permite o transporte de eletrpermite o transporte de eletróólitos que modificam litos que modificam 
o potencial elo potencial eléétrico entre as partes externas e trico entre as partes externas e 
internas da cinternas da céélula. lula. 

–– Esta diferenEsta diferençça de potencial provoca um trem de a de potencial provoca um trem de 
pulsos de freqpulsos de freqüüência gerado pela cência gerado pela céélula nervosa lula nervosa 
(neurônio)  atrav(neurônio)  atravéés do axônio para os dendritos, s do axônio para os dendritos, 
que se ligam a outras cque se ligam a outras céélulas.lulas.

–– Ante um estAnte um estíímulo de amplitude e duramulo de amplitude e duraçção ão 
definida, definida, éé codificada a informacodificada a informaçção que ão que 
posteriormente posteriormente éé decodificada  por dendritos. decodificada  por dendritos. 
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Fundamentos BiolFundamentos Biolóógicosgicos
O Funcionamento do Neurônio O Funcionamento do Neurônio -- A SinapseA Sinapse
–– Sinapse: Sinapse: éé a ligaa ligaçção entre a terminaão entre a terminaçção ão axônicaaxônica e e 

os dendritos e que permite a propagaos dendritos e que permite a propagaçção dos ão dos 
impulsos nervosos de uma cimpulsos nervosos de uma céélula a outra. As lula a outra. As 
sinapses podem ser sinapses podem ser excitatexcitatóóriasrias ou inibitou inibitóórias. rias. 

–– As sinapses As sinapses excitatexcitatóóriasrias cujos cujos neuroneuro--excitadoresexcitadores
são os são os ííons sons sóódio permitem a passagem da dio permitem a passagem da 
informainformaçção entre os neurônios e as sinapses ão entre os neurônios e as sinapses 
inibitinibitóórias, cujos rias, cujos neuroneuro--bloqueadoresbloqueadores são os são os ííons ons 
potpotáássio, bloqueiam a atividade da cssio, bloqueiam a atividade da céélula, lula, 
impedindo ou dificultando a passagem da impedindo ou dificultando a passagem da 
informainformaçção.ão.
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Fundamentos BiolFundamentos Biolóógicosgicos
O Funcionamento do Neurônio O Funcionamento do Neurônio -- O Potencial O Potencial 
de Ade Aççãoão
–– ConcentraConcentraçções diferentes de Naões diferentes de Na++ e Ke K-- dentro e dentro e 

fora das cfora das céélulas provocam diferenlulas provocam diferençça de potencial.a de potencial.
–– EstimulaEstimulaçção elão eléétrica, qutrica, quíímica, calor, etc. pode mica, calor, etc. pode 

perturbar a membrana do neurônio alterando este perturbar a membrana do neurônio alterando este 
potencial.potencial.

–– ApApóós um certo tempo as coisas voltam ao normal s um certo tempo as coisas voltam ao normal 
devido ao mecanismo de transporte ativo. No devido ao mecanismo de transporte ativo. No 
entanto a onda de variaentanto a onda de variaçção de tensão se propaga.ão de tensão se propaga.

–– Na região junto Na região junto àà sinapse o potencial de asinapse o potencial de açção ão 
libera libera neurotransmissoresneurotransmissores, provocando uma , provocando uma 
perturbaperturbaçção na membrana do neurônio seguinte, ão na membrana do neurônio seguinte, 
e o fenômeno continua.e o fenômeno continua.
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Uma Breve Revisão de Uma Breve Revisão de ÁÁlgebra lgebra 
LinearLinear

DefiniDefiniçções Iniciaisões Iniciais
–– Estrutura MatricialEstrutura Matricial

Matrizes são geralmente representadas como arranjos Matrizes são geralmente representadas como arranjos 
retangulares de nretangulares de núúmeros escalares.meros escalares.
A matriz A, m x n, possui m linhas e n colunas. A notaA matriz A, m x n, possui m linhas e n colunas. A notaçção ão 
AAij éé utilizada para referenciar o nutilizada para referenciar o núúmero da mero da ii--éésimasima linha, linha, 
jj--éésimasima coluna de A.coluna de A.

4 2 -5
1 0 -8A= A13=-5
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Uma Breve Revisão de Uma Breve Revisão de ÁÁlgebra lgebra 
LinearLinear

DefiniDefiniçções Iniciaisões Iniciais
Uma matriz n x 1 Uma matriz n x 1 éé geralmente chamada de VETOR.geralmente chamada de VETOR.
Uma matriz com o mesmo nUma matriz com o mesmo núúmero de linhas e colunas mero de linhas e colunas éé
chamada de MATRIZ QUADRADA.chamada de MATRIZ QUADRADA.
Uma matriz Uma matriz éé NULA se possui todos os elementos igual a NULA se possui todos os elementos igual a 
0.0.
Uma matriz Uma matriz éé DIAGONAL se for quadrada e possuir os DIAGONAL se for quadrada e possuir os 
elementos da diagonal principal diferentes de 0 e os elementos da diagonal principal diferentes de 0 e os 
restantes iguais a 0.restantes iguais a 0.
Uma matriz diagonal Uma matriz diagonal éé chamada ESCALAR se todos os chamada ESCALAR se todos os 
elementos da diagonal forem iguais.elementos da diagonal forem iguais.
Uma matriz Uma matriz éé chamada IDENTIDADE ou UNIDADE se for chamada IDENTIDADE ou UNIDADE se for 
escalar com elementos da diagonal igual a 1.escalar com elementos da diagonal igual a 1.
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Uma Breve Revisão de Uma Breve Revisão de ÁÁlgebra lgebra 
LinearLinear

DefiniDefiniçções Iniciaisões Iniciais

4
1V=

4 -5
1 -8A=

0 0 0 0
0 0 0 0Z=

4 0
0 -8D=

5 0
0 5E=

1 0
0 1I=
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Uma Breve Revisão de Uma Breve Revisão de ÁÁlgebra lgebra 
LinearLinear

DefiniDefiniçções Iniciaisões Iniciais
A TRANSPOSTA de uma matriz A m x n A TRANSPOSTA de uma matriz A m x n éé denotada por denotada por 
AATT. A. ATT éé uma matriz n x m cujas elementos são:uma matriz n x m cujas elementos são:

(A(ATT))ijij = = AAjiji
A transposta de um vetor coluna A transposta de um vetor coluna éé chamada de VETOR chamada de VETOR 
LINHA.LINHA.

2 3 4
1 5 6A=

2 1
3 5
4 6

AT=
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Uma Breve Revisão de Uma Breve Revisão de ÁÁlgebra lgebra 
LinearLinear

DefiniDefiniçções Iniciaisões Iniciais
–– Soma de MatrizesSoma de Matrizes

Somar duas matrizes A e B resulta em uma matriz cujos Somar duas matrizes A e B resulta em uma matriz cujos 
elementos são a soma dos correspondentes elementos de elementos são a soma dos correspondentes elementos de 
A e B: Se C = A + B, então A e B: Se C = A + B, então CCijij = = AAijij + + BBijij

2 3 4
1 5 6A=

4 -3 0
2 1 5B=

6 0 4
3 6 11C=A+B=
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Uma Breve Revisão de Uma Breve Revisão de ÁÁlgebra lgebra 
LinearLinear

DefiniDefiniçções Iniciaisões Iniciais
–– MultiplicaMultiplicaçção de Matrizesão de Matrizes

Multiplicar uma matriz A m x n por uma matriz B n x p Multiplicar uma matriz A m x n por uma matriz B n x p 
resulta em uma matriz C m x p cujos elementos são        resulta em uma matriz C m x p cujos elementos são        
C = AB, entãoC = AB, então

2 3
4 1
5 2

A= 4 0 1 -2
1 2 3 5B=

2.4+3.1 2.0+3.2 2.1+3.3 2.-1+3.5
4.4+1.1 4.0+1.2 4.1+1.3 4.-2+1.5
5.4+2.1 5.0+2.2 5.1+2.3 5.-2+2.5

C=AB=

∑
=

=
n

j
jkijik BAC

1 11 6 11 11
17 2 7 -3
22 4 11 0

C=
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Uma Breve Revisão de Uma Breve Revisão de ÁÁlgebra lgebra 
LinearLinear

DefiniDefiniçções Iniciaisões Iniciais
–– MultiplicaMultiplicaçção de Matrizesão de Matrizes

Dada uma matriz quadrada A n x n, verificaDada uma matriz quadrada A n x n, verifica--se a seguinte se a seguinte 
propriedade: A.I = I.A = Apropriedade: A.I = I.A = A
A matriz quadrada A n x n A matriz quadrada A n x n éé chamada INVERSchamada INVERSÍÍVEL se VEL se 
existir uma matriz denotada por Aexistir uma matriz denotada por A--11 que satisfaz: A.Aque satisfaz: A.A--11 = = 
AA--11.A = I.A = I
Se ASe A--11 existir, ela existir, ela éé chamada matriz INVERSA. Se Achamada matriz INVERSA. Se A--11 não não 
existir, A existir, A éé chamada matriz SINGULAR.chamada matriz SINGULAR.
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Uma Breve Revisão de Uma Breve Revisão de ÁÁlgebra lgebra 
LinearLinear

DefiniDefiniçções Iniciaisões Iniciais
–– Determinante de uma MatrizDeterminante de uma Matriz

Determinante de uma matriz quadrada Determinante de uma matriz quadrada éé um num núúmero mero 
associado associado àà matriz dada pela definimatriz dada pela definiçção recorrente ão recorrente 
seguinte:seguinte:
dada uma matriz quadrada A n x n, chamadada uma matriz quadrada A n x n, chama--se se 
DETERMINANTE de A e indicamos |A| ou DETERMINANTE de A e indicamos |A| ou detdet A, ao A, ao 
nnúúmero dado por:mero dado por:

a) Se n=1 então |A| = aa) Se n=1 então |A| = a1111

b) Se n>1 entãob) Se n>1 então

onde Aonde A1j1j éé a a submatrizsubmatriz obtida da matriz A eliminando a  obtida da matriz A eliminando a  
linha 1 e a coluna jlinha 1 e a coluna j
detdet A = 0 se e somente se A não A = 0 se e somente se A não éé inversinversíívelvel..

∑
=

+−=
n

j

jjj AaA
1

,111 ||.)1(||
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Redes Neurais ArtificiaisRedes Neurais Artificiais
OrigensOrigens

NeurônioNeurônio
–– Modelo Modelo 

SimplificadoSimplificado
–– Modelo SimuladoModelo Simulado
–– CaracterCaracteríísticas sticas 

BBáásicassicas
AdaptaAdaptaççãoão
RepresentaRepresentaçção de ão de 
Conhecimentos Conhecimentos 
baseada em baseada em 
conexõesconexões
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Circuitos Neurais e Circuitos Neurais e 
ComputaComputaççãoão

O Modelo de O Modelo de McCullochMcCulloch & & PittsPitts (1943)(1943)
–– O CO Céérebro como um Sistema Computacionalrebro como um Sistema Computacional
–– 5 Suposi5 Suposiçções Bões Báásicassicas

A atividade de um neurônio A atividade de um neurônio éé um processo tudo ou nada.um processo tudo ou nada.
Um certo nUm certo núúmero fixo (>1) de entradas devem ser mero fixo (>1) de entradas devem ser 
excitadas dentro de um perexcitadas dentro de um perííodo de adiodo de adiçção latente para ão latente para 
excitar um neurônio.excitar um neurônio.
O O úúnico atraso significativo nico atraso significativo éé o atraso o atraso sinsináápticoptico..
A atividade de qualquer sinapse inibitA atividade de qualquer sinapse inibitóória previne ria previne 
absolutamente a excitaabsolutamente a excitaçção do neurônio.ão do neurônio.
A estrutura das interconexões não muda com o tempo.A estrutura das interconexões não muda com o tempo.
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O Modelo de O Modelo de McCullochMcCulloch& & PittsPitts
–– Comportamento da Rede Neural pode ser Comportamento da Rede Neural pode ser 

expresso por predicados.expresso por predicados.
–– NotaNotaçção:ão:

NiNi(t): Asser(t): Asserçção que o ão que o ii--éésimosimo neurônio dispara no tempo t.neurônio dispara no tempo t.

¬¬ NiNi(t): Asser(t): Asserçção que o ão que o ii--éésimosimo neurônio NÃO DISPARA no neurônio NÃO DISPARA no 
tempo t.tempo t.

–– Circuitos encontrados no SNCCircuitos encontrados no SNC

i-ésimo
neurônio

conexão excitatória
conexão inibitória

1 2 N2(t)=N1(t-1)
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O Modelo de O Modelo de McCullochMcCulloch& & PittsPitts
–– Circuitos encontrados no SNCCircuitos encontrados no SNC
1

N3(t)=N1(t-1) ou N2(t-1)  DISJUNÇÃO
2

3

1

N3(t)=N1(t-1) e N2(t-1)  CONJUNÇÃO
2

3

1

N3(t)=N1(t-1) e ¬ N2(t-1)
2

3
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O Modelo de O Modelo de McCullochMcCulloch& & PittsPitts
–– ExemploExemplo
1

a

3

2

b

4

N3(t)=N1(t-1) ou Na(t-1)

Na(t-1)=Nb(t-2) e ¬ N2(t-2)

Nb(t-2) = N2(t-3)

N3(t)=N1(t-1) ou
(N2(t-3) e ¬N2(t-2))

N4(t) = N2(t-1) e Nb(t-1)

N4(t) = N2(t-1) e N2(t-2)
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O Modelo de O Modelo de McCullochMcCulloch& & PittsPitts
–– ConseqConseqüüênciasências
++

CombinaCombinaçção dos neurônios implementa qualquer funão dos neurônios implementa qualquer funçção ão 
llóógica gica -- Rede Neural como Computador Digital.Rede Neural como Computador Digital.

--
Não explica como são formadas as topologias das Redes Não explica como são formadas as topologias das Redes 
Neurais.Neurais.
Não explica como acontece o aprendizado.Não explica como acontece o aprendizado.
Rede Neural sRede Neural sóó funciona corretamente se todos os funciona corretamente se todos os 
elementos funcionarem corretamente.elementos funcionarem corretamente.
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Uma forma de aprendizado no Uma forma de aprendizado no 
Modelo de Modelo de McCullochMcCulloch& & PittsPitts

O Aprendizado de O Aprendizado de HebbHebb (1949)(1949)
–– Base para todas as outras regras de aprendizadoBase para todas as outras regras de aprendizado

““Quando um axônio de um neurônio A estQuando um axônio de um neurônio A estáá prpróóximo o ximo o 
suficiente para excitar um neurônio B, e repetidamente ou suficiente para excitar um neurônio B, e repetidamente ou 
persistetementepersistetemente toma parte do disparo de B, então, ocorre toma parte do disparo de B, então, ocorre 
um certo processo de crescimento ou mudanum certo processo de crescimento ou mudançça metaba metabóólica lica 
em uma das 2 cem uma das 2 céélulas, de forma que a eficiência de A em lulas, de forma que a eficiência de A em 
contribuir para o disparo de B contribuir para o disparo de B éé aumentado (aumentado (““forforçça do a do 
contato contato sinsináápticoptico).).””

–– Experimento de Pavlov Experimento de Pavlov 
ASOM

CVISÃO
B SALIVAÇÃO
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Modelos de Neurônio ArtificiaisModelos de Neurônio Artificiais
Neurônio Artificial, NNeurônio Artificial, Nóó ou ou ProcessingProcessing ElementElement--PEPE
Um Primeiro ModeloUm Primeiro Modelo

i-ésimo
neurônio

Entradas
(dendritos) Saída

(axônio)

wijxj

∑=
j

jiji xwnet .

Pesos Sinápticos
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Modelos de Neurônio ArtificiaisModelos de Neurônio Artificiais
O PERCEPTRON : Frank O PERCEPTRON : Frank RosenblattRosenblatt (1958)(1958)

““A conectividade desenvolvida nas redes biolA conectividade desenvolvida nas redes biolóógicas contgicas contéém m 
um grande num grande núúmero aleatmero aleatóório de elementosrio de elementos””..
No inNo iníício, o cio, o PerceptronPerceptron não não éé capaz de distinguir padrões e capaz de distinguir padrões e 
portanto ele portanto ele éé gengenéérico.rico.
Pode ser treinado.Pode ser treinado.
Com o tempo foiCom o tempo foi--se notando que a capacidade de se notando que a capacidade de 
separabilidadeseparabilidade era dependente de era dependente de ““certas condicertas condiçções de ões de 
contornocontorno”” dos padrões de entrada.dos padrões de entrada.
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Modelos de Neurônio ArtificiaisModelos de Neurônio Artificiais
O PERCEPTRON : Frank O PERCEPTRON : Frank RosenblattRosenblatt (1958)(1958)

Retina

...

x1

x2

xn

w1

w2

wn

Σwixi
θ

condição
de limiar
(threshold)
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Modelos de Neurônio ArtificiaisModelos de Neurônio Artificiais
O PERCEPTRON : Frank O PERCEPTRON : Frank RosenblattRosenblatt (1958)(1958)
x1

x2

x1

x2

w1

w2 θ
saída net=x1.w1+x2.w2

saída=f(net)=
1 se net ≥ θ
0 se net < θ

w1.x1+w2.x2=θ EQUAÇÃO DE UMA RETA
EQUAEQUAÇÇÃO FUNDAMENTAL DO PERCEPTRONÃO FUNDAMENTAL DO PERCEPTRON
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Modelos de Neurônio ArtificiaisModelos de Neurônio Artificiais
O PERCEPTRON : ExemplosO PERCEPTRON : Exemplos

Determinar w1, w2 e Determinar w1, w2 e θθ para que o para que o PerceptronPerceptron aprenda a aprenda a 
funfunçção OU Lão OU Lóógico (OR)gico (OR)

x1x1 x2x2 OROR
00 00 00
00 11 11
11 00 11
11 11 11

x1

x2

x1

x2

w1

w2 θ
saída net=x1.w1+x2.w2

saída=f(net)=
1 se net ≥ θ
0 se net < θ

x2

x1(0,0)

(0,1) (1,1)

(1,1)

Possível solução: w1=w2=θ = 1
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Modelos de Neurônio ArtificiaisModelos de Neurônio Artificiais
O PERCEPTRON : ExemplosO PERCEPTRON : Exemplos

Determinar w1, w2 e Determinar w1, w2 e θθ para que o para que o PerceptronPerceptron aprenda a aprenda a 
funfunçção E Lão E Lóógico (AND)gico (AND)

x1x1 x2x2 OROR
00 00 00
00 11 00
11 00 00
11 11 11

x1

x2

x1

x2

w1

w2 θ
saída net=x1.w1+x2.w2

saída=f(net)=
1 se net ≥ θ
0 se net < θ

x2

x1(0,0)

(0,1) (1,1)

(1,1)

Possível solução: w1=w2=1 θ = 2
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Modelos de Neurônio ArtificiaisModelos de Neurônio Artificiais
O PERCEPTRON : ExemplosO PERCEPTRON : Exemplos

Determinar w1, w2 e Determinar w1, w2 e θθ para que o para que o PerceptronPerceptron aprenda a aprenda a 
funfunçção OUão OU--EXCLUSIVO LEXCLUSIVO Lóógico (XOR)gico (XOR)

x1x1 x2x2 OROR
00 00 00
00 11 11
11 00 11
11 11 00

x1(0,0)

(0,1) (1,1)

(1,1)

CONCLUSÃO: O PERCEPTRON CONCLUSÃO: O PERCEPTRON ÉÉ CAPAZ DE CAPAZ DE 
DISTINGUIR APENAS PADRÕES LINEARMENTE DISTINGUIR APENAS PADRÕES LINEARMENTE 
SEPARSEPARÁÁVEIS!!!VEIS!!!
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Modelos de Neurônio ArtificiaisModelos de Neurônio Artificiais
O PERCEPTRON : O PERCEPTRON : MinskyMinsky e e PapertPapert (1969)(1969)

CONCLUSÃO: O PERCEPTRON CONCLUSÃO: O PERCEPTRON ÉÉ CAPAZ DE CAPAZ DE 
DISTINGUIR APENAS PADRÕES DISTINGUIR APENAS PADRÕES 
LINEARMENTE SEPARLINEARMENTE SEPARÁÁVEIS!!!VEIS!!!
Isto causou um Isto causou um ““traumatrauma”” na comunidade na comunidade 
cientcientíífica e levou ao corte de verbas para as fica e levou ao corte de verbas para as 
pesquisas em Redes Neurais Artificiais.pesquisas em Redes Neurais Artificiais.
““Se colocarmos mais uma camada de Se colocarmos mais uma camada de 
neurônios podemos resolver esta limitaneurônios podemos resolver esta limitaçção. ão. 
Mas como achar os pesos?Mas como achar os pesos?””
Na Na éépoca não se sabia como.poca não se sabia como.
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Modelos de Neurônio ArtificiaisModelos de Neurônio Artificiais
O PERCEPTRON : O PERCEPTRON : MinskyMinsky e e PapertPapert (1969)(1969)

x1 θ1

θ2

w´11

w´12
θ

saída
x1

x2 x2

w11
w12

w21
w22

w11=w12=w21=w22=1
θ1=0,4
θ2=1,2
θ = 0.5 
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Modelos de Neurônio ArtificiaisModelos de Neurônio Artificiais
O ALGORITMO DE APRENDIZADO DO O ALGORITMO DE APRENDIZADO DO 
PERCEPTRON : O ADALINE  PERCEPTRON : O ADALINE  -- WidrowWidrow e e HoffHoff
(1960)(1960) x1

x2
x3
x4

x5

xn

w1
w2
w3

wn

y -1

+1
saída sign(y)

ADALINE ADAptive LInear NEuron
ADAptive LINear Element

ALC Adaptive Linear Combiner
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Modelos de Neurônio ArtificiaisModelos de Neurônio Artificiais
O ADALINE  O ADALINE  -- WidrowWidrow e e HoffHoff (1960)(1960)
–– FormulaFormulaçção Vetorialão Vetorial

w0w0 x0x0
w1w1 x1x1

W =W = w2w2 X =X = x2x2
...... ......
wnwn xnxn

y = WT.X

Suponha que temos um conjunto de vetores de entrada 
{X1, X2, ..., XL}, cada um com seu valor de saída 
correto (desejado) {d1, d2, ..., dL}.
O Método de Aprendizado procura achar os pesos de 
forma a minimizar a diferença entre a saída desejada e 
a saída obtida com o vetor de entrada.
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Modelos de Neurônio ArtificiaisModelos de Neurônio Artificiais
O ADALINE  O ADALINE  -- WidrowWidrow e e HoffHoff (1960)(1960)

A Regra de A Regra de HebbHebb
Idealizada por Idealizada por HebbHebb, a id, a idééia bia báásica sica éé que se duas que se duas 
unidades são ativadas simultaneamente, suas unidades são ativadas simultaneamente, suas 
interconexões tendem a se fortalecer. Se interconexões tendem a se fortalecer. Se ii recebe o recebe o 
sinal de sasinal de saíída de da de jj,  o peso ,  o peso WijWij éé modificado de modificado de 
acordo com :acordo com :

onde onde λλ ((lambdalambda) ) éé uma constante de proporcionalidade uma constante de proporcionalidade 
representando a taxa de aprendizado e representando a taxa de aprendizado e aiai e e ajaj são são 
ativaativaçções (ou saões (ou saíídas) das  unidades das) das  unidades ii e e jj
respectivamente. Alguns autores representam respectivamente. Alguns autores representam 
alternativamente a matriz alternativamente a matriz WijWij por por WjiWji..
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Modelos de Neurônio ArtificiaisModelos de Neurônio Artificiais
O ADALINE  O ADALINE  -- WidrowWidrow e e HoffHoff (1960)(1960)

A Regra Delta A Regra Delta -- Erro MErro Méédio Quadrdio Quadráático tico 
MMíínimo (LMS) nimo (LMS) -- WidrowWidrow--HoffHoff

ÉÉ uma variante da Regra de uma variante da Regra de HebbHebb, introduzida por , introduzida por 
WidrowWidrow--HoffHoff. A diferen. A diferençça quanto a de a quanto a de HebbHebb éé que que 
possui uma sapossui uma saíída desejada da desejada djdj. Assim, o peso ser. Assim, o peso seráá
proporcional proporcional àà sasaíída.da.
Sendo  Sendo  ajaj e ai  os ne ai  os nííveis de ativaveis de ativaçções das unidades j e  i ões das unidades j e  i 
respectivamente, a variarespectivamente, a variaçção dos pesos ão dos pesos éé::
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Modelos de Neurônio ArtificiaisModelos de Neurônio Artificiais
Como Minimizar o Erro MComo Minimizar o Erro Méédio Quadrdio Quadrááticotico
–– ExemploExemplo

FunFunçção OR: k=4ão OR: k=4
x1x1 x2x2 OROR
00 00 00
00 11 11
11 00 11
11 11 11

XXkk ddkk

1 
1
1

1 
0
1

1 
1
0

0 
0
0

44

13

22

11

=⎥
⎦

⎤
⎢
⎣

⎡
=

=⎥
⎦

⎤
⎢
⎣

⎡
=

=⎥
⎦

⎤
⎢
⎣

⎡
=

=⎥
⎦

⎤
⎢
⎣

⎡
=

dX

dX

dX

dX
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Modelos de Neurônio ArtificiaisModelos de Neurônio Artificiais
Como Minimizar o Erro MComo Minimizar o Erro Méédio Quadrdio Quadrááticotico
–– Erro MErro Méédio Quadrdio Quadrááticotico

Erro  para o Erro  para o kk--éésimosimo vetor de entradavetor de entrada
EEkk = = ddkk -- yykk desejado desejado -- obtidoobtido

Erro MErro Méédio Quadrdio Quadrááticotico

WXdWXXWd

XWdE

XWy

ydE

E
L

E

T
kk

T
kk

T
k

k
T

kk

k
T

k

kkk

L

k
kk

><−><+><

>=−>=<<

=

>−>=<<

>=< ∑
=

2

)( logo

  mas

  )( então

  1

2

22

22

1

22
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Modelos de Neurônio ArtificiaisModelos de Neurônio Artificiais
Como Minimizar o Erro MComo Minimizar o Erro Méédio Quadrdio Quadrááticotico
–– Erro MErro Méédio Quadrdio Quadrááticotico

022

0

PARÁBOLA.DA  FUNDO oencontrar 
significa Quadrático MédioError  do oMinimizaçã

Parábola uma de Equação
2

2

22

>=<−><

=
∂

><∂

><−><+>>=<<

kk
T
kk

k

T
kk

T
kk

T
kk

XdWXX
W
E

WXdWXXWdE
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Modelos de Neurônio ArtificiaisModelos de Neurônio Artificiais
A Regra Delta A Regra Delta -- Erro MErro Méédio Quadrdio Quadráático tico 
MMíínimo (LMS) nimo (LMS) -- WidrowWidrow--HoffHoff
–– DeterminaDeterminaçção dos Conjunto de Pesos W, ão dos Conjunto de Pesos W, 

pelo Mpelo Méétodo da Descida Mais todo da Descida Mais ÍÍngreme ngreme 
((SteepestSteepest Descente)Descente)

MMéétodo Iterativotodo Iterativo
EscreveEscreve--se W como uma funse W como uma funçção do ão do ““tempotempo””..

–– Vetor de pesos iniciais W(0)Vetor de pesos iniciais W(0)
–– Vetor de pesos no Vetor de pesos no ““passopasso”” ou ou ““tempotempo”” t W(t)t W(t)
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Modelos de Neurônio ArtificiaisModelos de Neurônio Artificiais
DeterminaDeterminaçção dos Conjunto de Pesos ão dos Conjunto de Pesos 
W, pelo MW, pelo Méétodo da Descida Mais todo da Descida Mais 
ÍÍngreme (ngreme (SteepestSteepest DescentDescent))

11--ComeComeççar especificando valores aleatar especificando valores aleatóórios rios 
para os pesos.para os pesos.

22--Aplicar um vetor de entrada Aplicar um vetor de entrada XXkk..
33--Determinar o erro Determinar o erro EEkk(t) utilizando W(t).(t) utilizando W(t).

EEkk
22(t) = ((t) = (ddkk -- WWTT(t)(t)XXkk))22

44--Supor que ESupor que Ekk
22(t) (t) éé uma aproximauma aproximaçção razoão razoáável vel 

para o para o ErrorError MMéédio Quadrdio Quadráático <Etico <Ekk
22(t)>(t)>
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Modelos de Neurônio ArtificiaisModelos de Neurônio Artificiais
DeterminaDeterminaçção dos Conjunto de Pesos ão dos Conjunto de Pesos 
W, pelo MW, pelo Méétodo da Descida Mais todo da Descida Mais 
ÍÍngreme (ngreme (SteepestSteepest DescentDescent))

55--Calcular o gradiente do erro, isto Calcular o gradiente do erro, isto éé a a 
““diredireççãoão”” em que derivada em que derivada éé maior.maior.

kkkk

k
k

T
kk

k
T

kk

XEXtE
W
EXtWdtE

XtWdtE
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2

22
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Modelos de Neurônio ArtificiaisModelos de Neurônio Artificiais
DeterminaDeterminaçção dos Conjunto de Pesos ão dos Conjunto de Pesos 
W, pelo MW, pelo Méétodo da Descida Mais todo da Descida Mais 
ÍÍngreme (ngreme (SteepestSteepest DescentDescent))

66--Atualizar o Vetor de Pesos.Atualizar o Vetor de Pesos.

k
T

kk

kk

k

XtWdE

XEtWtW

tEtWtW
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2)()1(
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−=

+=+
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Modelos de Neurônio ArtificiaisModelos de Neurônio Artificiais
DeterminaDeterminaçção dos Conjunto de Pesos ão dos Conjunto de Pesos 
W, pelo MW, pelo Méétodo da Descida Mais todo da Descida Mais 
ÍÍngreme (ngreme (SteepestSteepest DescentDescent))

77--Repetir os passos de 2 a 6 atRepetir os passos de 2 a 6 atéé o erro alcano erro alcanççar ar 
um valor suficientemente pequeno.um valor suficientemente pequeno.
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O PerO Perííodo odo ““NegroNegro””
MinskyMinsky e e PapertPapert -- 1969 1969 -- Livro Livro ““PerceptronsPerceptrons””. O . O 
PerceptronPerceptron (ou o (ou o AdalineAdaline) ) éé incapaz de incapaz de classificarclassificar
corretamente padrões não linearmente separcorretamente padrões não linearmente separááveis.veis.
A A maioriamaioria dos problemas são dos problemas são não linearmente não linearmente 
separseparááveisveis..
Apesar do descrApesar do descréédito gerado sobre a dito gerado sobre a áárea da rea da 
neurocomputaneurocomputaççãoão, entre 1969 e 1982 os estudos , entre 1969 e 1982 os estudos 
neste campo continuaram, ainda que englobadas neste campo continuaram, ainda que englobadas 
em outras linhas de pesquisa, como processamento em outras linhas de pesquisa, como processamento 
adaptativo de sinais, reconhecimento de padrões, adaptativo de sinais, reconhecimento de padrões, 
modelamentomodelamento biolbiolóógico, etc. Este trabalho, ainda gico, etc. Este trabalho, ainda 
que silencioso, construiu as bases necessque silencioso, construiu as bases necessáárias para rias para 
que o desenvolvimento das redes neurais pudesse que o desenvolvimento das redes neurais pudesse 
continuar de forma consistente.continuar de forma consistente.
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O RenascimentoO Renascimento
Em 1974, Paul Em 1974, Paul WerbosWerbos conseguiu o maior progresso conseguiu o maior progresso 
em termos de redes neurais desde o em termos de redes neurais desde o perceptronperceptron de de 
RosenblattRosenblatt: ele lan: ele lanççou as bases do algoritmo de ou as bases do algoritmo de 
retroretro--propagapropagaççãoão ("("backpropagationbackpropagation"), que permitiu "), que permitiu 
que redes neurais com mque redes neurais com múúltiplas camadas ltiplas camadas 
apresentassem capacidade de aprendizado. Em apresentassem capacidade de aprendizado. Em 
1982, David 1982, David ParkerParker desenvolveu um mdesenvolveu um méétodo similar, todo similar, 
de forma aparentemente independente. Contudo, a de forma aparentemente independente. Contudo, a 
potencialidade deste mpotencialidade deste méétodo tardou a ser todo tardou a ser 
reconhecida.reconhecida.
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O RenascimentoO Renascimento
Os primeiros resultados da retomada do Os primeiros resultados da retomada do 
desenvolvimento sobre redes neurais foram desenvolvimento sobre redes neurais foram 
publicados em 1986 e 1987, atravpublicados em 1986 e 1987, atravéés dos trabalhos s dos trabalhos 
do grupo PDP (do grupo PDP (ParallelParallel andand DistributedDistributed ProcessingProcessing), ), 
onde ficou consagrada a tonde ficou consagrada a téécnica de treinamento por cnica de treinamento por 
backpropagationbackpropagation..
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Redes Neurais ArtificiaisRedes Neurais Artificiais
Os Tempos ModernosOs Tempos Modernos

Elementos BElementos Báásicos sicos 
de um Neurônio de um Neurônio 
ArtificialArtificial
–– Uma Abordagem Uma Abordagem 

Unificada.Unificada.
–– Terminologia Terminologia 

BBáásica.sica.
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Elementos BElementos Báásicos de um sicos de um 
Neurônio ArtificialNeurônio Artificial

A evoluA evoluçção das pesquisas no campo da abordagem ão das pesquisas no campo da abordagem 
conexionista levou ao desenvolvimento de uma conexionista levou ao desenvolvimento de uma 
infinidade de modelos de neurônios artificiais, de infinidade de modelos de neurônios artificiais, de 
topologias de interconexão destes neurônios e topologias de interconexão destes neurônios e 
algoralgoríítmostmos para aprendizado.para aprendizado.
Um trabalho que procurasse apresentar de maneira Um trabalho que procurasse apresentar de maneira 
extensiva todos os modelos de neurônios, de extensiva todos os modelos de neurônios, de 
topologias e de topologias e de algoralgoríítmostmos de aprendizado, de aprendizado, 
certamente ocuparia vcertamente ocuparia váários volumes e milhares de rios volumes e milhares de 
ppááginas.ginas.

Abordagem Unificada Abordagem Unificada -- Modelo FormalModelo Formal
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Elementos BElementos Báásicos de um sicos de um 
Neurônio ArtificialNeurônio Artificial

DefiniDefiniçções de Sistemas Dinâmicos Aplicados ao ões de Sistemas Dinâmicos Aplicados ao 
Neurônio ArtificialNeurônio Artificial
A partir da definiA partir da definiçção de Sistemas Dinâmicos, podemos ão de Sistemas Dinâmicos, podemos 
definir um Neurônio Artificial (NA) como um sendo um definir um Neurônio Artificial (NA) como um sendo um 
Sistema Dinâmico onde:Sistema Dinâmico onde:

.  :  
;  :  

;
);(}{

;
;

); (}{
;

YUXT
XXTT

X
f

Y
U

f
T

n

n

→××
→Ω×××

ℜ⊂
ℜ→ℜ⊂=Γ

ℜ⊂
ℜ⊂

ℜ→ℜ⊂=Ω

ℜ⊂

λ
φ

γ

ω
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Elementos BElementos Báásicos de um sicos de um 
Neurônio ArtificialNeurônio Artificial

DefiniDefiniçções de Sistemas Dinâmicos Aplicados ao ões de Sistemas Dinâmicos Aplicados ao 
Neurônio ArtificialNeurônio Artificial
–– A partir da definiA partir da definiçção formal  para a representaão formal  para a representaçção ão 

de um neurônio artificial de um neurônio artificial éé posspossíível descrever o vel descrever o 
funcionamento de diversos modelos de neurônios, funcionamento de diversos modelos de neurônios, 
bastando particularizar os parâmetros que definem bastando particularizar os parâmetros que definem 
o sistema. Particular ateno sistema. Particular atençção serão seráá dada dada àà escolha escolha 
da funda funçção de transião de transiçção de estados ão de estados φφ e na fune na funçção de ão de 
sasaíída da λλ e na maneira de combinar os valores de e na maneira de combinar os valores de 
entrada dos neurônios.entrada dos neurônios.
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Elementos BElementos Báásicos de um sicos de um 
Neurônio ArtificialNeurônio Artificial

Modelo de Neurônio ArtificialModelo de Neurônio Artificial
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Elementos BElementos Báásicos de um sicos de um 
Neurônio ArtificialNeurônio Artificial

Modelo de Neurônio ArtificialModelo de Neurônio Artificial
–– As EntradasAs Entradas

As entradas de um neurônio podem ser as saAs entradas de um neurônio podem ser as saíídas de das de 
outros neurônios, entradas externas, um outros neurônios, entradas externas, um biasbias ou qualquer ou qualquer 
combinacombinaçção destes elementos.ão destes elementos.

–– A CombinaA Combinaçção das Entradas ão das Entradas -- O O ““NetNet””
O somatO somatóório de todas estas entradas, multiplicadas por rio de todas estas entradas, multiplicadas por 
suas respectivas forsuas respectivas forçças de conexão as de conexão sinsináápticaptica (os pesos), (os pesos), 
ddáá origem ao chamado "net" de um neurônio.origem ao chamado "net" de um neurônio.

∑
=

=
n

j

jiji tuwtnet
1

)()(
wijwij éé um num núúmero real que representa a mero real que representa a 
conexão conexão sinsináápticaptica da entrada do da entrada do iiéésimosimo

neurônio com a saneurônio com a saíída do da do jjéésimosimo neurônio.neurônio.
A conexão A conexão sinsináápticaptica éé conhecida como conhecida como excitatexcitatóóriaria se se wwijij>0 ou inibit>0 ou inibitóória ria 
caso caso wwijij<0<0
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Elementos BElementos Báásicos de um sicos de um 
Neurônio ArtificialNeurônio Artificial

Modelo de Neurônio ArtificialModelo de Neurônio Artificial
–– ApApóós a determinas a determinaçção do ão do netnetii, o valor da ativa, o valor da ativaçção do neurônio ão do neurônio 

éé atualizado atravatualizado atravéés da funs da funçção de ativaão de ativaçção ão φφ e finalmente, o e finalmente, o 
valor de savalor de saíída do neurônio da do neurônio éé produzido atravproduzido atravéés da funs da funçção de ão de 
sasaíída da λλ..

–– A FunA Funçção de Ativaão de Ativaçção ão φφ
Os estados futuros de um neurônio são afetados pelo Os estados futuros de um neurônio são afetados pelo 
estado atual do neurônio e pelo valor do estado atual do neurônio e pelo valor do netnet de entrada. de entrada. 
Este tipo de neurônio, que possui "memEste tipo de neurônio, que possui "memóória" ria" éé conhecido conhecido 
como "neurônio dinâmico". como "neurônio dinâmico". 
Por outro lado, se considerarmos a funPor outro lado, se considerarmos a funçção  como ão  como 
constante, teremos neurônios que não possuem constante, teremos neurônios que não possuem 
"mem"memóória", ou seja, o estado atual ria", ou seja, o estado atual éé igual aos estados igual aos estados 
anteriores e portanto o neurônio anteriores e portanto o neurônio éé conhecido como conhecido como 
"neurônio est"neurônio estááticotico””..

))(),((   )1( tnettxtx φ=+
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Elementos BElementos Báásicos de um sicos de um 
Neurônio ArtificialNeurônio Artificial

Modelo de Neurônio ArtificialModelo de Neurônio Artificial

–– A FunA Funçção de Saão de Saíída da λλ
Essencialmente, qualquer funEssencialmente, qualquer funçção contão contíínua e nua e 
monotonicamentemonotonicamente crescente tal que   crescente tal que   
pode ser utilizada como funpode ser utilizada como funçção de saão de saíída na modelagem da na modelagem 
neural.neural.

Existem, no entanto, uma sExistem, no entanto, uma séérie de funrie de funçções mais ões mais 
comumente utilizadas como funcomumente utilizadas como funçções de saões de saíída em da em 
neurônios. Estas funneurônios. Estas funçções são:ões são:

–– A FunA Funçção Linearão Linear
–– A FunA Funçção ão SigmoidalSigmoidal ou Logou Logíísticastica
–– A FunA Funçção Tangente Hiperbão Tangente Hiperbóólicalica

]1,1[)( e −∈ℜ∈ xyx
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Elementos BElementos Báásicos de um sicos de um 
Neurônio ArtificialNeurônio Artificial

Modelo de Neurônio ArtificialModelo de Neurônio Artificial

–– A FunA Funçção de Saão de Saíída da λλ
A FunA Funçção Linearão Linear

A FunA Funçção ão SigmoidalSigmoidal ou Logou Logíística stica -- FunFunçção UNIPOLAR mais ão UNIPOLAR mais 
utilizada.utilizada.

onde k onde k éé um fator de escala positivo.um fator de escala positivo.

axxy =)(

e
xy

kx−+
=

1
1)(
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Elementos BElementos Báásicos de um sicos de um 
Neurônio ArtificialNeurônio Artificial

Modelo de Neurônio ArtificialModelo de Neurônio Artificial
–– A FunA Funçção de Saão de Saíída da λλ

A FunA Funçção Tangente Hiperbão Tangente Hiperbóólica lica -- A FunA Funçção BIPOLAR mais ão BIPOLAR mais 
utilizada.utilizada.

onde k onde k éé um fator de escala positivo.um fator de escala positivo.

–– Confusão na Nomenclatura Confusão na Nomenclatura -- CUIDADO!!!CUIDADO!!!
Na literatura muitas vezes sNa literatura muitas vezes sóó éé apresentado o apresentado o 
neurônio estneurônio estáático e portanto muitas vezes se tico e portanto muitas vezes se 
confunde a funconfunde a funçção de ativaão de ativaçção com a funão com a funçção de ão de 
sasaíída. Tambda. Tambéém m éé comum encontrarmos o termo comum encontrarmos o termo 
““funfunçção de transferênciaão de transferência””. . 

kx

kx

e
ekxxy −

−

+
−

==
1
1)tanh()(
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Elementos BElementos Báásicos de um sicos de um 
Neurônio ArtificialNeurônio Artificial

Modelo de Neurônio ArtificialModelo de Neurônio Artificial
–– A FunA Funçção de Saão de Saíída da λλ

A FunA Funçção Tangente Hiperbão Tangente Hiperbóólica lica -- A FunA Funçção BIPOLAR mais ão BIPOLAR mais 
utilizada.utilizada.

onde k onde k éé um fator de escala positivo.um fator de escala positivo.

–– Confusão na Nomenclatura Confusão na Nomenclatura -- CUIDADO!!!CUIDADO!!!
Na literatura muitas vezes sNa literatura muitas vezes sóó éé apresentado o apresentado o 
neurônio estneurônio estáático e portanto muitas vezes se tico e portanto muitas vezes se 
confunde a funconfunde a funçção de ativaão de ativaçção com a funão com a funçção de ão de 
sasaíída. Tambda. Tambéém m éé comum encontrarmos o termo comum encontrarmos o termo 
““funfunçção de transferênciaão de transferência””. . 

kx

kx

e
ekxxy −

−
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−
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Elementos BElementos Báásicos de um sicos de um 
Neurônio ArtificialNeurônio Artificial

Algumas ObservaAlgumas Observaçções sobre a Dinâmica do ões sobre a Dinâmica do 
NeurônioNeurônio
–– DecaimentoDecaimento Passivo de Primeira Ordem.Passivo de Primeira Ordem.
–– Taxa de Taxa de DecaimentoDecaimento..
–– NNíível Residual.vel Residual.
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Topologias Das Redes Neurais Topologias Das Redes Neurais 
Como os Neurônio se ConectamComo os Neurônio se Conectam

Depende da forma como os Neurônios se Depende da forma como os Neurônios se 
conectam para formar uma conectam para formar uma ““RedeRede”” de de 
neurônios.neurônios.
Redes Diretas Redes Diretas -- ““FeedforwardFeedforward””
Redes Recorrentes Redes Recorrentes -- ““FeedbackFeedback””
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Topologia das Redes NeuraisTopologia das Redes Neurais

Redes Neurais Diretas Redes Neurais Diretas -- FeedforwardFeedforward
–– As redes diretas são aquelas cujo grafo As redes diretas são aquelas cujo grafo 

não tem ciclos. não tem ciclos. 
–– FreqFreqüüentemente entemente éé comum representar comum representar 

estas redes em camadas e neste caso são estas redes em camadas e neste caso são 
chamadas redes de camadas.chamadas redes de camadas.

Prof. Dr. Mauro Roisenberg - CPGCC - INE - UFSC

Topologia das Redes NeuraisTopologia das Redes Neurais

Redes Neurais Diretas Redes Neurais Diretas -- FeedforwardFeedforward
–– Neurônios que recebem sinais de excitaNeurônios que recebem sinais de excitaçção ão 

são chamados de camada de entrada ou são chamados de camada de entrada ou 
primeira camada.  primeira camada.  

–– Neurônios que tem sua saNeurônios que tem sua saíída como sada como saíída da 
da rede pertencem a camada de sada rede pertencem a camada de saíída ou da ou 
úúltima camada.ltima camada.
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Topologia das Redes NeuraisTopologia das Redes Neurais

Redes Neurais Diretas Redes Neurais Diretas -- FeedforwardFeedforward
–– Rede Direta com 3 CamadasRede Direta com 3 Camadas
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Topologia das Redes NeuraisTopologia das Redes Neurais

Redes Neurais Recorrentes Redes Neurais Recorrentes -- com com 
RealimentaRealimentaçção ão -- FeedbackFeedback
–– Redes com "feedback" são aquelas cujo grafo de Redes com "feedback" são aquelas cujo grafo de 

conectividade contconectividade contéém pelo menos um ciclo. m pelo menos um ciclo. 

–– Por esta razão Por esta razão McCullochMcCulloch chamouchamou--as de "as de "networksnetworks
withwith cyclescycles", ou redes com ciclos.  ", ou redes com ciclos.  

–– Duas destas redes tem particular importância: as Duas destas redes tem particular importância: as 
redes propostas por redes propostas por HopfieldHopfield e as redes bie as redes bi--
direcionais.direcionais.
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Topologia das Redes NeuraisTopologia das Redes Neurais

Redes Neurais Recorrentes Redes Neurais Recorrentes -- com com 
RealimentaRealimentaçção ão -- FeedbackFeedback
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Topologia das Redes NeuraisTopologia das Redes Neurais
Rede Direta com Neurônios EstRede Direta com Neurônios Estááticosticos
–– ÉÉ Topologia de Rede Neural mais Topologia de Rede Neural mais popularpopular

atualmente.atualmente.
–– TambTambéém chamada dem chamada de

Rede Rede FeedForwardFeedForward
MultiMulti LayerLayer PerceptronPerceptron
Rede Rede BackBack PropagationPropagation (erradamente)(erradamente)
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Aprendizado de Redes NeuraisAprendizado de Redes Neurais
Um neurônio Um neurônio éé considerado ser um elemento considerado ser um elemento 
adaptativo. Seus pesos adaptativo. Seus pesos sinsináápticospticos são são 
modificmodificááveis dependendo do algoritmo de veis dependendo do algoritmo de 
aprendizado.aprendizado.
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Aprendizado de Redes NeuraisAprendizado de Redes Neurais
–– Por exemplo, alguns, dependendo do sinal de Por exemplo, alguns, dependendo do sinal de 

entrada que recebem, tem seus valores de saentrada que recebem, tem seus valores de saíída da 
associados a uma resposta diante de um associados a uma resposta diante de um 
aprendizado supervisionado por uma espaprendizado supervisionado por uma espéécie de cie de 
"professor"professor””..

–– Em alguns casos o sinal do  "professor"  não estEm alguns casos o sinal do  "professor"  não estáá
dispondisponíível e não hvel e não háá informainformaçção de erro que possa ão de erro que possa 
ser utilizada para correser utilizada para correçção dos pesos ão dos pesos sinsináápticospticos, , 
assim o neurônio modificarassim o neurônio modificaráá seus pesos baseado seus pesos baseado 
somente no sinal de entrada e/ou sasomente no sinal de entrada e/ou saíída,  sendo o da,  sendo o 
caso do aprendizado nãocaso do aprendizado não--supervisionado. Um supervisionado. Um 
neurônio neurônio éé considerado ser um elemento considerado ser um elemento 
adaptativo. Seus pesos adaptativo. Seus pesos sinsináápticospticos são modificsão modificááveis veis 
dependendo do algoritmo de aprendizado.dependendo do algoritmo de aprendizado.
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Aprendizado de Redes NeuraisAprendizado de Redes Neurais
Aprendizado SupervisionadoAprendizado Supervisionado
–– Neste caso,  o "professor" indica explicitamente um Neste caso,  o "professor" indica explicitamente um 

comportamento bom ou ruim. comportamento bom ou ruim. 
–– Por exemplo, seja o caso de reconhecimento de caracteres e Por exemplo, seja o caso de reconhecimento de caracteres e 

para simplificar seja reconhecer entre um A e um X. para simplificar seja reconhecer entre um A e um X. 
–– EscolheEscolhe--se uma rede direta, com dois neurônios na camada se uma rede direta, com dois neurônios na camada 

de sade saíída, uma ou vda, uma ou váárias camadas internas e um conjunto de rias camadas internas e um conjunto de 
neurônios na camada de entrada capaz de representar com neurônios na camada de entrada capaz de representar com 
a precisão desejada a letra em questão. a precisão desejada a letra em questão. 

–– ApresentamApresentam--se estas letras sucessivamente a uma retina se estas letras sucessivamente a uma retina 
artificial constituartificial constituíída de uma matriz de elementos fotoda de uma matriz de elementos foto--
senssensííveis, cada um ligado a um neurônio da rede neural veis, cada um ligado a um neurônio da rede neural 
artificial direta (artificial direta (feedforwardfeedforward). ). 
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Aprendizado de Redes NeuraisAprendizado de Redes Neurais
Aprendizado SupervisionadoAprendizado Supervisionado
–– ObservaObserva--se qual dos dois neurônios de sase qual dos dois neurônios de saíída estda estáá mais mais 

excitado. Se for o que se convencionou representar a letra excitado. Se for o que se convencionou representar a letra 
que for apresentada nada deve ser corrigido, caso contrque for apresentada nada deve ser corrigido, caso contráário rio 
modificamodifica--se os valores das conexões se os valores das conexões sinsináápticaspticas no sentido de no sentido de 
fazer a safazer a saíída se aproximar da desejada. da se aproximar da desejada. 

–– Foi exatamente isto que Foi exatamente isto que RosenblattRosenblatt fez com o seu fez com o seu 
PerceptronPerceptron. Como a cada exemplo apresentado uma . Como a cada exemplo apresentado uma 
correcorreçção ão éé introduzida depois de observar a saintroduzida depois de observar a saíída da rede, da da rede, 
este este éé um caso de aprendizado supervisionado.um caso de aprendizado supervisionado.
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Aprendizado de Redes NeuraisAprendizado de Redes Neurais
Aprendizado NãoAprendizado Não--SupervisionadoSupervisionado
–– ÉÉ aquele que para fazer modificaaquele que para fazer modificaçções nos valores ões nos valores 

das conexões das conexões sinsináápticaspticas não  usa as informanão  usa as informaçções ões 
sobre a resposta da rede, isto sobre a resposta da rede, isto éé se a resposta estse a resposta estáá
correta ou não. correta ou não. 

–– UsaUsa--se por outro lado um esquema, tal que, para se por outro lado um esquema, tal que, para 
exemplos de coisas semelhantes, a rede responda exemplos de coisas semelhantes, a rede responda 
de modo semelhante.de modo semelhante.
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Aprendizado de Redes NeuraisAprendizado de Redes Neurais
O Aprendizado O Aprendizado BackpropagationBackpropagation
–– Estrutura da Rede:Estrutura da Rede:

Rede Direta Rede Direta MultiMulti--camadacamada com Neurônios Estcom Neurônios Estááticos.ticos.

–– Modo de Treinamento: Modo de Treinamento: 
Supervisionado.Supervisionado.

–– SoluSoluçção para superar o problema do aprendizado ão para superar o problema do aprendizado 
da classificada classificaçção de padrões nãoão de padrões não--linearmente linearmente 
separseparááveis:veis:

UtilizaUtilizaçção de uma camada intermedião de uma camada intermediáária de neurônios, ria de neurônios, 
chamada Camada Intermedichamada Camada Intermediáária (ou Escondida ria (ou Escondida -- ""HiddenHidden
LayerLayer"), de modo a poder implementar superf"), de modo a poder implementar superfíícies de cies de 
decisão mais complexas.decisão mais complexas.
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Aprendizado de Redes NeuraisAprendizado de Redes Neurais
O Aprendizado O Aprendizado BackpropagationBackpropagation
–– Desvantagem em utilizar esta camada escondida:Desvantagem em utilizar esta camada escondida:

O aprendizado se torna muito mais difO aprendizado se torna muito mais difíícilcil. 
A caracterA caracteríística principal da camada escondida stica principal da camada escondida éé que que 
seus elementos se organizam de tal forma que cada seus elementos se organizam de tal forma que cada 
elemento aprenda a  reconhecer caracterelemento aprenda a  reconhecer caracteríísticas sticas 
diferentes do espadiferentes do espaçço de entrada, assim, o algoritmo de o de entrada, assim, o algoritmo de 
treinamento deve decidir que caractertreinamento deve decidir que caracteríísticas devem ser sticas devem ser 
extraextraíídas do conjunto de treinamento.das do conjunto de treinamento.
AtAtéé o ino iníício dos anos 70 nenhum algoritmo de cio dos anos 70 nenhum algoritmo de 
aprendizado para estas redes aprendizado para estas redes multimulti--camadascamadas havia sido havia sido 
desenvolvido.desenvolvido.
Nos anos 80, um algoritmo chamado Nos anos 80, um algoritmo chamado RetroRetro--propagapropagaççãoão
ou ou BackpropagationBackpropagation, veio fazer renascer o interesse geral , veio fazer renascer o interesse geral 
pelas redes neurais.pelas redes neurais.
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Aprendizado de Redes NeuraisAprendizado de Redes Neurais
O Aprendizado O Aprendizado BackpropagationBackpropagation
–– Foi desenvolvido de maneira independente por Foi desenvolvido de maneira independente por 

vváários pesquisadoresrios pesquisadores
–– Em 1974, Em 1974, WerbosWerbos descobriu o algoritmo enquanto descobriu o algoritmo enquanto 

desenvolvia sua tese de doutorado em estatdesenvolvia sua tese de doutorado em estatíística stica 
e o chamou de "Algoritmo de Realimentae o chamou de "Algoritmo de Realimentaçção ão 
Dinâmica".Dinâmica".

–– ParkerParker em 1982 redescobriu o algoritmo e em 1982 redescobriu o algoritmo e 
chamouchamou--o de "Algoritmo de Aprendizado Lo de "Algoritmo de Aprendizado Lóógico". gico". 

–– Foi com  o trabalho de Foi com  o trabalho de RumelhartRumelhart, , HintonHinton e e 
Williams do grupo PDP ("Williams do grupo PDP ("ParallelParallel DistributedDistributed
ProcessingProcessing") do MIT, que em 1986 divulgou e ") do MIT, que em 1986 divulgou e 
popularizou o uso do popularizou o uso do BackpropagationBackpropagation para o para o 
aprendizado em redes neurais.aprendizado em redes neurais.
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Aprendizado de Redes NeuraisAprendizado de Redes Neurais
O Aprendizado O Aprendizado BackpropagationBackpropagation
–– O algoritmo O algoritmo BackpropagationBackpropagation éé hoje em dia a hoje em dia a 

ttéécnica de aprendizado supervisionado mais cnica de aprendizado supervisionado mais 
utilizada para redes neurais unidirecionais utilizada para redes neurais unidirecionais multimulti--
camadascamadas com neurônios estcom neurônios estááticos. ticos. 
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Aprendizado de Redes NeuraisAprendizado de Redes Neurais
O Aprendizado O Aprendizado BackpropagationBackpropagation
–– Basicamente, a rede aprende um conjunto prBasicamente, a rede aprende um conjunto préé--

definido de pares de exemplos de entrada/sadefinido de pares de exemplos de entrada/saíída da 
em ciclos de propagaem ciclos de propagaçção/adaptaão/adaptaçção.ão.

–– Depois que um padrão de entrada foi aplicado Depois que um padrão de entrada foi aplicado 
como um estcomo um estíímulo aos elementos da primeira mulo aos elementos da primeira 
camada da rede, ele camada da rede, ele éé propagado por cada uma propagado por cada uma 
das outras camadas atdas outras camadas atéé que a saque a saíída  seja gerada. da  seja gerada. 
Este padrão de saEste padrão de saíída da éé então comparado com a então comparado com a 
sasaíída desejada e um sinal de erro da desejada e um sinal de erro éé calculado para calculado para 
cada elemento de sacada elemento de saíída.da.
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Aprendizado de Redes NeuraisAprendizado de Redes Neurais
O Aprendizado O Aprendizado BackpropagationBackpropagation
–– O sinal de erro O sinal de erro éé então então retroretro--propagadopropagado da da 

camada de sacamada de saíída para cada elemento da camada da para cada elemento da camada 
intermediintermediáária anterior que contribui diretamente ria anterior que contribui diretamente 
para a formapara a formaçção da saão da saíída.da.

–– Cada elemento da camada intermediCada elemento da camada intermediáária recebe ria recebe 
apenas uma porapenas uma porçção do sinal de erro total, ão do sinal de erro total, 
proporcional  apenas proporcional  apenas àà contribuicontribuiçção relativa de ão relativa de 
cada elemento na formacada elemento na formaçção da saão da saíída original.da original.
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Aprendizado de Redes NeuraisAprendizado de Redes Neurais
O Aprendizado O Aprendizado BackpropagationBackpropagation
–– Este processo se repete, camada por camada, atEste processo se repete, camada por camada, atéé

que cada elemento da rede receba um sinal de que cada elemento da rede receba um sinal de 
erro que descreva sua contribuierro que descreva sua contribuiçção relativa para o ão relativa para o 
erro total.erro total.

–– Baseado no sinal de erro recebido,  os pesos das Baseado no sinal de erro recebido,  os pesos das 
conexões são então atualizados para cada conexões são então atualizados para cada 
elemento de modo a fazer a rede convergir para elemento de modo a fazer a rede convergir para 
um estado que permita a codificaum estado que permita a codificaçção de todos os ão de todos os 
padrões do conjunto de treinamento. padrões do conjunto de treinamento. 
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Aprendizado de Redes NeuraisAprendizado de Redes Neurais
O Aprendizado O Aprendizado BackpropagationBackpropagation
–– Utiliza o mesmo princUtiliza o mesmo princíípio da Regra Deltapio da Regra Delta

a minimizaa minimizaçção de uma funão de uma funçção custo, no caso, a soma ão custo, no caso, a soma 
dos erros mdos erros méédios quadrdios quadrááticos sobre um conjunto de ticos sobre um conjunto de 
treinamento, utilizando a ttreinamento, utilizando a téécnica de busca do gradientecnica de busca do gradiente--
descendente.descendente.

–– TambTambéém m éé chamado muitas vezes de Regra Delta chamado muitas vezes de Regra Delta 
Generalizada ("Generalizada ("GeneralizedGeneralized DeltaDelta--RuleRule").").

A modificaA modificaçção principal em relaão principal em relaçção a Regra Delta foi a ão a Regra Delta foi a 
utilizautilizaçção de funão de funçções contões contíínuas e suaves como funnuas e suaves como funçção de ão de 
sasaíída dos neurônios ao invda dos neurônios ao invéés da funs da funçção de limiar lão de limiar lóógico.gico.
Como as funComo as funçções de saões de saíída passaram a ser derivda passaram a ser derivááveis, veis, 
isto permitiu a utilizaisto permitiu a utilizaçção da busca do gradienteão da busca do gradiente--
descendente tambdescendente tambéém para os elementos das camadas m para os elementos das camadas 
intermediintermediáárias.rias.
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Algoritmo Algoritmo BackpropagationBackpropagation
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Algoritmo Algoritmo BackpropagationBackpropagation
PrincPrincíípios Bpios Báásicossicos
–– Suponhamos que tenhamos um conjunto de P pares de Suponhamos que tenhamos um conjunto de P pares de 

vetores (vetores (XX11,,YY11), (), (XX22,,YY22), ..., (), ..., (XXPP, , YYPP), no nosso conjunto de ), no nosso conjunto de 
treinamento e que são exemplos de um mapeamento treinamento e que são exemplos de um mapeamento 
funcional  definido como:funcional  definido como:

–– Desejamos treinar a rede de modo que ela consiga aprender Desejamos treinar a rede de modo que ela consiga aprender 
uma aproximauma aproximaçção da forma:ão da forma:

mn YXXY ℜ∈ℜ∈= ,    :   )( θ

mn YXXYO ℜ∈′ℜ∈′=′= ,    :   )( θ
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Algoritmo Algoritmo BackpropagationBackpropagation
EtapasEtapas
–– 1. Aplicar um vetor de entrada do conjunto de 1. Aplicar um vetor de entrada do conjunto de 

treinamento e propagar attreinamento e propagar atéé a saa saíídada
Um vetor de entrada Um vetor de entrada XXkk=[=[xx

k1k1
xx
k2k2 ... ... xx

knkn]]TT do  conjunto de do  conjunto de 
treinamento treinamento éé apresentado apresentado àà camada de entrada da camada de entrada da 
rede. Os elementos de entrada distribuem os valores rede. Os elementos de entrada distribuem os valores 
para os elementos da camada escondida. O valor do net para os elementos da camada escondida. O valor do net 
para o para o jjéésimosimo elemento da camada escondida vale:elemento da camada escondida vale:

onde onde wwjiji éé o peso da conexão entre o o peso da conexão entre o iiéésimosimo elemento da elemento da 
camada de entrada e o camada de entrada e o jjéésimosimo elemento da camada elemento da camada 
escondida escondida hh. . 

h
jki
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h
ji

h
kj xwnet θ+= ∑
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Algoritmo Algoritmo BackpropagationBackpropagation
EtapasEtapas
–– 1. Aplicar um vetor de entrada do conjunto de 1. Aplicar um vetor de entrada do conjunto de 

treinamento e propagar attreinamento e propagar atéé a saa saíídada
Como os neurônios são estComo os neurônios são estááticos, assumimos que ao ticos, assumimos que ao 
valor da funvalor da funçção de ativaão de ativaçção seja igual ao net, então, o ão seja igual ao net, então, o 
valor de savalor de saíída para um neurônio da cada escondida vale:da para um neurônio da cada escondida vale:

)( h
kj

h
jkj netfi =
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Algoritmo Algoritmo BackpropagationBackpropagation
EtapasEtapas
–– 1. Aplicar um vetor de entrada do conjunto de 1. Aplicar um vetor de entrada do conjunto de 

treinamento e propagar attreinamento e propagar atéé a saa saíídada

Do mesmo modo, as equaDo mesmo modo, as equaçções para os neurônios da ões para os neurônios da 
camada de sacamada de saíída são:da são:

o
p

l

j
kj

o
pi

o
kp iwnet θ+= ∑

=1

)( o
kp

o
pkp netfo =

Prof. Dr. Mauro Roisenberg - CPGCC - INE - UFSC

Algoritmo Algoritmo BackpropagationBackpropagation
EtapasEtapas
–– 2. Calcular o 2. Calcular o errorerror entre a saentre a saíída calculada pela da calculada pela 

rede e a sarede e a saíída desejada no conjunto de da desejada no conjunto de 
treinamento. treinamento. 

Definimos o erro para um Definimos o erro para um úúnico neurônio nico neurônio pp na camada na camada 
de sade saíída para um vetor de entrada da para um vetor de entrada kk como sendo:como sendo:

E o erro a ser minimizado pelo algoritmo para todos os E o erro a ser minimizado pelo algoritmo para todos os 
neurônios da camada de saneurônios da camada de saíída como:da como:
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Algoritmo Algoritmo BackpropagationBackpropagation
EtapasEtapas
–– 3. Determinar em que dire3. Determinar em que direçção a mudanão a mudançça de peso a de peso 

deverdeveráá ocorrer.ocorrer.
Para determinar a direPara determinar a direçção da modificaão da modificaçção dos pesos, ão dos pesos, 
calculamos o negativo do gradiente de calculamos o negativo do gradiente de EEkk,,∇∇ EEkk, com , com 
relarelaçção aos pesos ão aos pesos wwpjpj

Podemos escrever a derivada dePodemos escrever a derivada de ffpp
oo como:como:

e o e o úúltimo termo da equaltimo termo da equaçção como:ão como:
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Algoritmo Algoritmo BackpropagationBackpropagation
EtapasEtapas
–– 3. Determinar em que dire3. Determinar em que direçção a mudanão a mudançça de peso a de peso 

deverdeveráá ocorrer.ocorrer.
Combinando as equaCombinando as equaçções, temos para o negativo do ões, temos para o negativo do 
gradiente:gradiente:

–– 4. Determinar o valor da mudan4. Determinar o valor da mudançça de cada peso.a de cada peso.
A atualizaA atualizaçção dos pesos dos neurônios da camada de ão dos pesos dos neurônios da camada de 
sasaíída se faz por:da se faz por:

onde onde ηη éé a TAXA DE APRENDIZADO.a TAXA DE APRENDIZADO.
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Algoritmo Algoritmo BackpropagationBackpropagation
EtapasEtapas
–– 4. Determinar o valor da mudan4. Determinar o valor da mudançça de cada peso.a de cada peso.

AS FUNAS FUNÇÇÕES DE SAÕES DE SAÍÍDADA
–– para que possamos implementar a busca do para que possamos implementar a busca do 

gradientegradiente--descendente, descendente, éé necessnecessáário que rio que ffpp
oo seja seja 

diferencidiferenciáávelvel..
as funas funçções usualmente utilizadas são:ões usualmente utilizadas são:

–– a funa funçção linear:ão linear:

–– a funa funçção logão logíística ou stica ou sigmoidalsigmoidal::

–– a funa funçção tangente hiperbão tangente hiperbóólica:lica:
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Algoritmo Algoritmo BackpropagationBackpropagation
EtapasEtapas
–– 4. Determinar o valor da mudan4. Determinar o valor da mudançça de cada peso.a de cada peso.

AS FUNAS FUNÇÇÕES DE SAÕES DE SAÍÍDADA
–– Estas funEstas funçções são bastante populares pois as suas ões são bastante populares pois as suas 

derivadas   podem ser calculadas de maneira derivadas   podem ser calculadas de maneira 
simples, sem a necessidade de csimples, sem a necessidade de cáálculos complexos.lculos complexos.

–– para a funpara a funçção linear:ão linear:

–– para a funpara a funçção logão logíística ou stica ou sigmoidalsigmoidal::

–– para a funpara a funçção tangente hiperbão tangente hiperbóólica:lica:
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Algoritmo Algoritmo BackpropagationBackpropagation
EtapasEtapas
–– 5. Repetir os procedimentos para os pesos da 5. Repetir os procedimentos para os pesos da 

Camada IntermediCamada Intermediáária.ria.
Desejamos repetir para a camada escondida os mesmos Desejamos repetir para a camada escondida os mesmos 
tipos de ctipos de cáálculos que realizamos para a camada de salculos que realizamos para a camada de saíída.da.
O problema aparece quando tentamos determinar uma O problema aparece quando tentamos determinar uma 
medida para o erro das samedida para o erro das saíídas dos neurônios da camada das dos neurônios da camada 
escondida. escondida. 
Sabemos qual Sabemos qual éé a saa saíída destes neurônios calculada pela da destes neurônios calculada pela 
rede, porrede, poréém não sabemos a priori qual deveria ser a m não sabemos a priori qual deveria ser a 
sasaíída correta para estes elementos. Intuitivamente, o da correta para estes elementos. Intuitivamente, o 
erro total, erro total, EEkk, deve de alguma forma estar relacionado , deve de alguma forma estar relacionado 
com o valor de sacom o valor de saíída dos neurônios da camada da dos neurônios da camada 
escondida.escondida.
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Algoritmo Algoritmo BackpropagationBackpropagation
EtapasEtapas
–– 5. Repetir os procedimentos para os pesos da 5. Repetir os procedimentos para os pesos da 

Camada IntermediCamada Intermediáária.ria.
Voltando a equaVoltando a equaçção do Erro temos:ão do Erro temos:
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Algoritmo Algoritmo BackpropagationBackpropagation
EtapasEtapas
–– 5. Repetir os procedimentos para os pesos da 5. Repetir os procedimentos para os pesos da 

Camada IntermediCamada Intermediáária.ria.
Sabendo que Sabendo que iipjpj depende dos pesos da camada depende dos pesos da camada 
escondida, podemos utilizar este fato para calcular o escondida, podemos utilizar este fato para calcular o 
gradiente de gradiente de EEkk com respeito aos pesos da camada com respeito aos pesos da camada 
escondida.escondida.
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Algoritmo Algoritmo BackpropagationBackpropagation
EtapasEtapas
–– 5. Repetir os procedimentos para os pesos da 5. Repetir os procedimentos para os pesos da 

Camada IntermediCamada Intermediáária.ria.
Cada um dos fatores da equaCada um dos fatores da equaçção pode ser calculado ão pode ser calculado 
explicitamente das equaexplicitamente das equaçções anteriores, assim como foi ões anteriores, assim como foi 
feito para o gradiente da camada de safeito para o gradiente da camada de saíída. da. 
O resultado fica:O resultado fica:
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Algoritmo Algoritmo BackpropagationBackpropagation
EtapasEtapas
–– 5. Repetir os procedimentos para os pesos da 5. Repetir os procedimentos para os pesos da 

Camada IntermediCamada Intermediáária.ria.
Por fim, assim como no caso da camada de saPor fim, assim como no caso da camada de saíída, da, 
atualizamos os pesos da camada escondida atualizamos os pesos da camada escondida 
proporcionalmente ao valor negativo da equaproporcionalmente ao valor negativo da equaçção.ão.

onde:onde:

ηη novamente novamente éé a taxa de aprendizado.a taxa de aprendizado.
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Algoritmo Algoritmo BackpropagationBackpropagation
EtapasEtapas
–– 6. Voltar ao passo 1, escolhendo um novo vetor 6. Voltar ao passo 1, escolhendo um novo vetor 

de entrada do conjunto de treinamento e repetir de entrada do conjunto de treinamento e repetir 
os passos de 1 a 5, somando o erro.os passos de 1 a 5, somando o erro.

–– 7. Ap7. Apóós todos os vetores do entrada do conjunto s todos os vetores do entrada do conjunto 
de treinamento terem sido apresentados (uma de treinamento terem sido apresentados (uma 
“é“épocapoca””), calcular o erro m), calcular o erro méédio quadrdio quadráático.tico.
Se for aceitSe for aceitáável parar, vel parar, 
senão voltar ao passo 1.senão voltar ao passo 1.

Prof. Dr. Mauro Roisenberg - CPGCC - INE - UFSC

Algoritmo Algoritmo BackpropagationBackpropagation
O que são mO que são míínimos locais?nimos locais?
–– São pequenos São pequenos ““buracosburacos”” na superfna superfíície de erro, mas cie de erro, mas 

não são na realidade a não são na realidade a ““solusoluççaoao”” (fundo do po(fundo do poçço) do o) do 
problema.problema.

Como escapar de mComo escapar de míínimos locais?nimos locais?
–– Podemos escapar de mPodemos escapar de míínimos locais usando na nimos locais usando na 

atualizaatualizaçção dos pesos um termo proporcional a ão dos pesos um termo proporcional a 
úúltima direltima direçção de alteraão de alteraçção do peso. (Alteraão do peso. (Alteraçção do ão do 
Peso no passo anterior do algoritmo Peso no passo anterior do algoritmo 
BackpropagationBackpropagation) ) -- ididééia de inia de inéércia ou um rcia ou um 
““empurrãoempurrão”” para sair de buracos.para sair de buracos.

–– onde onde αα éé o parâmetro conhecido como o parâmetro conhecido como ““momentomomento””..
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Algoritmo Algoritmo BackpropagationBackpropagation
Algumas dicas prAlgumas dicas prááticasticas
–– InicializaInicializaççãoão dos valores dos pesosdos valores dos pesos

valores aleatvalores aleatóórios entre rios entre --1 e +1.1 e +1.

–– Valor da taxa de aprendizado Valor da taxa de aprendizado ηη
valores pequenos 0.01 e 0.1valores pequenos 0.01 e 0.1

–– Se a funSe a funçção de saão de saíída for da for sigmoidalsigmoidal, escalar os , escalar os 
valores de savalores de saíída.da.

As saAs saíídas nunca atingem exatamente 0 ou 1. Usar das nunca atingem exatamente 0 ou 1. Usar 
valores como 0.1 e 0.9 para representar o menor e o valores como 0.1 e 0.9 para representar o menor e o 
maior valor de samaior valor de saíída.da.

–– Se a funSe a funçção de saão de saíída for tangente hiperbda for tangente hiperbóólica, lica, 
escalar os valores de saescalar os valores de saíída.da.

As saAs saíídas nunca atingem exatamente das nunca atingem exatamente --1 ou 1. Usar 1 ou 1. Usar 
valores como valores como --0.9 e 0.9 para representar o menor e o 0.9 e 0.9 para representar o menor e o 
maior valor de samaior valor de saíída.da.
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Algoritmo Algoritmo BackpropagationBackpropagation
Algumas dicas prAlgumas dicas prááticasticas
–– Valor do parâmetro de momento?Valor do parâmetro de momento?

Valores Valores ““grandesgrandes”” entre 0.8 e 0.9.entre 0.8 e 0.9.

–– O que acontece se usarmos taxas de aprendizado O que acontece se usarmos taxas de aprendizado 
muito grandes?muito grandes?

Converge rConverge ráápido, mas pode não chegar no  valor de erro pido, mas pode não chegar no  valor de erro 
mmíínimo, pois fica nimo, pois fica ““saltandosaltando”” de um lado para outro na de um lado para outro na 
superfsuperfíície de erros.cie de erros.

–– Quantos neurônios na camada intermediQuantos neurônios na camada intermediáária?ria?

–– Quantas camadas intermediQuantas camadas intermediáárias?rias?
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Redes Neurais ArtificiaisRedes Neurais Artificiais
MemMemóórias Associativasrias Associativas

Conceitos BConceitos Báásicos sicos -- MemMemóória Associativaria Associativa
–– ÉÉ um conceito um conceito ““intuitivointuitivo””..

Parece ser uma das funParece ser uma das funçções primões primáárias do crias do céérebro.rebro.
Facilmente ASSOCIAMOS a face de um amigo com Facilmente ASSOCIAMOS a face de um amigo com 
seu nome, ou um nome a um nseu nome, ou um nome a um núúmero de telefone.mero de telefone.
TambTambéém serve para reconstituir padrões m serve para reconstituir padrões 
““corrompidoscorrompidos”” ou incompletos. ou incompletos. 
Se olharmos uma foto com os lSe olharmos uma foto com os láábios da bios da NatashaNatasha
KinskyKinsky, logo recompomos todo o seu rosto., logo recompomos todo o seu rosto.
Se vemos um amigo que normalmente não usa Se vemos um amigo que normalmente não usa 
óóculos, com eles, ainda assim, reconhecemos a face culos, com eles, ainda assim, reconhecemos a face 
como sendo da pessoa em questão.como sendo da pessoa em questão.

–– RecuperaRecuperaçção de informaão de informaçção pelo ão pelo ““conteconteúúdodo””
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Redes Neurais ArtificiaisRedes Neurais Artificiais
MemMemóórias Associativasrias Associativas

DefiniDefiniçções Iniciaisões Iniciais
–– Algumas Medidas de DistânciaAlgumas Medidas de Distância

Distância no EspaDistância no Espaçço Euclidianoo Euclidiano

x

y
(x1,y1,z1)

(x2,y2,z2)

Distância Euclidiana

2
21

2
21

2
21 )()()( zzyyxxd −+−+−=

z
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DefiniDefiniçções Iniciaisões Iniciais
–– Algumas Medidas de DistânciaAlgumas Medidas de Distância

Distância no EspaDistância no Espaçço de o de HammingHamming

x

y

z

(0,0,0)

(1,1,1)

(1,1,-1)

(1,-1-1)

(1,-1,1)

(-1,1,1)

(-1,1,-1)

(-1,-1-1)

(-1,-1,1)

Cubo de Hamming
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DefiniDefiniçções Iniciaisões Iniciais
–– Distância de Distância de HammingHamming X Distância EuclidianaX Distância Euclidiana

Dados dois pontos (Dados dois pontos (xixi,yi) ,yi) ∈∈{{--1,+1}1,+1}
DDistância Euclidianaistância Euclidiana

–– (x1(x1--x2)x2)22 ∈∈{0,4}{0,4}
–– Distância Euclidiana: d = Distância Euclidiana: d = √√4(# 4(# ““desencontrosdesencontros””))

Distância de Distância de HammingHamming
–– Distância de Distância de HammingHamming: h = # : h = # ““desencontrosdesencontros””

d = 2d = 2√√hh
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MemMemóórias Associativas rias Associativas -- DefiniDefiniçção Formalão Formal
–– AssociadoresAssociadores LinearesLineares

Suponha que tenhamos L pares de vetores, Suponha que tenhamos L pares de vetores, 
{(X{(X11,Y,Y11),(X),(X22,Y,Y22),...,(X),...,(XLL,Y,YLL)}, com )}, com XXii∈ℜ∈ℜnn, e , e YYii∈ℜ∈ℜmm..
Chamamos a estes vetores Chamamos a estes vetores exemplaresexemplares..
O que desejamos com os O que desejamos com os AssociadoresAssociadores Lineares Lineares éé
fazer um fazer um ““mapeamentomapeamento”” ΦΦ de X para Y.de X para Y.

Podemos distinguir então 3 tipos de Podemos distinguir então 3 tipos de MEMMEMÓÓRIAS RIAS 
ASSOCIATIVASASSOCIATIVAS..

X Y

ΦΦ
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–– MemMemóórias rias HeteroassociativasHeteroassociativas
Implementa um mapeamento Implementa um mapeamento ΦΦ de X para Y tal que de X para Y tal que 
ΦΦ ((XXii) = ) = YYii. Se X for o mais . Se X for o mais prpróóximoximo (menor (menor 
distância de distância de HammingHamming) de ) de XXii do que qualquer do que qualquer XXjj, , 
j=1,2,...,L, então j=1,2,...,L, então ΦΦ (X) = (X) = YYii..

–– MemMemóórias Associativas rias Associativas InterpolativasInterpolativas
Implementa um mapeamento Implementa um mapeamento ΦΦ de X para Y tal que de X para Y tal que 
ΦΦ ((XXii) = ) = YYii. Mas se o vetor de entrada X diferir de . Mas se o vetor de entrada X diferir de 
um exemplar um exemplar XXii por um vetor D, de forma que por um vetor D, de forma que 
X=X=XXii+D, então a sa+D, então a saíída da memda da memóória tambria tambéém  difere m  difere 
dos exemplares de sados exemplares de saíída por um vetor E, ou seja:da por um vetor E, ou seja:
ΦΦ (X) = (X) = ΦΦ ((XXii+D) = +D) = YYii +E.+E.
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–– MemMemóórias rias AutoassociativasAutoassociativas

Assume que Assume que XXii = = YYii e implementa um mapeamento e implementa um mapeamento 
ΦΦ de X para X tal que de X para X tal que ΦΦ ((XXii) = ) = XXii. Se X for o mais . Se X for o mais 
prpróóximoximo (menor distância de (menor distância de HammingHamming) de ) de XXii do do 
que qualquer que qualquer XXjj, j=1,2,...,L, então , j=1,2,...,L, então ΦΦ (X) = (X) = XXii..
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ImplementaImplementaçção Matemão Matemááticatica
Construir uma memConstruir uma memóória associativa não ria associativa não éé difdifíícil se cil se 
introduzirmos a restriintroduzirmos a restriçção de que os vetores ão de que os vetores 
exemplares devam ser exemplares devam ser ““ortonormaisortonormais”” entre si entre si 
(vetores dos v(vetores dos véértices de um Cubo de rtices de um Cubo de HammingHamming).).

XXii
TT..XXjj==δδijij, onde , onde δδijij= 1 se i=j, e = 1 se i=j, e δδijij=0 se i=0 se i≠≠j.j.

ΦΦ (X) = (Y(X) = (Y11XX11
T T + Y+ Y22XX22

TT + ... + Y+ ... + YLLXXLL
TT).X).X

ExemploExemplo
ΦΦ (X(X22) = (Y) = (Y11XX11

T T + Y+ Y22XX22
TT + ... + Y+ ... + YLLXXLL

TT).X).X22

ΦΦ (X(X22) = Y) = Y11XX11
T T XX22 + Y+ Y22XX22

T T XX22 + ... + Y+ ... + YLLXXLL
TTXX22

ΦΦ (X(X22) = Y) = Y11δδ1122 + Y+ Y2 2 δδ 2222 + ... + Y+ ... + YL L δδ LL22

δδijij=0=0 ii≠≠j,  j,  δδijij=1=1 i=j i=j 
ΦΦ (X(X22) = Y) = Y22
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ImplementaImplementaçção por Redes Neurais ão por Redes Neurais 
(Elementos Processadores Distribu(Elementos Processadores Distribuíídos)dos)

A MEMA MEMÓÓRIA RIA BAMBAM
((BidirectionalBidirectional AssociativeAssociative MemoryMemory))

–– Consiste de duas camadas de neurônios que Consiste de duas camadas de neurônios que 
estão completamente conectados entre as estão completamente conectados entre as 
camadas. Cada neurônio estcamadas. Cada neurônio estáá conectados a si conectados a si 
mesmo.mesmo.

–– O peso das conexões O peso das conexões éé determinado  adeterminado  a--priori, priori, 
baseado nos vetores de baseado nos vetores de ““treinamentotreinamento””..
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1

2

3

4

n

... ...

1

2

3

4

m

CamadaCamada
XX

CamadaCamada
YY

W

WT

2

xi1

xi2

xi3

xi4

xin

yi1

yi2

yi3

yi4

yim
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““TreinamentoTreinamento”” da BAMda BAM
–– A matriz de pesos W A matriz de pesos W éé construconstruíída da 

utilizando o modelo de utilizando o modelo de AssociadorAssociador Linear.Linear.
Dados L pares de vetores que constituem o Dados L pares de vetores que constituem o 
conjunto de exemplares que desejamos conjunto de exemplares que desejamos 
armazenar,armazenar,
W= YW= Y11XX11

TT + Y+ Y22XX22
TT + Y+ Y33XX33

TT + ... + Y+ ... + YLLXXLL
TT

fornece os pesos das conexões da camada X fornece os pesos das conexões da camada X 
para a camada Y.para a camada Y.
WWTT

fornece os pesos das conexões da camada Y fornece os pesos das conexões da camada Y 
para a camada X.para a camada X.
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Processamento da BAMProcessamento da BAM
–– CCáálculo das Matrizes de Pesoslculo das Matrizes de Pesos
–– RecuperaRecuperaçção da Informaão da Informaççãoão

Aplicar um par de vetores iniciais (XAplicar um par de vetores iniciais (X00,Y,Y00).).
Propagar a informaPropagar a informaçção de X para Y ão de X para Y 

(multiplicar X(multiplicar X00 pela matriz W) e atualizar Y.pela matriz W) e atualizar Y.
Propagar a informaPropagar a informaçção atualizada de Y para X ão atualizada de Y para X 

(multiplicar Y pela matriz W(multiplicar Y pela matriz WTT) e atualizar X.) e atualizar X.
Repetir os passos 2 e 3 atRepetir os passos 2 e 3 atéé não haver não haver 

mudanmudançça nos valores dos neurônios.a nos valores dos neurônios.

–– Dado XDado X00 o resultado sero resultado seráá XXii com a menor com a menor 
distância de distância de HammingHamming de Xde X00..
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Algumas ConsideraAlgumas Consideraççõesões
–– ÉÉ este algoritmo que fornece este algoritmo que fornece àà BAM suas BAM suas 

caractercaracteríísticas bisticas bi--direcionais.direcionais.
–– Os termos Os termos ““entradaentrada”” e e ““sasaíídada”” dependem da dependem da 

diredireçção atual de propagaão atual de propagaçção.ão.
–– ApApóós algumas iteras algumas iteraçções a rede irões a rede iráá estabilizar em estabilizar em 

um estado estum estado estáável.vel.
–– Não sobrecarregar demais a memNão sobrecarregar demais a memóória com muita ria com muita 

informainformaçção, ou ela irão, ou ela iráá estabilizar em um estabilizar em um ““estado estado 
espespúúriorio”” ((crosstalkcrosstalk).).

–– O O CrosstalkCrosstalk ocorre quando os padrões exemplares ocorre quando os padrões exemplares 
estão muito estão muito ““prpróóximosximos”” uns dos outros.uns dos outros.
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MatemMatemáática da BAMtica da BAM
–– Os neurônios calculam o net, como neurônios Os neurônios calculam o net, como neurônios 

““normaisnormais””::

XWnet

xwnet

i

Y

n

j
jij

Y
i

.
Y. camada a paranet  do cálculo

Y. camada da  neurônio o paranet  do cálculo

1

=

= ∑
=
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MatemMatemáática da BAMtica da BAM
–– Os neurônios calculam o net, como neurônios Os neurônios calculam o net, como neurônios 

““normaisnormais””::

YWnet

ywnet

j

TX

m

i
iji

X
j

.
X. camada a paranet  do cálculo

X. camada da  neurônio o paranet  do cálculo

1

=

= ∑
=
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MatemMatemáática da BAMtica da BAM
–– O valor da saO valor da saíída para cada neurônio depende do da para cada neurônio depende do 

valor do net e do valor da savalor do net e do valor da saíída da ““anterioranterior””. . 

⎪
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Alguns exemplosAlguns exemplos
[ ] [ ]
[ ] [ ]

⎥
⎥
⎥
⎥
⎥
⎥
⎥
⎥

⎦

⎤

⎢
⎢
⎢
⎢
⎢
⎢
⎢
⎢

⎣

⎡

−−−
−−

−−−
−−−
−−−

−−

=

+=

−−=−−−−−=

−−−−=−−−−−=

2020202220
0202020002
2020202220
2020202220
2020202220

0202020002

1,1,1,1,1,1  e 1,1,1,1,1,1,1,1,1,1

1,1,1,1,1,1  e 1,1,1,1,1,1,1,1,1,1

2211

22

11

W

XYXYW

YX

YX

TT

TT

TT

Prof. Dr. Mauro Roisenberg - CPGCC - INE - UFSC

Redes Neurais ArtificiaisRedes Neurais Artificiais
MemMemóória BAMria BAM

Exemplo Exemplo -- continuacontinuaççãoão
–– Tomemos XTomemos X00=[=[--1,1,--1,1,--1,1,1,1,--1,1,1,1,1,1,--1,1,--1,1]1,1]TT

–– h(Xh(X00,X,X11)=1 e h(X)=1 e h(X00,X,X22)=7 (distância de )=7 (distância de HammingHamming))
–– Fazemos YFazemos Y00 igual a um dos vetores exemplares (ou usamos igual a um dos vetores exemplares (ou usamos 

um vetor bipolar aleatum vetor bipolar aleatóório) Yrio) Y00=Y=Y22=[1,1,1,1,=[1,1,1,1,--1,1,--1]1]TT..
–– Propagamos de X para Y, jPropagamos de X para Y, jáá que a que a ““chavechave”” éé XX00..
–– netnetYY=W.X=W.X00=[4,=[4,--12,12,--12,12,--12,4,12]12,4,12]TT

–– Calculamos o novo vetor Y, Calculamos o novo vetor Y, YYnewnew=[1,=[1,--1,1,--1,1,--1,1,1]1,1,1]TT

–– Propagamos agora de Y para X.Propagamos agora de Y para X.
–– netnetXX=[4,=[4,--8,8,--8,8,8,8,--4,8,4,4,8,4,--8,8,--4,8]4,8]TT

–– Calculamos o novo vetor X, Calculamos o novo vetor X, XXnewnew=[1,=[1,--1,1,--1,1,1,1,--1,1,1,1,1,1,--1,1,--1,1]1,1]TT

–– Novas propagaNovas propagaçções não alterarão o resultado e portanto ões não alterarão o resultado e portanto 
consideramos a memconsideramos a memóória estabilizada e com o padrão Xria estabilizada e com o padrão X11
recuperado.recuperado.
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Exemplo 2Exemplo 2
–– Tomemos XTomemos X00=[=[--1,1,1,1,1,1,--1,1,1,1,1,1,1,1,--1,1,1,1,--1]1]T T e Ye Y00=[=[--1,1,1,1,--1,1,1,1,--1,1,--1]1]TT

–– h(Xh(X00,X,X11)=7 e h(X)=7 e h(X00,X,X22)=5 (distância de )=5 (distância de HammingHamming))
–– h(Yh(Y00,Y,Y11)=4 e h(Y)=4 e h(Y00,Y,Y22)=2)=2
–– Propagamos de X para Y, jPropagamos de X para Y, jáá que a que a ““chavechave”” éé XX00..
–– netnetYY=W.X=W.X00=[=[--4,4,4,,4,4,4,4,,4,--4]4]TT

–– Calculamos o novo vetor Y, Calculamos o novo vetor Y, YYnewnew=[=[--1,1,1,1,1,1,1,1,1,1,--1]1]TT

–– Propagamos agora de Y para X.Propagamos agora de Y para X.
–– netnetXX=[=[--4,8,8,4,8,8,--8,4,8,4,--8,8,--4,8,4,4,8,4,--8]8]TT

–– Calculamos o novo vetor X, Calculamos o novo vetor X, XXnewnew=[=[--1,1,1,1,1,1,--1,1,1,1,--1,1,--1,1,1,1,1,1,--1]1]TT

–– Novas propagaNovas propagaçções não alterarão o resultado e portanto ões não alterarão o resultado e portanto 
consideramos a memconsideramos a memóória estabilizada.ria estabilizada.

–– Qual foi o padrão recuperado?Qual foi o padrão recuperado?
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Exemplo 2 Exemplo 2 -- continuacontinuaççãoão
–– O padrão recuperado foi o O padrão recuperado foi o ““complementocomplemento””

de Xde X11..
–– Propriedade bPropriedade báásica da BAM: Se sica da BAM: Se 

armazenamos um padrão (X,Y), armazenamos um padrão (X,Y), 
automaticamente armazenamos o automaticamente armazenamos o 
complemento do padrão.complemento do padrão.

–– Não Não éé comum uma criancomum uma criançça dizer a dizer ““apagaapaga”” a a 
luz quando na verdade quer acender a luz?luz quando na verdade quer acender a luz?
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A EquaA Equaçção de Energia da BAMão de Energia da BAM
–– Uma Uma ““conversaconversa”” a respeito de a respeito de 

ESTABILIDADE e CONVERGÊNCIA.ESTABILIDADE e CONVERGÊNCIA.
O processamento de sistemas neurais artificiais O processamento de sistemas neurais artificiais éé
governado tipicamente por duas governado tipicamente por duas ááreas da reas da 
matemmatemáática: a ESTABILIDADE GLOBAL e a tica: a ESTABILIDADE GLOBAL e a 
CONVERGÊNCIA.CONVERGÊNCIA.
ESTABILIDADE GLOBAL ESTABILIDADE GLOBAL éé a eventual a eventual 
estabilizaestabilizaçção de todas as ativaão de todas as ativaçções dos neurônios ões dos neurônios 
a partir de uma entrada inicial.a partir de uma entrada inicial.
CONVERGÊNCIA CONVERGÊNCIA éé a eventual minimizaa eventual minimizaçção do ão do 
erro entre as saerro entre as saíídas calculadas e desejadas.das calculadas e desejadas.
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Uma Uma ““conversaconversa”” a respeito de a respeito de 
ESTABILIDADE e CONVERGÊNCIA.ESTABILIDADE e CONVERGÊNCIA.

Durante o processo de treinamento, nas redes Durante o processo de treinamento, nas redes 
diretas com neurônios estdiretas com neurônios estááticos, os pesos ticos, os pesos 
formavam um sistema dinâmico. Isto formavam um sistema dinâmico. Isto éé, os pesos , os pesos 
se alteravam em funse alteravam em funçção do tempo, e estas ão do tempo, e estas 
alteraalteraçções podiam ser representadas por um ões podiam ser representadas por um 
conjunto de equaconjunto de equaçções diferenciais.ões diferenciais.
Para a BAM, uma situaPara a BAM, uma situaçção diferente ocorre. Os ão diferente ocorre. Os 
pesos são calculados anteriormente e não fazem pesos são calculados anteriormente e não fazem 
parte do sistema dinâmico. Por outro lado, a parte do sistema dinâmico. Por outro lado, a 
rede pode levar vrede pode levar váários rios ““passospassos”” atatéé se estabilizar. se estabilizar. 
Neste caso os vetores X e Y mudam em funNeste caso os vetores X e Y mudam em funçção ão 
do tempo e formam um sistema dinâmico.do tempo e formam um sistema dinâmico.
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Uma Uma ““conversaconversa”” a respeito de a respeito de 
ESTABILIDADE e CONVERGÊNCIA.ESTABILIDADE e CONVERGÊNCIA.

A questão então para os sistemas dinâmicos A questão então para os sistemas dinâmicos 
representados por redes neurais artificiais representados por redes neurais artificiais éé se o se o 
sistema vai sistema vai CONVERGIRCONVERGIR para uma SOLUpara uma SOLUÇÇÃO ÃO 
ESTESTÁÁVELVEL..
Infelizmente muitos modelos de redes neurais Infelizmente muitos modelos de redes neurais 
não possuem provas para a convergência.não possuem provas para a convergência.
Quanto a estabilidade, na teoria de sistemas Quanto a estabilidade, na teoria de sistemas 
dinâmicos, um teorema pode ser provado no que dinâmicos, um teorema pode ser provado no que 
diz respeito a existência de estados estdiz respeito a existência de estados estááveis.veis.
Este teorema utiliza o conceito de uma funEste teorema utiliza o conceito de uma funçção ão 
chamada FUNchamada FUNÇÇÃO DE LYAPUNOV.ÃO DE LYAPUNOV.

Prof. Dr. Mauro Roisenberg - CPGCC - INE - UFSC

Redes Neurais ArtificiaisRedes Neurais Artificiais
MemMemóória BAMria BAM

Uma Uma ““conversaconversa”” a respeito de a respeito de 
ESTABILIDADE e CONVERGÊNCIA.ESTABILIDADE e CONVERGÊNCIA.
–– FUNFUNÇÇÃO DE LYAPUNOVÃO DE LYAPUNOV

DefiniDefiniçção: um ponto fixo ão: um ponto fixo χχ éé estestáável no sentido vel no sentido 
de de LyapunovLyapunov se para todo se para todo εε > 0 existir um > 0 existir um δδ > 0 > 0 
tal que se ||x(ttal que se ||x(t00))-- χχ ||< ||< δδ, então ||x(t), então ||x(t)-- χχ ||< ||< εε
para todo t >=tpara todo t >=t00. Se al. Se aléém disso toda vizinhanm disso toda vizinhançça a 
de x(tde x(t00) tende para ) tende para χχ quando t vai a quando t vai a ∝∝, dizemos , dizemos 
que que χχ éé assintoticamenteassintoticamente estestáável.vel.
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FUNFUNÇÇÃO DE LYAPUNOVÃO DE LYAPUNOV
Se pudermos encontrar uma funSe pudermos encontrar uma funçção limitada das ão limitada das 
varivariááveis de estado de um sistema dinâmico, de veis de estado de um sistema dinâmico, de 
tal modo que toda mudantal modo que toda mudançça de estado resulte a de estado resulte 
em uma diminuiem uma diminuiçção do valor da funão do valor da funçção, então o ão, então o 
sistema possui uma solusistema possui uma soluçção estão estáável.vel.
Esta funEsta funçção ão éé chamada de Funchamada de Funçção de ão de LyapunovLyapunov
ou Funou Funçção de Energia.ão de Energia.
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A EquaA Equaçção de Energia da BAMão de Energia da BAM
–– No caso da BAM, a FunNo caso da BAM, a Funçção de ão de LyapunovLyapunov

existe e existe e éé chamada chamada funfunçção de energia da ão de energia da 
BAMBAM e possui a forma:e possui a forma:

E(X,Y) = E(X,Y) = --YYTT.W.X.W.X
–– ou em termos dos seus componentes:ou em termos dos seus componentes:

∑∑
= =

−=
m

i

n

j
jiwijxyE

1 1
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A EquaA Equaçção de Energia da BAMão de Energia da BAM
–– Teorema de Teorema de CohenCohen--GrossbergGrossberg de de 

Estabilidade da BAMEstabilidade da BAM
1. Qualquer mudan1. Qualquer mudançça em X ou Y durante o processamento a em X ou Y durante o processamento 
da BAM resulta em uma diminuida BAM resulta em uma diminuiçção de ão de EE..

2. E 2. E éé limitada inferiormente por limitada inferiormente por EEminmin = = --ΣΣijij|w|wijij|.|.
3. Quando E muda, ela deve mudar de valores finitos.3. Quando E muda, ela deve mudar de valores finitos.

–– Itens 1 e 2 provam que E Itens 1 e 2 provam que E éé uma funuma funçção de ão de 
LyapunovLyapunov. Item 3 restringe a possibilidade que as . Item 3 restringe a possibilidade que as 
mudanmudançças em E sejam infinitesimais, o que levaria a as em E sejam infinitesimais, o que levaria a 
um tempo de convergência infinito. um tempo de convergência infinito. 
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A EquaA Equaçção de Energia da BAMão de Energia da BAM

En
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A EquaA Equaçção de Energia da BAMão de Energia da BAM
–– ExemploExemplo

Para o exemplo 1 visto anteriormente:Para o exemplo 1 visto anteriormente:
EEminmin = = --ΣΣijij|w|wijij| = | = -- 6464

para para XX00=[=[--1,1,--1,1,--1,1,1,1,--1,1,1,1,1,1,--1,1,--1,1]1,1]TT e e YY00=[1,1,1,1,=[1,1,1,1,--1,1,--1]1]TT

E = E = --YY00
TTWXWX00 = = -- 4040

para para XX00=[=[--1,1,--1,1,--1,1,1,1,--1,1,1,1,1,1,--1,1,--1,1]1,1]TT e e YYnewnew=[1,=[1,--1,1,--1,1,--1,1,--1,1]1,1]TT

E = E = --YYTT
newnewWXWX00 = = -- 5656

para para XXnewnew=[1,=[1,--1,1,--1,1,1,1,--1,1,1,1,1,1,--1,1,--1,1]1,1]TT e e YYnewnew=[1,=[1,--1,1,--1,1,--1,1,--1,1]1,1]TT

E = E = --YYTT
newnewWXWXnewnew = = -- 6464
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A MemA Memóória de ria de HopfieldHopfield

Conceitos BConceitos Báásicossicos
–– Quem Quem éé John John HopfieldHopfield??

ÉÉ um professor de biologia e quum professor de biologia e quíímica do mica do CalTechCalTech --
CaliforniaCalifornia InstituteInstitute of of TechnologyTechnology..

–– O que ele fez?O que ele fez?
Em 1982 Em 1982 HopfieldHopfield publicou um artigo que publicou um artigo que 
influenciou vinfluenciou váários pesquisadores, chamando a rios pesquisadores, chamando a 
atenatençção para as propriedades associativas de um ão para as propriedades associativas de um 
classe de Redes Neurais.classe de Redes Neurais.
A anA anáálise lise éé baseada na definibaseada na definiçção de ão de ““energiaenergia”” da da 
rede e uma prova de que a rede opera minimizando rede e uma prova de que a rede opera minimizando 
esta energia quando evolui para padrões estesta energia quando evolui para padrões estááveis de veis de 
operaoperaçção.ão.
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DefiniDefiniçções Iniciaisões Iniciais
–– ÉÉ uma Memuma Memóória ria AutoassociativaAutoassociativa..
–– Suas entradas são valores binSuas entradas são valores bináários {0,1}.rios {0,1}.
–– Possui uma natureza de operaPossui uma natureza de operaçção assão assííncrona.ncrona.

Isto Isto éé a cada instante de tempo, cada neurônio tem a cada instante de tempo, cada neurônio tem 
se estado de ativase estado de ativaçção ão ““avaliadoavaliado”” de maneira de maneira 
independente dos outros neurônios.independente dos outros neurônios.
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Uma primeira figuraUma primeira figura
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Uma segunda figuraUma segunda figura
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Uma terceira figuraUma terceira figura

1 2 3 4 n...2
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Uma quarta figura e um exemploUma quarta figura e um exemplo
–– CCáálculo do net para o neurônio lculo do net para o neurônio ii

–– O valor da saO valor da saíída para cada neurônio depende da para cada neurônio depende 
do valor do net e do valor da sado valor do net e do valor da saíída da ““anterioranterior””..

CCáálculo do valor de salculo do valor de saíída da xxii para o neurônio i no para o neurônio i no 
instante de tempo t+1.instante de tempo t+1.
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Uma quarta figura e um exemploUma quarta figura e um exemplo
–– O valor de saO valor de saíída de um neurônio da de um neurônio éé xxii=0 se ele =0 se ele 

não estnão estáá disparando e disparando e xxii=1 se ele est=1 se ele estáá
disparando.disparando.

–– O neurônio i recebe entradas de um neurônio O neurônio i recebe entradas de um neurônio 
j com uma j com uma ““forforççaa”” definida como definida como wwijij..

–– Como as conexões são bidirecionais, Como as conexões são bidirecionais, wwijij==wwjiji..
–– UUii éé o valor de limiar (o valor de limiar (thresholdthreshold) acima do ) acima do 

qual o neurônio dispara (saqual o neurônio dispara (saíída da xxii=1).=1).
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Uma quarta figura e um exemploUma quarta figura e um exemplo

U1=
-0,1

w12=w21=-0,5

w23=w32=0,6

w13=w31=0,2

U2=
0

U3=
0
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Uma quarta figura e um exemploUma quarta figura e um exemplo
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Uma quarta figura e um exemploUma quarta figura e um exemplo

–– Dado um estado qualquer, digamos xDado um estado qualquer, digamos x11,x,x22,x,x33=000.=000.
–– Podemos calcular o que vai acontecer quando Podemos calcular o que vai acontecer quando 

““avaliarmosavaliarmos”” cada neurônio.cada neurônio.
Se o neurônio 1 for o primeiro a ser avaliado:Se o neurônio 1 for o primeiro a ser avaliado:
xx11(t+1)=0.((t+1)=0.(--0,5)+0.(0,2)=0 > 0,5)+0.(0,2)=0 > --0,1 (U0,1 (U11))
xx11(t+1)=1(t+1)=1

Logo o novo estado Logo o novo estado éé xx11,x,x22,x,x33=100.=100.
Se o neurônio 2 for o primeiro a ser avaliado:Se o neurônio 2 for o primeiro a ser avaliado:
xx22(t+1)=0.((t+1)=0.(--0,5)+0.(062)=0 < 0 (U0,5)+0.(062)=0 < 0 (U22))
xx22(t+1)=0(t+1)=0

Logo o novo estado Logo o novo estado éé xx11,x,x22,x,x33=000.=000.
Se o neurônio 3 for o primeiro a ser avaliado:Se o neurônio 3 for o primeiro a ser avaliado:
xx33(t+1)=0.(0,2)+0.(0,6)=0 < 0 (U(t+1)=0.(0,2)+0.(0,6)=0 < 0 (U33))
xx33(t+1)=0(t+1)=0

Logo o novo estado Logo o novo estado éé xx11,x,x22,x,x33=000.=000.
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Uma quarta figura e um exemploUma quarta figura e um exemplo

1
1  0

0
0  0

1
0  0

1
0  1

1
1  1

0
1  1

0
1  0

0
0  11/3

1/3

1/3

1/3

1/3

1/3

1/3

1/3

1/3

2/3

2/3

2/3

2/3

3/3

Prof. Dr. Mauro Roisenberg - CPGCC - INE - UFSC

Redes Neurais ArtificiaisRedes Neurais Artificiais
MemMemóória de ria de HopfieldHopfield

A EquaA Equaçção de Energia da Memão de Energia da Memóória de ria de 
HopfieldHopfield
–– A maneira como os estados estão organizados A maneira como os estados estão organizados 

no slide anterior não no slide anterior não éé acidental.acidental.
–– Eles estão arranjados de tal maneira que uma Eles estão arranjados de tal maneira que uma 

mudanmudançça de estado ou permanece a de estado ou permanece namesmanamesma
““alturaaltura”” ou vai para ou vai para ““baixobaixo””..

–– Cada estado estCada estado estáá associado a um valor de associado a um valor de 
energia que tende a diminuir cada vez que um energia que tende a diminuir cada vez que um 
neurônio altera seu estado.neurônio altera seu estado.
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A EquaA Equaçção de Energia da Memão de Energia da Memóória de ria de 
HopfieldHopfield
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A EquaA Equaçção de Energia da Memão de Energia da Memóória de ria de 
HopfieldHopfield
–– Voltando ao ExemploVoltando ao Exemplo

Para o estado xPara o estado x11,x,x22,x,x33=111=111
E=E=--1/2(w1/2(w1212.x.x11.x.x22+w+w1313xx11xx33+w+w2323xx22xx33)+U)+U11.x.x11+U+U22.x.x22+U+U33.x.x33

E=E=--1/2((1/2((--0,5).1.1+0,2.1.1+0,6.1.1)+(0,5).1.1+0,2.1.1+0,6.1.1)+(--0,1).1+0.1+0.10,1).1+0.1+0.1
E=E=--1/2(1/2(--0,5+0,2+0,6)+(0,5+0,2+0,6)+(--0,1)0,1)
E=E=--1/2(0,3)1/2(0,3)--0,10,1
E=E=--0,250,25
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A EquaA Equaçção de Energia da Memão de Energia da Memóória de ria de 
HopfieldHopfield
–– Voltando ao Exemplo Voltando ao Exemplo -- continuacontinuaççãoão

Para o estado xPara o estado x11,x,x22,x,x33=011=011
E=E=--1/2(w1/2(w1212.x.x11.x.x22+w+w1313xx11xx33+w+w2323xx22xx33)+U)+U11.x.x11+U+U22.x.x22+U+U33.x.x33

E=E=--1/2((1/2((--0,5).0.1+0,2.0.1+0,6.1.1)+(0,5).0.1+0,2.0.1+0,6.1.1)+(--0,1).0+0.1+0.10,1).0+0.1+0.1
E=E=--1/2(0,6)1/2(0,6)
E=E=--0,30,3
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Como criar Estados EstComo criar Estados Estááveis na Memveis na Memóória ria 
de de HopfieldHopfield
–– O comportamento da rede pode ser O comportamento da rede pode ser úútil se os til se os 

estados estestados estááveis puderem ser selecionados ou veis puderem ser selecionados ou 
criados pelo usucriados pelo usuáário.rio.

–– Estados EstEstados Estááveis podem ser criadosveis podem ser criados
AtravAtravéés do cs do cáálculo prlculo préévio dos valores dos pesos das vio dos valores dos pesos das 
conexão conexão -- como na BAM.como na BAM.
AtravAtravéés de treinamento.s de treinamento.
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Criando estados estCriando estados estááveis atravveis atravéés do s do 
ccáálculo prlculo préévio das conexões.vio das conexões.
ExemploExemplo
–– Suponha que tenhamos uma rede de Suponha que tenhamos uma rede de HopfieldHopfield

com três neurônios e desejamos dois estados com três neurônios e desejamos dois estados 
estestááveis: x1,x2,x3=010 e 111veis: x1,x2,x3=010 e 111

chamemos X1,x2,x3=010 de estado padrão A,chamemos X1,x2,x3=010 de estado padrão A,
chamemos X1,x2,x3=111 de estado padrão B.chamemos X1,x2,x3=111 de estado padrão B.
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Criando estados estCriando estados estááveis atravveis atravéés do s do 
ccáálculo prlculo préévio das conexões.vio das conexões.
ExemploExemplo
–– para o estado padrão Apara o estado padrão A

xx11=0.=0.
Logo, wLogo, w1212xx22+w+w1313xx33--UU11<0.<0.
Mas xMas x22=1 e x=1 e x33=0.=0.
Assim, wAssim, w1212--UU11<0.<0.
Do mesmo modo para xDo mesmo modo para x22, U, U22<0.<0.
E, para xE, para x33, w, w2323--UU33<0<0
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Criando estados estCriando estados estááveis atravveis atravéés do s do 
ccáálculo prlculo préévio das conexões.vio das conexões.
ExemploExemplo
–– para o estado padrão Bpara o estado padrão B

xx11=1.=1.
Logo, wLogo, w1212xx22+w+w1313xx33--UU11>0.>0.
Mas xMas x22=1 e x=1 e x33=1.=1.
Assim, wAssim, w1212+w+w1313--UU11>0.>0.
Do mesmo modo para xDo mesmo modo para x22, w, w1212+w+w2323--UU22>0.>0.
E, para xE, para x33, w, w2323+w+w1313--UU33>0>0
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Criando estados estCriando estados estááveis atravveis atravéés do s do 
ccáálculo prlculo préévio das conexões.vio das conexões.
ExemploExemplo
–– o conjunto de o conjunto de inequainequaççõesões agora pode ser agora pode ser 

resolvido.resolvido.
Arbitremos para wArbitremos para w1212 o valor 0,5.o valor 0,5.
Então para satisfazer a primeira Então para satisfazer a primeira inequainequaççãoão
0,5<U0,5<U11<1. Arbitremos o valor 0,7.<1. Arbitremos o valor 0,7.
Da quarta Da quarta inequainequaççãoão 0,2<w0,2<w1313<1. Arbitremos o valor <1. Arbitremos o valor 
0,4.0,4.
A segunda A segunda inequainequaççãoão requer Urequer U22<0. Arbitremos 0,2.<0. Arbitremos 0,2.
E assim por diante.E assim por diante.
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Criando estados estCriando estados estááveis atravveis atravéés do s do 
ccáálculo prlculo préévio das conexões.vio das conexões.
ExemploExemplo
–– FinalmenteFinalmente

ww1212 = 0,5.= 0,5.
ww1313 = 0,4.= 0,4.
ww2323 = 0,1.= 0,1.
UU11=0,7.=0,7.
UU22==--0,2.0,2.
UU33=0,4.=0,4.

–– Podemos então construir o diagrama de Podemos então construir o diagrama de 
transitransiçção de estados.ão de estados.
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O Que O Que éé uma Rede uma Rede CounterpropagationCounterpropagation
((CounterPropagationCounterPropagation NetworkNetwork -- CPN)?CPN)?

Basicamente Basicamente éé um modelo de rede neural um modelo de rede neural 
desenvolvido por desenvolvido por HechtHecht--NielsenNielsen em 1987, formado em 1987, formado 
atravatravéés da s da ““combinacombinaççãoão”” de outras duas de outras duas 
arquiteturas jarquiteturas jáá existentes de redes neurais: existentes de redes neurais: A Rede A Rede 
CompetitivaCompetitiva e a estruturae a estrutura OutstarOutstar de de GrossbergGrossberg..
Dado um conjunto de pares de vetores Dado um conjunto de pares de vetores 
(X(X11,Y,Y11),(X),(X22,Y,Y22),...,(X),...,(XLL,Y,YLL), a rede pode aprender a ), a rede pode aprender a 
associar um vetor X na camada de entrada com um associar um vetor X na camada de entrada com um 
vetor Y na camada de savetor Y na camada de saíída.da.
Não usa o aprendizado Não usa o aprendizado backpropagationbackpropagation..
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O Que O Que éé uma Rede uma Rede CounterpropagationCounterpropagation
(CPN)?(CPN)?

Se a relaSe a relaçção entre X e Y puder ser descrita atravão entre X e Y puder ser descrita atravéés s 
de uma funde uma funçção ão ΦΦ contcontíínua, tal que Y= nua, tal que Y= ΦΦ(X), a Rede (X), a Rede 
CPN aprenderCPN aprenderáá a aproximar este mapeamento para a aproximar este mapeamento para 
qualquer valor de X no domqualquer valor de X no domíínio especificado pelo nio especificado pelo 
conjunto de treinamento.conjunto de treinamento.
No modelo original, a rede seria tambNo modelo original, a rede seria tambéém capaz de m capaz de 
aprender o mapeamento da funaprender o mapeamento da funçção inversa se ela ão inversa se ela 
existir.existir.
Como para muitos casos prComo para muitos casos prááticos a funticos a funçção inversa ão inversa 
não existe, a discussão da CPN pode ser simplificada não existe, a discussão da CPN pode ser simplificada 
apresentando apenas o mapeamento direto.apresentando apenas o mapeamento direto.
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Desenho de uma Rede CPN CompletaDesenho de uma Rede CPN Completa
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Desenho de uma Rede CPN Mapeamento Desenho de uma Rede CPN Mapeamento 
DiretoDireto

x1 x2 xn y1 y2 ym

y´1 y´2 y´m
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Como funciona a CPN para mapeamento Como funciona a CPN para mapeamento 
direto?direto?

Ela se parece com uma arquitetura de três camadas Ela se parece com uma arquitetura de três camadas 
de uma rede de uma rede MultiMulti--LayerLayer PerceptronPerceptron, mas o , mas o 
funcionamento funcionamento éé diferente.diferente.
Um vetor de entrada Um vetor de entrada éé aplicado na camada de aplicado na camada de 
entrada, prentrada, préé--processado e propagado para a processado e propagado para a 
camada intermedicamada intermediáária.ria.
Na camada intermediNa camada intermediáária, camada neurônio calcula ria, camada neurônio calcula 
o seu net e compete com os outros neurônios da o seu net e compete com os outros neurônios da 
masmamasma camada para ver quem tem o maior valor de camada para ver quem tem o maior valor de 
net.net.
Apenas a unidade vencedora Apenas a unidade vencedora éé que manda o seu que manda o seu 
sinal para os neurônios da camada de sasinal para os neurônios da camada de saíída.da.
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CaracterCaracteríísticas interessantes da CPN.sticas interessantes da CPN.
–– ++

LanLanççou a idou a idééia de poder combinar via de poder combinar váários tipos de rios tipos de 
redes neurais para formar uma nova arquitetura.redes neurais para formar uma nova arquitetura.
Usa um algoritmo de aprendizado diferente em cada Usa um algoritmo de aprendizado diferente em cada 
camada.camada.
Aprendizado bastante rAprendizado bastante ráápido.pido.
Treinamento: AplicaTreinamento: Aplica--se (X,Y).se (X,Y).
RecuperaRecuperaçção: Aplicaão: Aplica--se (X,se (X,øø), recupera), recupera--se Yse Y´́..

–– --
Não Não éé muito muito ““precisaprecisa””..

Prof. Dr. Mauro Roisenberg - CPGCC - INE - UFSC

Redes Neurais ArtificiaisRedes Neurais Artificiais
A  Rede A  Rede ““CounterpropagationCounterpropagation””

Componentes da CPN.Componentes da CPN.
–– Uma camada de entradaUma camada de entrada

Realiza um Realiza um ““prpréé--processamentoprocessamento”” nos dados de nos dados de 
entrada.entrada.

–– Um neurônio chamado Um neurônio chamado ““instarinstar””
–– Uma camada de Uma camada de instarsinstars, chamada , chamada ““camada camada 

competitivacompetitiva””
–– Uma estrutura conhecida como Uma estrutura conhecida como ““outstaroutstar””
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A Camada de Entrada.A Camada de Entrada.
–– Realiza a normalizaRealiza a normalizaçção dos dados de entrada.ão dos dados de entrada.

Em outros modelos normalmente consideramos a Em outros modelos normalmente consideramos a 
camada de entrada como camada de entrada como ““bufferbuffer””, que faz a , que faz a 
distribuidistribuiçção dos valores de entrada para os ão dos valores de entrada para os 
neurônios da prneurônios da próóxima camada.xima camada.
JJáá fornecemos os valores de entrada escalonados ou fornecemos os valores de entrada escalonados ou 
normalizados, para evitar normalizados, para evitar ““overflowoverflow””..
Isto não funciona assim na natureza. Sistemas Isto não funciona assim na natureza. Sistemas 
biolbiolóógicos devem possuir um mecanismo interno gicos devem possuir um mecanismo interno 
que previna a saturaque previna a saturaçção por valores de entrada ão por valores de entrada 
muito grandes. (ajuste de contraste)muito grandes. (ajuste de contraste)

Prof. Dr. Mauro Roisenberg - CPGCC - INE - UFSC

Redes Neurais ArtificiaisRedes Neurais Artificiais
A  Rede A  Rede ““CounterpropagationCounterpropagation””

A Camada de Entrada.A Camada de Entrada.

1 2 i n-1 n

I1 Ii In

+ - -- -
+

- - +

x1 x2 xi xn-1 xn
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A Camada de Entrada.A Camada de Entrada.
–– Padrão de EntradaPadrão de Entrada

I=(II=(I11,I,I22,...,,...,IIii,...,I,...,Inn--11,I,Inn))TT

–– Intensidade do padrão de entradaIntensidade do padrão de entrada
I=I=ΣΣIIii

–– Padrão de Refletância (normalizado)Padrão de Refletância (normalizado)
θθ=(=(θθ 11, , θθ 22,..., ,..., θθ ii,..., ,..., θθ nn--11, , θθ nn))TT

com com θθ ii = = IIii/ / ΣΣIIii

ΣΣ θθ ii=1=1

–– Valor de saValor de saíída dos neurônios da camada de da dos neurônios da camada de 
entradaentrada

xxii = = IIii/ (/ (ΣΣIIii
22))1/21/2
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A Camada de Entrada.A Camada de Entrada.
O Padrão de Refletância O Padrão de Refletância éé independente da independente da 
intensidade total do padrão de entrada intensidade total do padrão de entrada 
correspondente.correspondente.
O Padrão de Refletância  da face de uma pessoa O Padrão de Refletância  da face de uma pessoa éé a a 
mesma independentemente se a pessoa estmesma independentemente se a pessoa estáá no sol no sol 
ou na sombra.ou na sombra.
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O Instar.O Instar.
A camada intermediA camada intermediáária da CPN possui uma sria da CPN possui uma séérie de rie de 
elementos conhecidos como INSTARS.elementos conhecidos como INSTARS.

W

y
I

I

I

I
I

I

I
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O Instar.O Instar.
Um INSTAR representa um Um INSTAR representa um ““clustercluster”” ou uma ou uma 
““classeclasse”” de padrões.de padrões.
O INSTAR calcula o net ou produto escalar de um O INSTAR calcula o net ou produto escalar de um 
vetor de entrada pelo vetor de pesos.vetor de entrada pelo vetor de pesos.
Tanto o vetor de entrada como o vetor de pesos Tanto o vetor de entrada como o vetor de pesos 
são normalizados.são normalizados.
net=I.W = ||I||.||W||.net=I.W = ||I||.||W||.coscos θθ..
como os vetores estão normalizados, net=como os vetores estão normalizados, net=coscos θθ..
Se desejarmos que o Instar responda ao mSe desejarmos que o Instar responda ao mááximo a ximo a 
um vetor de entrada particular, devemos um vetor de entrada particular, devemos 
providenciar para que o vetor de pesos seja idêntico providenciar para que o vetor de pesos seja idêntico 
ao vetor de entrada. (ao vetor de entrada. (coscos 00oo=1)=1)
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O Instar.O Instar.

I1 I2

y

w1 w2

I

w
θ

w1

w2

I1

I2

O Instar “aprende” um vetor de entrada, rotando seu 
vetor de pesos na direção do vetor de entrada de modo 
que os dois fiquem alinhados.
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O Instar.O Instar.

θ

Dado um vetor I=(0,1) e um vetor inicial 
w(0)=(0.5,0.866), os componentes w1 e w2 evoluem 
com o tempo procurando se alinhar com o vetor I.

I=Wfinal=(0,1)

Winicial=(0.5,0.866)

1

0.5

0.866 w2

w1

tempo
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O Instar.O Instar.

A quantidade (I-W) é um vetor que aponta de W em 
direção a I. W move-se em passos discretos na direção de 
I segundo a equação: W(t+1)=W(t)+α(I-W(t))

θ

I

Winicial=W(0)

I-W
∆W=α(I-W)

W(1)=W(0)+ ∆W
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O Instar aprendendo a se alinhar com a O Instar aprendendo a se alinhar com a 
mméédia de um cluster.dia de um cluster.
–– Um Um úúnico Instar aprendendo um nico Instar aprendendo um úúnico vetor nico vetor 

de entrada não de entrada não éé de grande interesse.de grande interesse.
–– Considere a situaConsidere a situaçção em que temos vão em que temos váários rios 

vetores de entrada, de tal forma prvetores de entrada, de tal forma próóximos ximos 
entre si de modo a que formem um entre si de modo a que formem um ““clustercluster””
(classe).(classe).

–– GostariamosGostariamos que o Instar aprendesse a que o Instar aprendesse a 
representar o cluster, se alinhando com a representar o cluster, se alinhando com a 
mméédia dos vetores da classe.dia dos vetores da classe.
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O Instar aprendendo a se alinhar com a O Instar aprendendo a se alinhar com a 
mméédia de um cluster.dia de um cluster.
–– Procedimento para aprendizado do Instar:Procedimento para aprendizado do Instar:

1.Selecionar aleatoriamente um vetor de 1.Selecionar aleatoriamente um vetor de 
entrada entrada IIii, de acordo com a distribui, de acordo com a distribuiçção de ão de 
probabilidade do cluster.probabilidade do cluster.
2.Calcular 2.Calcular αα(I(I--W) e atualizar o vetor de W) e atualizar o vetor de 
pesos.pesos.
3. Repetir os passos 1 e 2  por um n3. Repetir os passos 1 e 2  por um núúmero mero 
de vezes igual ao nde vezes igual ao núúmero de vetores de mero de vetores de 
entrada do cluster.entrada do cluster.
4. Repetir o passo 3 v4. Repetir o passo 3 váárias vezes.rias vezes.
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O Instar aprendendo a se alinhar com a O Instar aprendendo a se alinhar com a 
mméédia de um cluster.dia de um cluster.

A medida que o aprendizado se desenrola, o vetor de 
peso acaba se estabilizando se uma região que representa 
a média dos vetores de entrada.

I1

I2 I3

I4

W Para aprender um cluster de vetores 
de entrada, selecionamos um valor 
de peso inicial igual a um dos 
membros do cluster.
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Redes CompetitivasRedes Competitivas
–– Um Instar aprende a responder a um grupo de Um Instar aprende a responder a um grupo de 

vetores de entrada vetores de entrada clusterizadosclusterizados juntos em juntos em 
uma região do espauma região do espaçço.o.

–– VVáários rios InstarsInstars, agrupados um uma camada, , agrupados um uma camada, 
cada um respondendo maximamente  a um cada um respondendo maximamente  a um 
grupo de vetores em diferentes regiões do grupo de vetores em diferentes regiões do 
espaespaçço.o.

–– Podemos dizer que esta camada de Podemos dizer que esta camada de InstarsInstars
classifica qualquer vetor de entrada, por que classifica qualquer vetor de entrada, por que 
aquele Instar que tiver a maior saaquele Instar que tiver a maior saíída, da, 
identifica a região do espaidentifica a região do espaçço correspondente o correspondente 
ao vetor de entrada.ao vetor de entrada.
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Redes CompetitivasRedes Competitivas
–– Podemos determinar externamente qual o Podemos determinar externamente qual o 

Instar com maior valor de saInstar com maior valor de saíída (mas isto não da (mas isto não 
existe na natureza).existe na natureza).

–– Podemos tambPodemos tambéém deixar que os m deixar que os InstarsInstars
compitam entre si para ver quem compitam entre si para ver quem éé o o 
vencedor.vencedor.

–– O vencedor leva tudo (O vencedor leva tudo (winnerwinner takestakes allall))
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Redes CompetitivasRedes Competitivas

1 2 i n-1 n

- - - -+

Um sistema com EXCITAUm sistema com EXCITAÇÇÃO CENTRAL e INIBIÃO CENTRAL e INIBIÇÇÕES ÕES 
LATERAIS para implementar a competiLATERAIS para implementar a competiçção entre um ão entre um 
grupo de INSTARS. Cada unidade envia um sinal de grupo de INSTARS. Cada unidade envia um sinal de 
realimentarealimentaçção positivo para si mesmo e um sinal ão positivo para si mesmo e um sinal 
inibitinibitóório para os outros neurônios. A unidade cujo vetor rio para os outros neurônios. A unidade cujo vetor 
de peso melhor representa o vetor de entrada manda o de peso melhor representa o vetor de entrada manda o 
sinal inibitsinal inibitóório mais forte para as outras unidades e rio mais forte para as outras unidades e 
recebe a maior realimentarecebe a maior realimentaçção de si mesmo.ão de si mesmo.
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O O OutstarOutstar ((GrossbergGrossberg).).

x1 x2 xn y1 y2 ym

y´1 y´2 y´m

Um OUTSTAR é composto 
por todas as unidades
da camada de saída
do CPN e por uma
única unidade
da camada 
escondida.
As unidades
da camada 
de saída
participam
de vários OUTSTARS.
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O O OutstarOutstar..

y´1 y´2 y´my1 y2 ym

z
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O O OutstarOutstar..
–– GrossbergGrossberg argumenta que o argumenta que o OutstarOutstar éé a a 

mmíínima estrutura neural capaz de se nima estrutura neural capaz de se 
condicionada. (condicionamento clcondicionada. (condicionamento cláássico)ssico)

–– Durante o perDurante o perííodo de treinamento, o vencedor odo de treinamento, o vencedor 
da competida competiçção na camada escondida fornece ão na camada escondida fornece 
um ESTum ESTÍÍMULO CONDICIONADO (o som da MULO CONDICIONADO (o som da 
campainha) para os neurônios da camada de campainha) para os neurônios da camada de 
sasaíída.da.

–– O ESTO ESTÍÍMULO INCONDICIONADO (a visão da MULO INCONDICIONADO (a visão da 
carne), carne), éé fornecido pelo vetor Y da camada de fornecido pelo vetor Y da camada de 
entrada.entrada.
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O O OutstarOutstar..
–– Como desejamos que a rede aprenda o vetor Como desejamos que a rede aprenda o vetor 

Y, a saY, a saíída ou RESPOSTA NÃO CONDICIONADA da ou RESPOSTA NÃO CONDICIONADA 
(a saliva(a salivaçção) serão) seráá a mesma que o vetor Y.a mesma que o vetor Y.

–– Uma vez que o treinamento esteja completo, Uma vez que o treinamento esteja completo, 
durante a operadurante a operaçção da rede, a saão da rede, a saíída Yda Y´́ iriráá
aparecer na saaparecer na saíída da rede, mesmo que Y seja da da rede, mesmo que Y seja 
zero.zero.
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O O OutstarOutstar..
–– Como apenas um Instar Como apenas um Instar éé o vencedor a cada o vencedor a cada 

vez, o savez, o saíída de cada neurônio da camada de da de cada neurônio da camada de 
sasaíída da éé dada por dada por wwii. . 

wwii(t+1)=(t+1)=wwii(t)+(t)+ββ((yyii--wwii(t))(t))
–– YY´́=(y=(y´́11,y,y´́22,...,y,...,y´́mm))TT

–– YY´́=(w=(w11, w, w22, ...,, ...,wwmm))TT
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O Processamento da CPN.O Processamento da CPN.
–– Podemos agora combinar as estruturas Podemos agora combinar as estruturas 

componentes vistas anteriormente em uma componentes vistas anteriormente em uma 
CPN.CPN.

–– ConsideraConsidera--se uma simulase uma simulaçção digital.ão digital.
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O Processamento da CPN.O Processamento da CPN.
–– PropagaPropagaçção pela CPN.ão pela CPN.
–– ConsideraConsidera--se que a seja jse que a seja jáá esteja treinada.esteja treinada.

0. Apresenta0. Apresenta--se um vetor de entrada I.se um vetor de entrada I.
1. Normaliza1. Normaliza--se o vetor de entrada, se o vetor de entrada, xxii==IIii/(/(ΣΣnnIInn

22))1/21/2

2. Aplica2. Aplica--se este vetor normalizado na porse este vetor normalizado na porçção X da ão X da 
camada de entrada. Aplicacamada de entrada. Aplica--se zero (vetor nulo) na se zero (vetor nulo) na 
porporçção Y desta mesma camadaão Y desta mesma camada
3. Uma vez que o vetor de entrada est3. Uma vez que o vetor de entrada estáá
normalizado, a camada de entrada apenas distribui normalizado, a camada de entrada apenas distribui 
este valor para os neurônios da camada este valor para os neurônios da camada 
intermediintermediáária.ria.
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O Processamento da CPN.O Processamento da CPN.
–– PropagaPropagaçção pela CPN.ão pela CPN.

4. A camada intermedi4. A camada intermediáária ria éé uma camada uma camada 
competitiva do tipo o vencedor leva tudo. Aquela competitiva do tipo o vencedor leva tudo. Aquela 
unidade cujo vetor de peso melhor representa o unidade cujo vetor de peso melhor representa o 
vetor de entrada vetor de entrada ““vencevence”” e tem sua sae tem sua saíída da setadasetada
para 1. Todas as unidades restantes tem sua sapara 1. Todas as unidades restantes tem sua saíída da 
zerada.zerada.
5. A unidade vencedora da camada intermedi5. A unidade vencedora da camada intermediáária ria 
excita o excita o OutstarOutstar e o valor de sae o valor de saíída da rede da da rede éé
calculado. O valor da sacalculado. O valor da saíída serda seráá igual ao valor do igual ao valor do 
peso das conexões.peso das conexões.
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O Processamento da CPN.O Processamento da CPN.
–– Treinamento da CPN Treinamento da CPN -- Camada Competitiva.Camada Competitiva.
–– ConsideraConsidera--se os vetores de entrada prse os vetores de entrada préé--

normalizados.normalizados.
–– Existe um juiz externo para determinar o Existe um juiz externo para determinar o 

vencedor da rede competitiva.vencedor da rede competitiva.
1. Selecionar um vetor de entrada.1. Selecionar um vetor de entrada.
2. Normalizar o vetor de entrada e aplic2. Normalizar o vetor de entrada e aplicáá--lo lo àà Rede Rede 
Competitiva.Competitiva.
3. Determinar o vencedor (neurônio com maior net)3. Determinar o vencedor (neurônio com maior net)
4. Calcular 4. Calcular αα(X(X--W) apenas para a unidade W) apenas para a unidade 
vencedora e vencedora e atualiazratualiazr o vetor de peso desta unidadeo vetor de peso desta unidade

W(t+1)=W(t)+W(t+1)=W(t)+αα(X(X--W(t))W(t))
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O Processamento da CPN.O Processamento da CPN.
–– Treinamento da CPN Treinamento da CPN -- Camada Competitiva.Camada Competitiva.

5. Repetir os passos 1 a 4, at5. Repetir os passos 1 a 4, atéé todos os vetores de todos os vetores de 
treinamento terem sido processados 1 vez.treinamento terem sido processados 1 vez.
6. Repetir a etapa 5 at6. Repetir a etapa 5 atéé todos os vetores de entrada todos os vetores de entrada 
serem classificados corretamente.serem classificados corretamente.
7. Testar.7. Testar.
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O Processamento da CPN.O Processamento da CPN.
–– Treinamento da CPN Treinamento da CPN -- Camada de SaCamada de Saíída.da.
–– Caso 1. Suponha que cada cluster represente Caso 1. Suponha que cada cluster represente 

uma classe, e todos os vetores em um cluster uma classe, e todos os vetores em um cluster 
mapeiem um mapeiem um úúnico vetor de sanico vetor de saíída.da.

Não Não éé necessnecessáário treinamento iterativo.rio treinamento iterativo.
Se a Se a ii--éésimasima unidade da camada competitiva vence unidade da camada competitiva vence 
para todos os vetores de uma classe cuja sapara todos os vetores de uma classe cuja saíída da 
desejada desejada éé um vetor A, então um vetor A, então setamossetamos wwkiki==AAkk, onde , onde 
wwkiki éé o peso da conexão da o peso da conexão da ii--éésimasima da camada da camada 
escondida para a escondida para a kk--éésimasima unidade de saunidade de saíída.da.
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Redes Neurais ArtificiaisRedes Neurais Artificiais
A  Rede A  Rede ““CounterpropagationCounterpropagation””

O Processamento da CPN.O Processamento da CPN.
–– Treinamento da CPN Treinamento da CPN -- Camada de SaCamada de Saíída.da.
–– Caso 2. Se cada vetor de entrada em um Caso 2. Se cada vetor de entrada em um 

cluster mapear para um vetor de sacluster mapear para um vetor de saíída da 
diferente, então o processo de diferente, então o processo de aprendizadomaprendizadom
deve levar o deve levar o outstaroutstar a reproduzir a ma reproduzir a méédia dos dia dos 
vetores de savetores de saíída quando algum membro da da quando algum membro da 
classe for apresentado na entrada da CPN.classe for apresentado na entrada da CPN.

–– Se a mSe a méédia dos valores de sadia dos valores de saíída não for da não for 
conhecida, então um processo iterativo deve conhecida, então um processo iterativo deve 
ser utilizado.ser utilizado.
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A  Rede A  Rede ““CounterpropagationCounterpropagation””

O Processamento da CPN.O Processamento da CPN.
–– Treinamento da CPN Treinamento da CPN -- Camada de SaCamada de Saíída.da.
–– Caso 2. Caso 2. 

1. Aplica1. Aplica--se um vetor de entrada normalizado se um vetor de entrada normalizado XkXk, e , e 
seu correspondente vetor de saseu correspondente vetor de saíída da YkYk, , ààs entradas s entradas 
X e Y da camada de entrada da rede.X e Y da camada de entrada da rede.
2. Determina2. Determina--se a unidade vencedora da camada se a unidade vencedora da camada 
competitiva.competitiva.
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Redes Neurais ArtificiaisRedes Neurais Artificiais
A  Rede A  Rede ““CounterpropagationCounterpropagation””

O Processamento da CPN.O Processamento da CPN.
–– Treinamento da CPN Treinamento da CPN -- Camada de SaCamada de Saíída.da.
–– Caso 2. Caso 2. 

3. Atualiza3. Atualiza--se os pesos das conexões da unidade se os pesos das conexões da unidade 
vencedora da camada competitiva com as unidades vencedora da camada competitiva com as unidades 
de sade saíída.da.

wwii(t+1)=(t+1)=wwii(t)+(t)+ββ((yykiki--wwii(t))(t))
4. Repete4. Repete--se os passos 1 a 3 atse os passos 1 a 3 atéé que todos os que todos os 
vetores de todas as classes produzam savetores de todas as classes produzam saíídas das 
satisfatsatisfatóórias.rias.
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Redes Neurais ArtificiaisRedes Neurais Artificiais
A  Rede A  Rede ““CounterpropagationCounterpropagation””

Exemplo de AplicaExemplo de Aplicaçção da CPN.ão da CPN.
–– Ensinar para um robô, o ângulo em que se Ensinar para um robô, o ângulo em que se 

encontra um determinado objeto.encontra um determinado objeto.

Rede
Counterpropagation
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Redes AutoRedes Auto--OrganizOrganizááveisveis

MetMetááfora Biolfora Biolóógica gica -- O CO Cóórtexrtex
–– CaracterCaracteríísticas do Csticas do Cóórtexrtex

ÉÉ uma uma ““FOLHAFOLHA”” larga (1~2 metros) e fina larga (1~2 metros) e fina 
(2~4 mil(2~4 milíímetros).metros).
Possui em mPossui em méédia 6 camadas de neurônios de dia 6 camadas de neurônios de 
vváários tipos e densidades.rios tipos e densidades.
““Dobrado e amassadoDobrado e amassado”” para caber na caixa para caber na caixa 
craniana.craniana.
Centros especializados em diversas Centros especializados em diversas ááreas, tais reas, tais 
como fala, visão, audicomo fala, visão, audiçção, sensorial, motora, ão, sensorial, motora, 
etc. estão localizados em regiões bem etc. estão localizados em regiões bem 
definidas e prdefinidas e próóximas umas das outras.ximas umas das outras.
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MetMetááfora Biolfora Biolóógica gica -- O CO Cóórtexrtex
–– CaracterCaracteríísticas do Csticas do Cóórtex rtex -- Regiões EspecializadasRegiões Especializadas

ÁÁreas individuais apresentam um ordenamento reas individuais apresentam um ordenamento 
llóógico consistente com a sua fungico consistente com a sua funçção.ão.
Exemplo: MAPA TONOTExemplo: MAPA TONOTÓÓPICO DA AUDIPICO DA AUDIÇÇÃOÃO

–– Neurônios Neurônios ““vizinhosvizinhos”” respondem de maneira similar a respondem de maneira similar a 
sons de mesma freqsons de mesma freqüüência, em uma seqência, em uma seqüüência ência 
ordenada das freqordenada das freqüüências mais altas para as mais ências mais altas para as mais 
baixas.baixas. Altas Freqüências

Baixas Freqüências
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Redes AutoRedes Auto--OrganizOrganizááveisveis

MetMetááfora Biolfora Biolóógica gica -- O CO Cóórtexrtex
–– CaracterCaracteríísticas do Csticas do Cóórtex rtex -- Regiões EspecializadasRegiões Especializadas

Exemplo: MAPA SOMATOTExemplo: MAPA SOMATOTÓÓPICOPICO
–– Existe uma estreita relaExiste uma estreita relaçção entre regiões da ão entre regiões da 

áárea rea somatotsomatotóópicapica do cdo céérebro e as partes do rebro e as partes do 
corpo que elas controlam.corpo que elas controlam.

–– A estrutura bA estrutura báásica do corpo sica do corpo éé refletida na refletida na 
organizaorganizaçção do cão do cóórtex rtex 
nesta região.nesta região.
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PrincPrincíípio de Funcionamentopio de Funcionamento
–– Voltando Voltando ààs Redes Competitivass Redes Competitivas

O Aprendizado se dO Aprendizado se dáá por um processo de autopor um processo de auto--
organizaorganizaçção ão -- APRENDIZADO NÃOAPRENDIZADO NÃO--
SUPERVISIONADO.SUPERVISIONADO.
Cada neurônio da Rede Competitiva aprende a Cada neurônio da Rede Competitiva aprende a 
responder maximamente a diferentes padrões dos responder maximamente a diferentes padrões dos 
vetores de entrada.vetores de entrada.
A localizaA localizaçção fão fíísica dos neurônios da Rede sica dos neurônios da Rede 
Competitiva parece não refletir nenhuma relaCompetitiva parece não refletir nenhuma relaçção ão 
entre as diferentes classes de dados que estão entre as diferentes classes de dados que estão 
sendo aprendidas.sendo aprendidas.
Existe um mapeamento aleatExiste um mapeamento aleatóório entre as classes de rio entre as classes de 
dados e os neurônio competitivos.dados e os neurônio competitivos.
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PrincPrincíípio de Funcionamentopio de Funcionamento
–– Uma simples Uma simples ““extensãoextensão”” do algoritmo de do algoritmo de 

aprendizado competitivo resulta em um aprendizado competitivo resulta em um 
mapeamento com mapeamento com preservapreservaççãoão--dada--topologiatopologia dos dos 
dados de entrada nos neurônios da camada dados de entrada nos neurônios da camada 
competitiva.competitiva.

–– Para que a topologia se preserve, neurônios Para que a topologia se preserve, neurônios 
localizados fisicamente prlocalizados fisicamente próóximos uns dos outros ximos uns dos outros 
devem responder de maneira similar a classes de devem responder de maneira similar a classes de 
vetores de entrada que tambvetores de entrada que tambéém estejam prm estejam próóximos ximos 
uns dos outros (sejam parecidos).uns dos outros (sejam parecidos).
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Redes AutoRedes Auto--OrganizOrganizááveisveis

PrincPrincíípio de Funcionamentopio de Funcionamento
–– Embora seja fEmbora seja fáácil visualizar neurônios vizinhos em cil visualizar neurônios vizinhos em 

uma matriz bidimensional, não uma matriz bidimensional, não éé tão ftão fáácil cil 
determinar que classes de vetores estão prdeterminar que classes de vetores estão próóximas ximas 
umas das outras em um espaumas das outras em um espaçço o multimulti--dimensionaldimensional..

–– Vetores de entrada Vetores de entrada multimulti--dimensionaisdimensionais são de certa são de certa 
forma forma ““projetadosprojetados”” em uma superfem uma superfíície cie 
bidimensional, de modo que a ordem natural dos bidimensional, de modo que a ordem natural dos 
vetores de entrada se mantenha.vetores de entrada se mantenha.

–– Isto permite que se visualize relaIsto permite que se visualize relaçções importantes ões importantes 
entre os dados que de outra forma poderiam passar entre os dados que de outra forma poderiam passar 
despercebidas.despercebidas.
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PrincPrincíípio de Funcionamentopio de Funcionamento
–– O pioneiro no desenvolvimento da teoria das Redes O pioneiro no desenvolvimento da teoria das Redes 

Competitivas foi Competitivas foi TeuvoTeuvo KohonenKohonen, e por esta razão , e por esta razão 
os neurônios de uma rede competitiva são muitas os neurônios de uma rede competitiva são muitas 
vezes chamados de neurônios de vezes chamados de neurônios de KohonenKohonen. Do  . Do  
mesmo modo, as rede automesmo modo, as rede auto--organizorganizááveis são veis são 
tambtambéém conhecidas como Redes de m conhecidas como Redes de KohonenKohonen ou ou 
Mapas TopolMapas Topolóógicos de gicos de KohonenKohonen..
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PrincPrincíípio de Funcionamentopio de Funcionamento
–– A Rede de A Rede de KohonenKohonen éé uma estrutura de duas uma estrutura de duas 

camadas de neurônios.camadas de neurônios.
–– A primeira camada A primeira camada éé a Camada de Entrada, e seus a Camada de Entrada, e seus 

neurônios estão completamente interconectados aos neurônios estão completamente interconectados aos 
neurônios da segunda camada.neurônios da segunda camada.

–– A segunda camada A segunda camada éé a Camada Competitiva. a Camada Competitiva. 
Normalmente esta camada estNormalmente esta camada estáá organizada como organizada como 
uma grade bidimensional, com cada neurônio uma grade bidimensional, com cada neurônio 
conectado a todos os neurônios em sua vizinhanconectado a todos os neurônios em sua vizinhançça.a.
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PrincPrincíípio de Funcionamentopio de Funcionamento

Conexões Laterais

Camada de Entrada

Camada
Competitiva
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Processamento da Rede de Processamento da Rede de KohonenKohonen
–– Na Rede CPN, a camada competitiva era organizada Na Rede CPN, a camada competitiva era organizada 

segundo o esquema de segundo o esquema de ““excitaexcitaçção central ão central -- inibiinibiçção ão 
laterallateral””, isto , isto éé, os neurônios excitavam a si mesmos , os neurônios excitavam a si mesmos 
e procuravam inibir os outros neurônios  para que, e procuravam inibir os outros neurônios  para que, 
no equilno equilííbrio, aquele neurônio que brio, aquele neurônio que possuissepossuisse a maior a maior 
sasaíída, vencesse a competida, vencesse a competiçção e a saão e a saíída dos outros da dos outros 
neurônios neurônios caissecaisse a zero.a zero.

–– Na Rede de Na Rede de KohonenKohonen, durante o processo de , durante o processo de 
treinamento, a realimentatreinamento, a realimentaçção positiva atinge não são positiva atinge não sóó
o pro próóprio neurônio, como tambprio neurônio, como tambéém a uma m a uma vizinhavizinhaççaa
finita em torno do neurônio.finita em torno do neurônio.
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Processamento da Rede de Processamento da Rede de KohonenKohonen
–– Na Rede CPN, apenas ao neurônio vencedor, isto Na Rede CPN, apenas ao neurônio vencedor, isto éé, , 

aquele cujos pesos melhor representasse o vetor de aquele cujos pesos melhor representasse o vetor de 
entrada entrada éé que era dada a chance de que era dada a chance de ““aprenderaprender””, ou , ou 
seja, de modificar os seus pesos na mesma direseja, de modificar os seus pesos na mesma direçção ão 
do vetor de entrada. do vetor de entrada. 

–– Na Rede de Na Rede de KohonenKohonen, durante o processo de , durante o processo de 
treinamento, todos os neurônios que recebem sinais treinamento, todos os neurônios que recebem sinais 
excitatexcitatóóriosrios do neurônio vencedor tambdo neurônio vencedor tambéém tem seus m tem seus 
pesos modificados, participando assim do processo pesos modificados, participando assim do processo 
de de ““aprendizadoaprendizado””..

–– Estes sinais Estes sinais excitatexcitatóóriosrios são propagados atravsão propagados atravéés das s das 
conexões laterais.conexões laterais.
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InteraInteraçções Laterais da Rede de ões Laterais da Rede de KohonenKohonen
Curva característica das 
interações laterais entre certos 
neurônios encontrados no córtex, 
é chamada de CHAPÉU 
MEXICANO.

• Um neurônio no centro, mais fortemente excitado, excita 
lateralmente uma pequena vizinhança com realimentações 
positivas.
• A medida que a distância lateral do neurônio central 
aumenta, a excitação decresce até que vira uma inibição.
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InteraInteraçções Laterais da Rede de ões Laterais da Rede de KohonenKohonen
Uma aproximação prática para a 
função CHAPÉU MEXICANO.

• A distância “a” define uma vizinhança de neurônios em 
torno de um neurônio central, que vão participar do 
aprendizado, junto com o neurônio central.

a
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Aprendizado na Rede de Aprendizado na Rede de KohonenKohonen
–– Durante o perDurante o perííodo de treinamento, cada neurônio odo de treinamento, cada neurônio 

dentro da vizinhandentro da vizinhançça do neurônio vencedor participa a do neurônio vencedor participa 
do processo de treinamento.do processo de treinamento.

–– 1. 1. InicializaInicializa--sese os pesos aleatoriamente.os pesos aleatoriamente.
–– 2. Aplica2. Aplica--se um vetor de entrada e determinase um vetor de entrada e determina--se o se o 

neurônio vencedor.neurônio vencedor.
Para um vetor de entrada X, o neurônio vencedor Para um vetor de entrada X, o neurônio vencedor éé

||||XX--WWcc|| = min{|||| = min{||XX--WWii||}||}
onde o onde o ííndice c se refere ao neurônio vencedor.ndice c se refere ao neurônio vencedor.

O neurônio vencedor O neurônio vencedor éé aquele aquele ““mais prmais próóximoximo”” do do 
vetor de entrada.vetor de entrada.

Prof. Dr. Mauro Roisenberg - CPGCC - INE - UFSC

Redes Neurais ArtificiaisRedes Neurais Artificiais
Redes AutoRedes Auto--OrganizOrganizááveisveis

Aprendizado na Rede de Aprendizado na Rede de KohonenKohonen
–– 3. Atualiza3. Atualiza--se não sse não sóó os pesos do neurônio os pesos do neurônio 

vencedor, mas tambvencedor, mas tambéém os pesos dos neurônios que m os pesos dos neurônios que 
estão na vizinhanestão na vizinhançça do neurônio vencedora do neurônio vencedor

WiWi(t+1)=(t+1)=WiWi(t) +(t) + α α(t).((t).(XX--WiWi(t))(t))
se o neurônio for o neurônio se o neurônio for o neurônio 
vencedor ou estiver na vizinhanvencedor ou estiver na vizinhanççaa
do vencedor.do vencedor.

–– Cada vetor de peso que participa do processo de Cada vetor de peso que participa do processo de 
aprendizado aprendizado ““rotarota”” um pouco na direum pouco na direçção do vetor de ão do vetor de 
entrada X.entrada X.



41

Prof. Dr. Mauro Roisenberg - CPGCC - INE - UFSC

Redes Neurais ArtificiaisRedes Neurais Artificiais
Redes AutoRedes Auto--OrganizOrganizááveisveis

Aprendizado na Rede de Aprendizado na Rede de KohonenKohonen
–– A vizinhanA vizinhançça comea começça com um valor grande para que a com um valor grande para que 

um grande num grande núúmero de neurônios participem do mero de neurônios participem do 
processo de aprendizado.processo de aprendizado.

–– A medida que o treinamento vai prosseguindo, o A medida que o treinamento vai prosseguindo, o 
tamanho da vizinhantamanho da vizinhançça vai diminuindo ata vai diminuindo atéé englobar englobar 
apenas o prapenas o próóprio neurônio vencedor. prio neurônio vencedor. 
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VisualizaVisualizaçção da Organizaão da Organizaçção dos Pesosão dos Pesos
–– KohonenKohonen desenvolveu um maneira interessante para desenvolveu um maneira interessante para 

ilustrar como se desenvolve o processo de ilustrar como se desenvolve o processo de 
treinamento.treinamento.

–– Suponha que desejemos ensinar a uma Rede de Suponha que desejemos ensinar a uma Rede de 
KohonenKohonen a reconhecer pontos de um suba reconhecer pontos de um sub--espaespaçço o 
bidimensional.bidimensional.
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VisualizaVisualizaçção da Organizaão da Organizaçção dos Pesosão dos Pesos

coordenada x
coordenada y

wy

wx

No início
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VisualizaVisualizaçção da Organizaão da Organizaçção dos Pesosão dos Pesos

wy

wx

No fim

wy

wx

No meio
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ObservaObservaçções Importantesões Importantes
–– A grande utilidade da Rede de A grande utilidade da Rede de KohonenKohonen éé tentar tentar 

projetar em uma superfprojetar em uma superfíície bidimensional cie bidimensional 
caractercaracteríísticas de vetores multidimensionais.sticas de vetores multidimensionais.

–– ÉÉ mais fmais fáácil visualizar neurônios que estão prcil visualizar neurônios que estão próóximos ximos 
uns dos outros em uma superfuns dos outros em uma superfíície bidimensional, do cie bidimensional, do 
que determinar que classes de vetores estão que determinar que classes de vetores estão 
prpróóximas entre si em um espaximas entre si em um espaçço multidimensionalo multidimensional

–– Esta reduEsta reduçção dimensional, preservando a ordem ão dimensional, preservando a ordem 
natural dos vetores de entrada, permite visualizar natural dos vetores de entrada, permite visualizar 
relarelaçções importantes entre os dados, que, de outro ões importantes entre os dados, que, de outro 
modo, poderiam passar desapercebidas.modo, poderiam passar desapercebidas.
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MetMetááfora Biolfora Biolóógica gica -- MemMemóória Humanaria Humana
–– Pode adicionar nova informaPode adicionar nova informaçção sem ão sem ““esqueceresquecer””

aquela jaquela jáá armazenada.armazenada.

CaracterCaracteríística Não Presente na Maioria dos stica Não Presente na Maioria dos 
Modelos de Redes Neurais.Modelos de Redes Neurais.
–– Normalmente uma RNA codifica informaNormalmente uma RNA codifica informaçção na ão na 

forma de pesos durante a fase de treinamento.forma de pesos durante a fase de treinamento.
–– ApApóós o treinamento, a adis o treinamento, a adiçção de uma nova ão de uma nova 

informainformaçção implica ão implica retreinamentoretreinamento da rede para da rede para 
esta informaesta informaçção e para TODA a informaão e para TODA a informaçção ão 
anterior.anterior.

Redes Neurais ArtificiaisRedes Neurais Artificiais
Redes ART Redes ART -- AdaptiveAdaptive

ResonanceResonance TheoryTheory
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Dilema da EstabilidadeDilema da Estabilidade--Plasticidade Plasticidade 
((GrossbergGrossberg))
–– Como um sistema adaptativo pode permanecer Como um sistema adaptativo pode permanecer 

plpláástico em resposta a uma entrada significativa stico em resposta a uma entrada significativa 
e ainda se manter este ainda se manter estáável para entradas vel para entradas 
irrelevantes?irrelevantes?

–– Quando chavear entre modos adaptativos Quando chavear entre modos adaptativos 
(pl(pláásticos) e modos eststicos) e modos estááveis? Em geral, a rede veis? Em geral, a rede 
não sabe que ela não conhece o padrão de não sabe que ela não conhece o padrão de 
entrada.entrada.

–– Como reter informaComo reter informaçção aprendida previamente e ão aprendida previamente e 
continuar aprendendo novas informacontinuar aprendendo novas informaçções?ões?

Redes Neurais ArtificiaisRedes Neurais Artificiais
Redes ARTRedes ART
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IdIdééia Bia Báásicasica
–– Usar uma extensão do aprendizado competitivo Usar uma extensão do aprendizado competitivo 

visto anteriormente.visto anteriormente.
–– Novidade: Novidade: 

Utilizar um mecanismo de realimentaUtilizar um mecanismo de realimentaçção entre a ão entre a 
camada competitiva e a camada de entrada.camada competitiva e a camada de entrada.
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IdIdééia Bia Báásicasica
–– Este mecanismo de realimentaEste mecanismo de realimentaçção permite:ão permite:

o aprendizado de novas informao aprendizado de novas informaçções sem a ões sem a 
destruidestruiçção da informaão da informaçção anterior,ão anterior,
o chaveamento automo chaveamento automááticos entre os modos ticos entre os modos 
plpláástico e eststico e estáável, evel, e
a estabilizaa estabilizaçção da codificaão da codificaçção das classes feita ão das classes feita 
pelos neurônios.pelos neurônios.
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IdIdééia Bia Báásicasica
–– O nome ART veio da forma como o aprendizado O nome ART veio da forma como o aprendizado 

e a recuperae a recuperaçção da informaão da informaçção ocorrem na rede.ão ocorrem na rede.
–– Existem vExistem váários modelos de redes ART:rios modelos de redes ART:

ART1 ART1 -- ENTRADAS BINENTRADAS BINÁÁRIASRIAS
ART2ART2-- ENTRADAS ANALENTRADAS ANALÓÓGICASGICAS
FUZZYFUZZY--ART, ARTMAP, FUZZYART, ARTMAP, FUZZY--ARTMAPARTMAP

–– RESSONÂNCIA:RESSONÂNCIA:
uma vibrauma vibraçção de pequena amplitude em um ão de pequena amplitude em um 
freqfreqüüência apropriada, causa uma vibraência apropriada, causa uma vibraçção de ão de 
grande amplitude.grande amplitude.
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IdIdééia Bia Báásicasica
Em uma rede ART, a informaEm uma rede ART, a informaçção, na forma de ão, na forma de 
sasaíída dos neurônios reverbera para frente e da dos neurônios reverbera para frente e 
para trpara tráás entre as camadas.s entre as camadas.
Se um padrão apropriado se desenvolve no Se um padrão apropriado se desenvolve no 
interior do sistema, aparece uma oscilainterior do sistema, aparece uma oscilaçção ão 
estestáável, o que vel, o que éé o equivalente ao conceito de o equivalente ao conceito de 
ressonância para a rede neural. ressonância para a rede neural. 
Durante este perDurante este perííodo ressonante, o odo ressonante, o 
aprendizado ou a adaptaaprendizado ou a adaptaçção podem ocorrer.ão podem ocorrer.
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Como obter um estado ressonanteComo obter um estado ressonante
Um estado ressonante pode ser alcanUm estado ressonante pode ser alcanççado de ado de 
duas maneiras:duas maneiras:

–– Se a rede jSe a rede jáá havia aprendido havia aprendido 
anteriormente a reconhecer  um vetor de anteriormente a reconhecer  um vetor de 
entrada, então o estado ressonante serentrada, então o estado ressonante seráá
rapidamente atingido quando o vetor for rapidamente atingido quando o vetor for 
apresentado. Durante a ressonância, o apresentado. Durante a ressonância, o 
processo de adaptaprocesso de adaptaçção irão iráá reforreforççar a ar a 
memorizamemorizaçção do padrão armazenado.ão do padrão armazenado.

Redes Neurais ArtificiaisRedes Neurais Artificiais
Redes ARTRedes ART
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Como obter um estado ressonanteComo obter um estado ressonante
–– Se o vetor de entrada não for Se o vetor de entrada não for 

imediatamente reconhecido, a rede irimediatamente reconhecido, a rede iráá
rapidamente procurar entre os padrões jrapidamente procurar entre os padrões jáá
armazenados por um armazenados por um ““matchmatch””. Se não . Se não 
ocorrer um ocorrer um ““matchmatch”” a rede ira rede iráá entrar num entrar num 
estado ressonante durante o qual o novo estado ressonante durante o qual o novo 
padrão serpadrão seráá armazenado pela primeira vez.armazenado pela primeira vez.

Deste modo a rede responde rapidamente a Deste modo a rede responde rapidamente a 
padrões jpadrões jáá memorizados, enquanto memorizados, enquanto 
permanece capaz de aprender quando um permanece capaz de aprender quando um 
novo padrão novo padrão éé apresentado.apresentado.
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Funcionamento da ARTFuncionamento da ART
–– As equaAs equaçções matemões matemááticas que governam o ticas que governam o 

funcionamento da ART são bastante funcionamento da ART são bastante 
complicadas. complicadas. 

–– “É“É ffáácil perder a visão da floresta como um todo cil perder a visão da floresta como um todo 
quando visualizamos de perto a uma folhaquando visualizamos de perto a uma folha””..

–– Apresentaremos primeiramente uma descriApresentaremos primeiramente uma descriçção ão 
qualitativa do processamento da rede ART. qualitativa do processamento da rede ART. 
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Funcionamento da ART Funcionamento da ART -- CompComp. B. Báásicossicos
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Funcionamento da ARTFuncionamento da ART
–– Padrões da atividade que se desenvolve entre os Padrões da atividade que se desenvolve entre os 

neurônios das duas camadas do subsistema neurônios das duas camadas do subsistema 
atencionalatencional éé chamada de Memchamada de Memóória de Curta ria de Curta 
DuraDuraçção ão -- Short Short TermTerm MemoryMemory (STM), (STM), poiselespoiseles
existem apenas enquanto o vetor de entrada existem apenas enquanto o vetor de entrada 
estestáá sendo aplicado na rede.sendo aplicado na rede.

–– Os pesos associados com as conexões de cimaOs pesos associados com as conexões de cima--
parpar--baixo e vicebaixo e vice--versa entre F1 e F2 são versa entre F1 e F2 são 
chamados de Memchamados de Memóória de Longa Duraria de Longa Duraçção ão -- LongLong
TermTerm MemoryMemory (LTM), pois eles codificam uma (LTM), pois eles codificam uma 
informainformaçção que ficarão que ficaráá armazenada na rede por armazenada na rede por 
um longo perum longo perííodo de tempo.odo de tempo.
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Funcionamento da ARTFuncionamento da ART
–– DescriDescriçção de uma seqão de uma seqüüência hipotência hipotéética de tica de 

eventos que devem ocorrer em uma rede ART, eventos que devem ocorrer em uma rede ART, 
quando esta tenta determinar se um padrão de quando esta tenta determinar se um padrão de 
entrada estentrada estáá entre os padrões previamente entre os padrões previamente 
armazenados na rede.armazenados na rede.
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Funcionamento da ARTFuncionamento da ART
–– Um padrão de entrada I, Um padrão de entrada I, éé apresentado para os apresentado para os 

neurônios em F1.neurônios em F1.
–– Um padrão de ativaUm padrão de ativaçção X ão X éé produzido ao longo produzido ao longo 

de F1, de modo similar ao funcionamento da de F1, de modo similar ao funcionamento da 
camada de entrada de uma rede CPN.camada de entrada de uma rede CPN.

–– O mesmo padrão de entrada excita tanto o O mesmo padrão de entrada excita tanto o 
subsistema de orientasubsistema de orientaçção A como o controle de ão A como o controle de 
ganho G.ganho G.
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Funcionamento da ARTFuncionamento da ART
–– O padrão de saO padrão de saíída produz um sinal de sada produz um sinal de saíída da 

inibitinibitóório que rio que éé enviado tambenviado tambéém para A.m para A.
A Rede A Rede éé estruturada de tal maneira que este estruturada de tal maneira que este 
sinal inibitsinal inibitóório cancela exatamente o sinal rio cancela exatamente o sinal 
excitatexcitatóóriorio que I manda para A, de modo que A que I manda para A, de modo que A 
permanece inativo,permanece inativo,
Repare que G manda um sinal Repare que G manda um sinal excitatexcitatóóriorio para para 
F1. Como o mesmo sinal F1. Como o mesmo sinal éé aplicado a todos os aplicado a todos os 
neurônios da camada, neste caso ele neurônios da camada, neste caso ele éé chamado chamado 
de SINAL NÃO ESPECde SINAL NÃO ESPECÍÍFICO.FICO.

–– O aparecimento de X resulta em um padrão de O aparecimento de X resulta em um padrão de 
sasaíída S que da S que éé enviado atravenviado atravéés das conexões s das conexões 
para F2.para F2.
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Funcionamento da ARTFuncionamento da ART
–– Os neurônios de F2 calculam o net da maneira Os neurônios de F2 calculam o net da maneira 

usual, de modo que um padrão de atividade Y se usual, de modo que um padrão de atividade Y se 
desenvolve ao longo dos neurônios de F2.desenvolve ao longo dos neurônios de F2.

–– F2 F2 éé uma camada competitiva como na rede uma camada competitiva como na rede 
CPN, de modo que o vencedor leva tudo.CPN, de modo que o vencedor leva tudo.
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Funcionamento da ARTFuncionamento da ART

Redes Neurais ArtificiaisRedes Neurais Artificiais
Redes ARTRedes ART

1       0       1       0 = I

A Reset

G
Ganho

+
F1

F2

1       0       0       0
= X*
= S*

=Y

-
0       0       1       0 =U-

Tentativa de 
“casar” um 
padrão

Prof. Dr. Mauro Roisenberg - CPGCC - INE - UFSC

Funcionamento da ARTFuncionamento da ART
–– O padrão de atividade Y, determina que um O padrão de atividade Y, determina que um 

neurônio ganhe a competineurônio ganhe a competiçção na camada F2, ão na camada F2, 
este neurônio vencedor produz um padrão de este neurônio vencedor produz um padrão de 
sasaíída U de F2.da U de F2.

–– Esta saEsta saíída da éé enviada como uma conexão enviada como uma conexão 
inibitinibitóória para o sistema de controle de ganho.. ria para o sistema de controle de ganho.. 
Este sistema Este sistema éé configurado de tal maneira que, configurado de tal maneira que, 
se ele receber qualquer sinal inibitse ele receber qualquer sinal inibitóório de F2, ele rio de F2, ele 
cessa a sua atividade.cessa a sua atividade.

–– U se torna um um segundo padrão para os U se torna um um segundo padrão para os 
neurônios de F1. U neurônios de F1. U éé ponderada pelos pesos das ponderada pelos pesos das 
conexões de F2 e conexões de F2 e éé transformada num padrão V.transformada num padrão V.
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Funcionamento da ARTFuncionamento da ART
–– Os neurônios de F1 recebem agora sinais de Os neurônios de F1 recebem agora sinais de 

entrada I e V. O padrão que se desenvolve em entrada I e V. O padrão que se desenvolve em 
F1 neste instante F1 neste instante éé I I ∩∩ V, a interseV, a interseçção de I e V. ão de I e V. 

–– Assim, como os padrões I e V não são iguais, Assim, como os padrões I e V não são iguais, 
um novo padrão X* = um novo padrão X* = I I ∩∩ V se desenvolve em V se desenvolve em 
F1.F1.

–– Como o novo padrão de saComo o novo padrão de saíída S*, da S*, éé diferente do diferente do 
padrão original S, o sinal inibitpadrão original S, o sinal inibitóório para A não rio para A não 
mais cancela a excitamais cancela a excitaçção vinda de I.ão vinda de I.

–– A se torna ativo, como resposta ao não A se torna ativo, como resposta ao não 
““casamentocasamento”” de padrões em F1.de padrões em F1.
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Funcionamento da ARTFuncionamento da ART
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Funcionamento da ARTFuncionamento da ART
–– Como A se tornou ativo devido ao Como A se tornou ativo devido ao ““não não 

casamentocasamento”” de padrões em F1, A manda um de padrões em F1, A manda um 
sinal não especsinal não especíífico de RESET para todos os fico de RESET para todos os 
neurônios de F2.neurônios de F2.

–– Os neurônios de F2 respondem de Os neurônios de F2 respondem de acorsoacorso com o com o 
seu estado atual.seu estado atual.

Se o neurônio estava ativo, ele se torna Se o neurônio estava ativo, ele se torna 
inativo e permanece neste estado por um inativo e permanece neste estado por um 
longo perlongo perííodo de tempo, de modo que ele não odo de tempo, de modo que ele não 
participa da competiparticipa da competiçção entre os neurônios de ão entre os neurônios de 
F2 no prF2 no próóximo ciclo.ximo ciclo.

–– Y desaparece e portanto o sinal para F1 e o sinal Y desaparece e portanto o sinal para F1 e o sinal 
inibitinibitóório para o ganho tambrio para o ganho tambéém desaparecem.m desaparecem.
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Funcionamento da ARTFuncionamento da ART
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Funcionamento da ARTFuncionamento da ART
–– O padrão original X reaparece em F1 e um novo O padrão original X reaparece em F1 e um novo 

ciclo de tentativa de ciclo de tentativa de ““casamentocasamento”” recomerecomeçça.a.
–– Agora um novo padrão Y* aparece em F2 e o Agora um novo padrão Y* aparece em F2 e o 

ciclo continua.ciclo continua.
–– Este processo continua atEste processo continua atéé que um que um ““casamentocasamento””

seja alcanseja alcanççado ou atado ou atéé que todos os neurônios de que todos os neurônios de 
F2 tenham sido experimentados como F2 tenham sido experimentados como 
““representantesrepresentantes”” do padrão de entrada I.do padrão de entrada I.

–– Se não ocorrer o casamento, a rede escolherSe não ocorrer o casamento, a rede escolheráá
um um ““novonovo”” neurônio de F2 para representar o neurônio de F2 para representar o 
padrão e irpadrão e iráá aprender o padrão.aprender o padrão.
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Funcionamento da ARTFuncionamento da ART
–– O aprendizado ocorre pela modificaO aprendizado ocorre pela modificaçção de pesos.ão de pesos.
–– Quando um Quando um ““casamentocasamento”” ocorre, a rede entra ocorre, a rede entra 

em um estado ressonante, durante o qual os em um estado ressonante, durante o qual os 
pesos são pesos são ““reforreforççadosados””, isto , isto éé, se , se ““aproximamaproximam””
do padrão vencedor.do padrão vencedor.
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Algoritmo de Processamento da ARTAlgoritmo de Processamento da ART
–– 0. Determina0. Determina--se o tamanho das camadas F1 e se o tamanho das camadas F1 e 

F2. Seja M o nF2. Seja M o núúmero de neurônios em F1 e N o mero de neurônios em F1 e N o 
nnúúmero de neurônios em F2.mero de neurônios em F2.

–– 1. 1. InicializaInicializaççãoão dos pesos.dos pesos.
wwF1F1-->F2>F2

ijij(0)=1/1+M(0)=1/1+M
wwF2F2-->F1>F1

ijij(0)=1(0)=1
–– 2. Aplicar um vetor de entrada I.2. Aplicar um vetor de entrada I.
–– 3. Calcular os valores de ativa3. Calcular os valores de ativaçção dos neurônios ão dos neurônios 

em F2.em F2.
YYii==ΣΣwwF1F1-->F2>F2

ijij(t(t00).).IIjj

–– 4. Selecionar o neurônio vencedor k em F2.4. Selecionar o neurônio vencedor k em F2.
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Algoritmo de Processamento da ARTAlgoritmo de Processamento da ART
–– 5.Teste de vigilância para saber se houve 5.Teste de vigilância para saber se houve 

““casamentocasamento”” ou não.ou não.
EscolheEscolhe--se previamente para a rede um limiar se previamente para a rede um limiar 
para o teste de vigilância (para o teste de vigilância (ρρ).).
ρρ indica quão perto do padrão de entrada indica quão perto do padrão de entrada 
deve estar um exemplar para ser considerado deve estar um exemplar para ser considerado 
um casamento.um casamento.
Se (WSe (WF2F2-->F1>F1)TT

kk(t).I  > (t).I  > ρρ
IITT.I.I

–– então ventão váá para o passo 7 (houve para o passo 7 (houve 
““casamentocasamento””))

–– senão vsenão váá para o passo 6 (não houve para o passo 6 (não houve 
““casamentocasamento””).).
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Algoritmo de Processamento da ARTAlgoritmo de Processamento da ART
–– 6. Não houve o 6. Não houve o ““casamentocasamento””, portanto o , portanto o 

neurônio k da camada F2 não representa o neurônio k da camada F2 não representa o 
padrão I e deve ser desconsiderado.padrão I e deve ser desconsiderado.
Desativar o neurônio k. A saDesativar o neurônio k. A saíída da éé zerada e o zerada e o 
neurônio não participa nas prneurônio não participa nas próóximas seleximas seleçções do ões do 
vencedor.vencedor.
Ir para o passo 3.Ir para o passo 3.
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Algoritmo de Processamento da ARTAlgoritmo de Processamento da ART
–– 7. Houve o 7. Houve o ““casamentocasamento””, e portanto deve , e portanto deve 

atualizar os pesos para que na pratualizar os pesos para que na próóxima vez este xima vez este 
neurônio k represente ainda melhor este vetor I.neurônio k represente ainda melhor este vetor I.
Para cada neurônio r da camada F1.Para cada neurônio r da camada F1.
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Algoritmo de Processamento da ARTAlgoritmo de Processamento da ART
–– 8. Reativar todos os neurônios de F2 e ir para o 8. Reativar todos os neurônios de F2 e ir para o 

passo 2.passo 2.
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Exemplo de Processamento da ARTExemplo de Processamento da ART
–– 0. M=3 e N=20. M=3 e N=2
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Exemplo de Processamento da ARTExemplo de Processamento da ART
–– 1. 1. InicializaInicializaççãoão dos pesos.dos pesos.
wwF2F2-->F1>F1

1111(0)=1 (0)=1 wwF2F2-->F1>F1
1212(0)=1  :  neurônio 1 de F1(0)=1  :  neurônio 1 de F1

wwF2F2-->F1>F1
2121(0)=1 (0)=1 wwF2F2-->F1>F1

2222(0)=1  :  neurônio 2 de F1(0)=1  :  neurônio 2 de F1
wwF2F2-->F1>F1

3131(0)=1 (0)=1 wwF2F2-->F1>F1
3232(0)=1  :  neurônio 3 de F1(0)=1  :  neurônio 3 de F1

wwF1F1-->F2>F2
1111(0)=1/1+M=1/4=0.25(0)=1/1+M=1/4=0.25

wwF1F1-->F2>F2
1212(0)=0.25                    :  neurônio 1 de F2(0)=0.25                    :  neurônio 1 de F2

wwF1F1-->F2>F2
1313(0)=0.25 (0)=0.25 

wwF1F1-->F2>F2
2121(0)=1/1+M=1/4=0.25(0)=1/1+M=1/4=0.25

wwF1F1-->F2>F2
2222(0)=0.25                    :  neurônio 2 de F2(0)=0.25                    :  neurônio 2 de F2

wwF1F1-->F2>F2
2323(0)=0.25 (0)=0.25 
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Exemplo de Processamento da ARTExemplo de Processamento da ART
–– 2. Aplicar I=(1 0 1)2. Aplicar I=(1 0 1)
–– 3. Calcular 3. Calcular YYii em F2em F2

YY11= net= net11 = 0.25.1+0.25.0+0.25.1 = 0.5= 0.25.1+0.25.0+0.25.1 = 0.5
YY22= net= net22 = 0.25.1+0.25.0+0.25.1 = 0.5= 0.25.1+0.25.0+0.25.1 = 0.5

–– 4. Como os valores de ativa4. Como os valores de ativaçção dos dois ão dos dois 
neurônios de F2 deram o mesmo resultado, neurônios de F2 deram o mesmo resultado, 
tanto faz qual dos dois tanto faz qual dos dois éé o vencedor.o vencedor.
Escolhemos o 1 como vencedor.Escolhemos o 1 como vencedor.

–– 5.Então calculamos o valor de sa5.Então calculamos o valor de saíída de F2, como da de F2, como 
(1 0) e propagamos de volta para F1, e fazemos (1 0) e propagamos de volta para F1, e fazemos 
o Teste de Vigilância.o Teste de Vigilância.

Redes Neurais ArtificiaisRedes Neurais Artificiais
Redes ARTRedes ART
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Exemplo de Processamento da ARTExemplo de Processamento da ART
–– 5. Teste de Vigilância5. Teste de Vigilância

(W(WF2F2-->F1>F1)TT
kk(t).I  > (t).I  > ρρ

IITT.I.I
(1 1 1).(1 0 1)T = 2(1 1 1).(1 0 1)T = 2
(1 0 1).(1 0 1)T = 2(1 0 1).(1 0 1)T = 2
2/2 = 1 > 2/2 = 1 > ρρ

–– 7. Houve o 7. Houve o ““casamentocasamento””. Devemos agora . Devemos agora 
atualizar os pesos.atualizar os pesos.

Redes Neurais ArtificiaisRedes Neurais Artificiais
Redes ARTRedes ART
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Exemplo de Processamento da ARTExemplo de Processamento da ART
–– 7. Atualiza7. Atualizaçção dos pesos.ão dos pesos.

–– wwF2F2-->F1>F1
1111(1)=1.1=1(1)=1.1=1

–– wwF2F2-->F1>F1
2121(1)=1.0=0(1)=1.0=0

–– wwF2F2-->F1>F1
3131(1)=1.1=1(1)=1.1=1

Redes Neurais ArtificiaisRedes Neurais Artificiais
Redes ARTRedes ART

r
FF

rk
FF

rk Itwtw ).()1( 1212 >−>− =+

Prof. Dr. Mauro Roisenberg - CPGCC - INE - UFSC

Exemplo de Processamento da ARTExemplo de Processamento da ART
–– 7. Atualiza7. Atualizaçção dos pesos.ão dos pesos.

Redes Neurais ArtificiaisRedes Neurais Artificiais
Redes ARTRedes ART
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Exemplo de Processamento da ARTExemplo de Processamento da ART
–– 7. Atualiza7. Atualizaçção dos pesos.ão dos pesos.

Redes Neurais ArtificiaisRedes Neurais Artificiais
Redes ARTRedes ART

I1 I2 I3

F1

F2

M=3

N=2

1                  0                  1

1  1 0  1 1  1

0.4  0  0.4 0.25 0.25 0.25
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Exemplo de Processamento da ARTExemplo de Processamento da ART
–– 8. Voltar para o passo 2. (Apresentar outro 8. Voltar para o passo 2. (Apresentar outro 

padrão de entrada padrão de entrada -- ou o mesmo)ou o mesmo)

Redes Neurais ArtificiaisRedes Neurais Artificiais
Redes ARTRedes ART
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IntroduIntroduççãoão
Redes Neurais Recorrentes são aquelas que Redes Neurais Recorrentes são aquelas que 

apresentam apresentam ““ciclosciclos”” nas suas conexões, isto nas suas conexões, isto éé, a , a 
sasaíída de neurônios de uma camada i são da de neurônios de uma camada i são 
entradas de neurônios de uma camada ientradas de neurônios de uma camada i--j, com j, com 
j>=0;j>=0;

Redes BAM, de Redes BAM, de HopfieldHopfield e Competitivas em geral e Competitivas em geral 
são de certo modo redes recorrentes.são de certo modo redes recorrentes.

Entretanto 2 modelos são de maior interesse neste Entretanto 2 modelos são de maior interesse neste 
caso:caso:

Redes de Redes de ElmanElman
Redes de JordanRedes de Jordan

Redes Neurais ArtificiaisRedes Neurais Artificiais
Redes RecorrentesRedes Recorrentes
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IntroduIntroduççãoão
–– Importância das Redes Neurais RecorrentesImportância das Redes Neurais Recorrentes

Capacidade de ModelagemCapacidade de Modelagem
–– Redes Neurais Redes Neurais FeedforwardFeedforward com neurônios estcom neurônios estááticos são ticos são 

capazes de modelar apenas sistemas estcapazes de modelar apenas sistemas estááticos.ticos.
–– Redes Neurais Dinâmicas são capazes de modelar Redes Neurais Dinâmicas são capazes de modelar 

sistemas dinâmicos.sistemas dinâmicos.
–– A dinâmica de uma rede por ser obtida utilizandoA dinâmica de uma rede por ser obtida utilizando--se se 

neurônios dinâmicos ou atravneurônios dinâmicos ou atravéés de uma dinâmica externa s de uma dinâmica externa 
(uma (uma realimentrealimentççãoão externa munida de um retardo, por externa munida de um retardo, por 
exemplo).exemplo).

Redes Neurais ArtificiaisRedes Neurais Artificiais
Redes RecorrentesRedes Recorrentes

Prof. Dr. Mauro Roisenberg - CPGCC - INE - UFSC

Modelos com Dinâmica ExternaModelos com Dinâmica Externa
–– Modelo  Modelo  ““ClCláássicossico””

Redes Neurais ArtificiaisRedes Neurais Artificiais
Redes RecorrentesRedes Recorrentes
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Modelos com Dinâmica ExternaModelos com Dinâmica Externa
–– Modelo  Modelo  ““com Camada Intermedicom Camada Intermediááriaria””

Redes Neurais ArtificiaisRedes Neurais Artificiais
Redes RecorrentesRedes Recorrentes
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Modelos com Dinâmica ExternaModelos com Dinâmica Externa
–– Redes de Redes de ElmanElman

Redes Neurais ArtificiaisRedes Neurais Artificiais
Redes RecorrentesRedes Recorrentes
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IntroduIntroduççãoão
– A maioria das funções de saída dos neurônios 

vistos até agora eram funções monotonicamente
crescentes dos valores de “net” dos neurônios.

– Esta pode não ser a melhor escolha para alguns 
problemas encontrados na prática.

Redes RBF (Radial Redes RBF (Radial BasisBasis
FunctionFunction))
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IntroduIntroduççãoão
– Para o exemplo abaixo, uma rede neural direta 

convencional precisaria de 4 a 5 neurônios na 
camada escondida.

– Um neurônio seria suficiente para discriminar as 
duas classes se sua função de saída se 
aproximasse de um círculo.

Redes RBF (Radial Redes RBF (Radial BasisBasis
FunctionFunction))



49

Prof. Dr. Mauro Roisenberg - CPGCC - INE - UFSC

DefiniDefiniççãoão
– Uma função é radialmente simétrica (uma RBF) 

se sua saída depende da distância entre o dado 
de entrada (vetor) e outro vetor armazenado.

– As funções radiais simétricas comumente 
utilizadas (ρ) são funções não-crescentes de 
uma medida de distância u que é seu único 
argumento. Com ρ(u1)>ρ(u2) sempre que u1<u2.

– Normalmente u é a distância euclidiana entre o 
“centro” ou vetor armazenado µ e o vetor de 
entrada i.  u=|| µ- i ||

Redes RBF (Radial Redes RBF (Radial BasisBasis
FunctionFunction))
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Redes RBF (Radial Redes RBF (Radial BasisBasis
FunctionFunction))

DefiniDefiniççãoão
– Em redes RBF, a gaussiana é descrita pela equação:

2)/(  )( cu
g eu −αρ

–Modelo de neurônio de base radial:
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Redes RBF (Radial Redes RBF (Radial BasisBasis
FunctionFunction))

PrincPrincíípio de Funcionamentopio de Funcionamento
– Em muitas problemas de aproximação de funções a 

abordagem clássica envolve interpolação linear:
)/()))(()(()()( 12101210 xxxxxfxfxfxf −−−+=

que simplifica para:
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Onde D1 e D2 são as distâncias entre x0 e x1 e x2
respectivamente.
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Redes RBF (Radial Redes RBF (Radial BasisBasis
FunctionFunction))

PrincPrincíípio de Funcionamentopio de Funcionamento
– Em geral segmentos de hiperplanos conectam 

pontos próximos, de forma que o valor de saída 
correspondente a um novo vetor de entrada n-
dimensional é determinado inteiramente pelos P0 
exemplos de entrada que o “circundam”.
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Redes RBF (Radial Redes RBF (Radial BasisBasis
FunctionFunction))

DescriDescriççãoão
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Redes RBF (Radial Redes RBF (Radial BasisBasis
FunctionFunction))

DescriDescriççãoão
– Se apresentarmos um vetor de entrada para esta 

rede, cada neurônio na camada de base radial irá
produzir uma saída inversamente proporcional a 
distância deste vetor de entrada com cada vetor de 
peso de cada neurônio. 

– Deste modo, neurônios de base radial com vetores 
de pesos muito diferentes do vetor de entrada, 
terão a sua saída praticamente igual a zero.

– Esta saída pequena terá um efeito desprezível na 
saída dos neurônios da camada linear. 
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Redes RBF (Radial Redes RBF (Radial BasisBasis
FunctionFunction))

DescriDescriççãoão
– Por outro lado, um neurônio de base radial com 

vetor de pesos perto do vetor de entrada produzirá
uma saída próxima de um. 

– Se um neurônio tem uma saída em 1, seus pesos de 
saída serão passados para os neurônios de saída da 
segunda camada (linear).
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Redes Redes LearningLearning VectorVector
QuantizationQuantization (LVQ)(LVQ)

Combina o aprendizado Supervisionado e Combina o aprendizado Supervisionado e 
NãoNão--Supervisionado (competitivo).Supervisionado (competitivo).
– Aprendizado Não-Supervisionado e 

Agrupamento podem ser muito úteis na etapa 
de pré-processamento em problemas de 
CLASSIFICAÇÃO.

– A rede LVQ é uma aplicação de redes 
competitivas do tipo “o vencedor leva tudo”, 
juntamente com uma camada linear para 
tarefas em que se conhece a classe a que 
pertence cada padrão entrada do conjunto de 
treinamento.
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Redes Redes LearningLearning VectorVector
QuantizationQuantization (LVQ)(LVQ)

Combina o aprendizado Supervisionado e Combina o aprendizado Supervisionado e 
NãoNão--Supervisionado (competitivo).Supervisionado (competitivo).

Camada 
Competitiva

Camada 
Entrada

Camada 
Linear

Prof. Dr. Mauro Roisenberg - CPGCC - INE - UFSC

Redes Redes LearningLearning VectorVector
QuantizationQuantization (LVQ)(LVQ)

A camada competitiva aprende a A camada competitiva aprende a 
classificar os vetores de entrada, no que classificar os vetores de entrada, no que 
chamamos de subchamamos de sub--classes.classes.
–– Nesta camada, o nNesta camada, o núúmero de neurônios para mero de neurônios para 

cada classe cada classe éé aproximadamente proporcional aproximadamente proporcional 
ao nao núúmero de padrões de treinamento mero de padrões de treinamento 
dispondisponííveis para cada classe.veis para cada classe.

(cada cluster tem aproximadamente o mesmo (cada cluster tem aproximadamente o mesmo 
nnúúmero de pontos)mero de pontos)

A camada linear transforma as subA camada linear transforma as sub--classes classes 
da camada competitiva na classificada camada competitiva na classificaçção ão 
final definida pelo usufinal definida pelo usuáário, chamadas de rio, chamadas de 
classes alvo (classes alvo (targettarget classes).classes).
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Redes Redes LearningLearning VectorVector
QuantizationQuantization (LVQ)(LVQ)

Camada CompetitivaCamada Competitiva
– A regra de atualização de pesos na camada 

competitiva de uma LVQ é um pouco diferente 
da regra de atualização de uma rede 
competitiva simples.

– “Quando um padrão i da classe C(i) é
apresentado a rede, seja o neurônio vencedor 
um neurônio j que representa a classe C(j). 
Os pesos do neurônio j são movidos na 
direção do padrão i se C(i)=C(j) e na direção 
inversa caso contrário.
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Redes Redes LearningLearning VectorVector
QuantizationQuantization (LVQ)(LVQ)

Camada Competitiva Camada Competitiva –– Algoritmo LVQ1Algoritmo LVQ1
– Inicialize todos os pesos entre [0, 1]
– Repita

Ajuste a taxa de aprendizagem η(t)
Para cada padrão de entrada ik faça

– Ache o neurônio vencedor (aquele cujos pesos 
forem mais próximos da entrada).

– Para cada peso l do neurônio j faça
Se a rótulo da classe do neurônio j é igual a 
classe desejada para o padrão de entrada ik
Então ∆wj= η(t)(ik-wj),
Senão ∆wj= -η(t)(ik-wj)

– Fim faça
Fim faça

– Até que a rede convirja ou depois de um determinado 
tempo.
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Redes Redes LearningLearning VectorVector
QuantizationQuantization (LVQ)(LVQ)

Camada Competitiva Camada Competitiva –– Algoritmo LVQ1Algoritmo LVQ1
– A regra de atualização de pesos usa uma taxa 

de aprendizagem que é variável e diminui ao 
longo do tempo.

η(t)=1/t     ou
η(t)=a[1-(t/A)] onde a e A são constantes positivas 
e A>1.

– Isto permite que a rede convirja para um 
estado em que os vetores de pesos se tornam 
“estáveis” e variam pouco com a apresentação 
dos padrões de entrada.
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Redes Redes LearningLearning VectorVector
QuantizationQuantization (LVQ)(LVQ)

Camada LinearCamada Linear
– Combina as saídas da camada competitiva em 

classes pré-determinadas pelo usuário.
– Determinação dos pesos da camada linear:

0    0    0    1    0
1    0    1    0    0
0    1    0    0    0
0    0    0    0    1

W= Classes = n. de 
neurônios

Neurônios da 
camada competitiva

Apenas um 1 por coluna
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Redes Redes LearningLearning VectorVector
QuantizationQuantization (LVQ)(LVQ)

Camada LinearCamada Linear
– A coluna da matriz indica que agrupamento da 

camada competitiva (sub-classe) pertence a 
que classe alvo (target class).

– A matriz é fixa a calculada a priori.
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Redes Redes LearningLearning VectorVector
QuantizationQuantization (LVQ)(LVQ)

Os pesos da primeira camada implicitamente 
dividem o espaço de entrada em ”células de 
Voronoi”.
Cada célula contém os pontos mais próximos do 
seu vetor de pesos representativo.
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Redes Redes LearningLearning VectorVector
QuantizationQuantization (LVQ)(LVQ)

Na segunda camada os pesos agrupam várias 
regiões de modo a formar as classes desejadas.
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Redes Redes LearningLearning VectorVector
QuantizationQuantization (LVQ)(LVQ)

Mapas AutoMapas Auto--OrganizOrganizááveis X LVQveis X LVQ
– No treinamento das redes auto-organizáveis, o 

neurônio vencedor (o mais próximo do padrão 
de entrada) e sua vizinhança aprende 
movendo-se na direção do padrão de entrada.

– Na rede LVQ, o neurônio mais próximo pode 
classificar correta ou incorretamente um 
padrão de entrada. Se classificação correta, 
ele se move na direção do padrão de entrada, 
se aproximando deste. Caso contrário, ele se 
move na direção contrária, se afastando dele.
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Redes Redes LearningLearning VectorVector
QuantizationQuantization (LVQ)(LVQ)

LVQ2LVQ2
– É uma variação do algoritmo de aprendizado 

LVQ1 e deve ser utilizado depois de um 
aprendizado LVQ1.

– Se, entre dois neurônios com pesos W1 e W2, 
os mais próximos de um padrão de entrada 
(i), apenas um deles pertence a classe  
desejada, e ambos os pesos estão a distâncias 
comparáveis de i, então um deles (o que foi 
corretamente classificado) se aproxima de i, 
enquanto o outro se afasta de i.


