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Aula 1 – Introdução

· Plano de Ensino

· Avaliação

· Bibliografia

· Revisão de Conceitos Básico de Redes Neurais

Plano de Ensino

Apresenta uma visão detalhada e comparativa das abordagens “não simbólicas” de Inteligência Artificial, também conhecidas como Inteligência Computacional, envolvendo a abordagem conexionista, a evolutiva e a lógica “fuzzy”, procurando indicar em que classe de problemas cada abordagem é mais adequada. Na abordagem conexionista, vários modelos de redes são estudados, descrevendo-se para cada modelo, características de funcionamento, formas de aprendizado e aplicações típicas. Na abordagem  evolutiva, diferentes algoritmos evolucionários são apresentados e comparados. A abordagem “fuzzy” é estudada como uma ferramenta para manipulação de conhecimento incerto na solução de vários problemas. Segue-se o uso de softwares de simulação e estudo de casos.

Avaliação

· 2 Provas

· Trabalhos

· Nota Final = Prova 1 + Prova 2 + Trabalhos / 3
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Revisão de Conceitos Básicos de Redes Neurais

· Histórico

· Estrutura e Funcionamento de um Único Neurônio

· Neurônios Biológicos

· Modelos de Neurônios Artificiais

· Arquiteturas de Redes Neurais

· Redes Totalmente Conectadas

· Redes em Camadas

· Redes Acíclicas

· Redes Ciclicas

· Redes Feedforward

· Redes Modulares

· Aprendizado em Redes Neurais

· Aprendizado Supervisionado

· Pesos Pré-determinados

· Aprendizado por Correlação

· Aprendizado por Realimentação

· Aprendizado Não-Supervisionado

· Aprendizado Competitivo

· Aplicações de Redes Neurais

· Classificação

· Clusterização

· Quantização Vetorial (compressão)

· Associação de Padrões

· Aproximação de funções

· Previsões

· Aplicações em Controle

· Otimização

· Busca

· Avaliação de Redes

· Avaliação da capacidade de aprendizado de um ser humano

· Avaliação do desempenho das redes neurais 

· Qualidade de Resultados

· Capacidade de Generalização

· Recursos Computacionais 

· Aprendizado Supervionado em Redes Neurais Diretas

· Aprendizado Supervisionado

· O Algoritmo Backpropagation

· Setando os Valores dos parâmetros

· Inicialização dos Pesos

· Freqüência de Atualização dos Pesos

· Escolha da Taxa de Aprendizado

· Momento

· Condição de Parada do Treinamento

· Número de Camadas Intermediárias e de Neurônios

· Conjunto de Treinamento

· Aplicações

· Interrupção da Ventilação mecanicamente Assistida

· Classificação de Sinais Mioelétricos

· Previsão de Preços de Commodities

Histórico

· Época Pré-Histórica (até 1875 quando Camillo Golgi visualizou o neurônio)

· Objetivo: 

· Criar seres e mecanismos apresentando comportamento inteligente.

· Metodologia e Conquistas:

· Mecanismos usando mecânica de precisão desenvolvida nos autômatos, mecanismos baseados em teares, etc.

· Limitações:

· Complexidade dos mecanismos, dificuldades de construção.

· Época Antiga (1875-1943 - Neurônio de McCulloch & Pitts)

· Objetivo: 

· Entender a Inteligência Humana.

· Metodologia e Conquistas:

· Estudos de psicologia e neurofisiologia. Nascimento da psicanálise.

· Limitações:

· Grande distância entre as conquistas da psicologia e da neurofisiologia.

· Época Romântica (1943-1956 - Reunião no Darthmouth College)

· Objetivo: 

· Simular a Inteligência Humana .

· Metodologia e Conquistas:

· Inspiração na Natureza, 

· Nascimento da Cibernética. 

· Primeiros mecanismos imitando o funcionamento de redes de neurônios. 

· Primeiros programas imitando comportamento inteligente.

· Limitações:

· Limitações das capacidades computacionais.

· Época Barroca (1956-1969 - Livro Perceptrons)

· Objetivo: 

· Expandir ao Máximo as aplicações da IA tanto usando a abordagem simbólica quanto a conexionista.

· Metodologia e Conquistas:

· Perceptron. 

· Primeiros sistemas especialistas usando a abordagem simbólica.

· Limitações:

· Dificuldades em técnicas de aprendizado de redes complexas.

· Subestimação da complexidade computacional dos problemas.

· Época das Trevas (1969-1981 - Anuncio dos Computadores de Quinta Geração)

· Objetivo: 

· Encontrar para a IA aplicações práticas. Simular a Inteligência Humana em situações pré-determinadas.

· Metodologia e Conquistas:

· Sistemas Especialistas. 

· Formalismos de representação de conhecimento adaptados ao tipo de problema.

· Limitações:

· Subestimação da quantidade de conhecimento necessária para tratar mesmo o mais banal problema de senso comum.

· Renascimento (1981-1987 - Primeira Conferência Internacional em Redes Neurais)

· Objetivo: 

· Renascimento da IA Simbólica e Conexionista.

· Metodologia e Conquistas:

· Sistemas de regras, representação da incerteza, popularização do Prolog. 

· Alguns pesquisadores criando condições para a fase seguinte no que diz respeito às Redes Neurais. 

· Limitações:

· IA Simbólica e Conexionista evoluindo separadamente.

· Época Contemporânea (1987-...)

· Objetivo: 

· Alargamento das aplicações das Redes Neurais Artificiais (RNAs).

· Metodologia e Conquistas:

· Redes Diretas como aproximador universal. Bons resultados em problemas mal-definidos. 

· Limitações:

· Falta de um formalismo e de uma profunda análise matemática sobre as capacidades das Redes Neurais. 

· Falta de estudos sobre computabilidade e complexidades neurais.

· Estrutura e Funcionamento de um Único Neurônio

· Neurônios Biológicos

· Um neurônio típico é composto por um corpo celular, um axônio tubular e várias ramificações arbóreas conhecidas como dendritos. Os dendritos formam uma malha de filamentos finíssimos ao redor do neurônio. O axônio é essencialmente um tubo longo e fino que ao final se divide em ramos que terminam em pequenos bulbos que quase tocam os dendritos dos outros neurônios. O pequeno espaço entre o fim do bulbo e o dendrito é conhecido como sinapse, através da qual as informações se propagam.

· O número de sinapses recebidas por cada neurônio variam de 100 a 100000. As sinapses podem ser excitatórias ou inibitórias.
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· Tipos de Sinapses

· Excitatórias (contém neurotransmisores como por exemplo: glutamato  ou aspartato)

· Inibitórias (contém neuro-bloqueadores como por exemplo: ácido gamma-amino butírico)

· Funcionamento

· Uma diferença de potencial eletrostático é mantido entre o interior e o exterior da célula ao longo da membrana, com o interior sendo negativamente carregado. Íons se difundem através da membrana para manter a diferença de potencial.

· Sinais excitatórios ou inibitórios de outros neurônios chegam ao neurônio pela sinapse dos dendritos. A magnitude do sinal recebido por um neurônio depende da eficiêcia da transmissão sináptica, e pode ser pensada como uma força de contato entre os neurônios.

· A membrana celular se torna eletricamente ativa quando sufucientemente excitada pelas sinapse que chegam ao neurônios.

· Um neurôni dispara, i.e. manda um impulso de saída de aproximadamente 100 mV através de seu axônio, se excitações suficiente aparecem em seus dendritos em um curto período de tempo, chamada período de adição latente. O neurônio dispara se o somatório das excitações superar o somatório das inibições por uma quantidade crítica conhecida como limiar ou “threshold”.

· O disparo é seguido por um período conhecido como refratário, durante o qual o neurônio fica inativo. 

· Neurônios Artificiais

· Um neurônio artificial é um modelo grosseiro do funcionamento de um neurônio biológico. 

· Modelo de Neurônio Artificial

· As Entradas

· As entradas de um neurônio podem ser as saídas de outros neurônios, entradas externas, um bias ou qualquer combinação destes elementos.

· A Combinação das Entradas - O “Net”

· O somatório de todas estas entradas, multiplicadas por suas respectivas forças de conexão sináptica (os pesos), dá origem ao chamado "net" de um neurônio.
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· wij é um número real que representa a conexão sináptica da entrada do i-ésimo neurônio com a saída do j-ésimo neurônio.

· A conexão sináptica é conhecida como excitatória se wij>0 ou inibitória caso wij<0

· A Função de Saída 

· Essencialmente, qualquer função contínua e monotonicamente crescente tal que
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pode ser utilizada como função de saída na modelagem neural. Existem, no entanto, uma série de funções mais comumente utilizadas como funções de saída em neurônios. Estas funções são:

· A Função Linear

· A Função Sigmoidal ou Logística

· A Função Tangente Hiperbólica
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· Arquiteturas de Redes Neurais

· Um único neurônio ou elemento processador é insuficiente para a maioria dos problemas práticos, e, redes com grande número de neurônios interconectados são freqüentemente utilizadas. 

· A maneira como  os neurônios são interconectados determina como as capacidades computacionais da rede e se constitui em uma das primeiras e mais importantes decisões no desenvolvimento de uma rede neural.

· Inspiração Biológica: 

· Diferentes partes do sistema nervoso central estão estruturadas de maneiras diversas; portanto é incorreto afirmar que uma única arquitetura é capaz de modelar todo o processamento neural. 

· O córtex cerebral, onde se acredita que ocorra a maior parte do processamento, consiste de cinco a sete camadas de neurônios com cada camada fornecendo as entradas para a camada seguinte. 

· Entretanto as fronteiras entre as camadas não são estritas e não são raros os casos de conexões que atravessam camadas. 

· Conexões para trás (feedback) também são conhecidas, como por exemplo, entre o córtex visual e o núcleo geniculado lateral. Cada neurônio está conectado a vários, mas não a todos os neurônios vizinhos de uma mesma camada. Muitas destas conexões são excitatórias, mas algumas também são inibitórias. 

· Existem neurônios capazes de “vetar”, isto é, inibir totalmente o efeito de um grande número de conexões excitatórias de um neurônio. 

· Uma certa quantidade de auto-excitação indireta também é encontrada, isto é, um neurônio excita o seu vizinho, que por sua vez excita o primeiro neurônio novamente.

· Redes Totalmente Conectadas

· Nesta arquitetura de rede neural cada neurônio está conectado a todos os outros neurônios e estas conexões podem ser tanto excitatórias, irrelevantes (peso zero), como inibitórias.

· È a mais geral das arquiteturas e todas as outras podem ser encaradas como casos particulares dela onde alguns pesos são setados para zero (0).

· O peso entre um neurônio e outro pode ser diferente daquele entre o segundo e o primeiro neurônio, formando uma rede totalmente conectada assimétrica.

· Este tipo de rede assimétrica raramente é utilizada, e além disso, é biologicamente implausível pois os neurônios raramente se conectam a neurônios geograficamente muito distantes.
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· Um caso especial de redes totalmente conectadas é aquele em que os pesos entre dois neurônios são iguais nos dois sentidos, de modo que a rede se torna totalmente conectada simétrica.

· Estas redes são freqüentemente utilizadas como memórias associativas.

· Neurônios que recebem sinais do mundo exterior são conhecidos como neurônios de entrada.

· Neurônios que enviam seus sinais para o mundo exterior são chamados de neurônios de saída.

· Neurônios que recebem seus sinais de outros neurônios e enviam suas saídas para outros neurônios são conhecidos como neurônios intermediários ou escondidos (hidden).
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· Redes em Camadas

· Existem redes em que os neurônios são particionados em subconjuntos chamados camadas.

· Redes Acíclicas

É um subconjunto das redes em camadas nas quais não existem conexões “para trás” ou entre neurônios de uma mesma camada. Em outras palavras, uma conexão só pode existir entre um neurônio de uma camada i para uma camada j, se j > i.

· Redes Feedforward

Nesta arquitetura de rede, cada neurônio de uma camada i, está conectado a todos os outros neurônios da camada i+1.

Estas redes, normalmente com não mais de 4 camadas, são as redes mais populares.

Conceitualmente, os neurônios nas camadas mais altas sucessivas abstraem  características de mais alto nível das camadas anteriores.
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· Redes Modulares

Muitos problemas são melhor resolvidos utilizando redes neurais cuja arquitetura consiste de vários módulos com esparsas interconexões entre os módulos.

A modularidade permite ao projetista resolver pequenas tarefas separadamente usando redes neurais (módulos) menores, e então combinar estes módulos de uma forma lógica.
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· Redes Cíclicas

Redes cíclicas são aquelas no qual um neurônio de uma camada i possui conexão com um ou mais neurônios de uma camada j, em que j ≤ i.
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· Aprendizado em Redes Neurais

· É razoável conjecturar que  os neurônios nos cérebros dos animais são pré-fiados, isto é, possuem as conexões já estabelecidas tanto em arquitetura quanto em valor. Também é óbvio que os animais são capazes de aprender ao longo da sua vida. 

· Como este aprendizado ocorre?

· Quais os modelos matemáticos possíveis para descrever este aprendizado?

· Um neurônio é considerado ser um elemento adaptativo. Seus pesos sinápticos são modificáveis dependendo do algoritmo de aprendizado.

· Em redes neurais artificiais, aprendizado se refere ao método de modificação dos pesos das conexões entre os neurônios de uma dada rede.

· Aprendizado Supervisionado

· Dependendo do sinal de entrada que recebem, tem seus valores de saída associados a uma resposta diante de um aprendizado supervisionado por uma espécie de "professor”.

· Neste caso,  o "professor" indica explicitamente um comportamento bom ou ruim. 

· Por exemplo, seja o caso de reconhecimento de caracteres e para simplificar seja reconhecer entre um A e um X. 

· Escolhe-se uma rede direta, com dois neurônios na camada de saída, uma ou várias camadas internas e um conjunto de neurônios na camada de entrada capaz de representar com a precisão desejada a letra em questão. 

· Apresentam-se estas letras sucessivamente a uma retina artificial constituída de uma matriz de elementos foto-sensíveis, cada um ligado a um neurônio da rede neural artificial direta (feedforward).

· Observa-se qual dos dois neurônios de saída está mais excitado. Se for o que se convencionou representar a letra que for apresentada nada deve ser corrigido, caso contrário modifica-se os valores das conexões sinápticas no sentido de fazer a saída se aproximar da desejada.

· Pesos Pré-determinados

· Neste processo de aprendizado, os pesos são determinados apriori pelo projetista neural. O critério para seleção dos pesos pode ser uma função de mapeamento associativo, como no caso de uma memória BAM, por exemplo, ou através da solução de um conjunto de inequações, como em um perceptron.

· Aprendizado por Correlação

· Uma dos mais antigos e conhecidos  princípios de mecanismo de aprendizado biológico foidescrito por hebb (1949), e é conhecido como Lei de Hebb:

“Quando um axônio de um neurônio A está próximo o suficiente para excitar um neurônio B, e repetidamente ou persistetemente toma parte do disparo de B, então, ocorre um certo processo de crescimento ou mudança metabólica em uma das 2 células, de forma que a eficiência de A em contribuir para o disparo de B é aumentado (“força do contato sináptico)”.

· Para redes neurais artificiais, isto implica em um aumento gradual na força das conexões entre neurônis que possuem valores de saída parecidos quando submetidos a mesma entrada. A força das conexões entre os neurônios eventualmente passa a representar a correlação entre suas saídas.
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· onde λ (lambda) é uma constante de proporcionalidade representando a taxa de aprendizado e ai  e aj  são ativações (ou saídas) das  unidades i e j respectivamente. Alguns autores representam alternativamente a matriz Wij por Wji.

· Aprendizado por Realimentação

· Aprendizado Não-Supervisionado

· Aprendizado Competitivo

· Aplicações de Redes Neurais

· Classificação

· Clusterização
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· Quantização Vetorial (compressão)
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· Associação de Padrões
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· Aproximação de Funções
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· Previsões
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· Aplicações em Controle
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· Otimização

· Busca

· Avaliação de Redes

· A capacidade de aprendizado de um ser humano pode ser avaliada dos seguintes modos:

· Quão bem o aprendiz responde aos dados para os quais o aprendiz já foi treinado, isto é, qual é a diferença entre os resultados esperados e os resultados fornecidos pelo aprendiz?

· Quão bem o aprendiz responde a novos dados não vistos durante o treinamento?

· Quais os recursos computacionais (tempo, espaço, esforço) requeridos pelo aprendiz?

· O desempenho das redes neurais pode ser avaliado usando os mesmos critérios.

· Qualidade de resultados – O desempenho de uma rede neural é freqüentemente associado a medidas de erro.

· A medida de erro mais freqüentemente utilizada é a distância euclidiana  
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onde di é o i-ésimo elemento do vetor de saída desejado e oi é o i-ésimo elemento do vetor de saída calculado pela rede.

· Entre outras formas de medida, 
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, a distância Manhattan ou distância de Hamming, é freqüentemente usada, especialmente em tarefas de associação de padrões. Esta medida de distância dá igual ênfase para todas as dimensões dos dados de entrada.

· Algumas vezes é mais significativo utilizar medidas de distância ponderadas que associam diferentes graus de importância para diferentes dimensões.

· Supondo um vetor de saída bidimensional cujos componentes são (altura, peso), qual possui a menor distância: (1.5, 60)  de (1.5, 58) ou (1.5, 60) de (1.0, 60)?

· Uma melhor medida de distância neste caso seria:
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onde a escolha de a e b reflete a quantidade de variação dos dois componentes. (a=1 e b=0.03 para o exemplo anterior).

· A natureza do problema muitas vezes direciona a escolha da medida de erro. Em problemas de classificação, além da distncia Eûclidiana, outra medida de erro possível é a fração de exemplos mal classificados.

E = Número de casos mal-classificados/Núemro total de casos

· Para problemas de clusterização, é desejável que que o número de clusters seja pequeno, a distãncia intra-cluster seja pequena e a distância inter-cluster seja grande, levando a uma medida genérica de erro tal como

· Capacidade de Generalização – Não basta que um sistema apresente um bom desempenho para responder aos dados que ele viu durante o aprendizado. Uma boa capacidade de generalização também é necessária, isto é, o sistema deve responder adequadamente a dados de teste, distintos dos dados de treinamento.

· Considere uma criança que é ensinada os resultados das adições 3+4 e 33+44. Dados estes números, a criança dará a resposta  correto. No entanto, será que a criança seria capaz de dar a resposta para a adição 333+444?

· Nas redes neurais, geralmente, os dados disponíveis são separados em dois conjuntos. Um dos conjuntos é utilizado para treinamento e o segundo conjunto para teste. 

· Pode-se observar muitas vezes que o treinamento excessivo no conjunto de treinamento, reduz o desempenho no conjunto de teste, o que é chamado de sobre-treinamento ou “overtraining”. Uma maneira de evitar que isto ocorra é verificar o desempenho do sistema sobre o conjunto de teste a medida que o treinamento se desenrola. Após um certo número de iterações de aprendizado com o conjunto de treinamento, no qual verifica-se que o desempenho do sistema melhora, testa-se se o desempenho do sistema sobre o conjunto de teste também melhora. Caso isto não ocorra depois de algumas ocasiões, considera-se que o sobre-treinamento está ocorrendo e que o processo de treinamento deve ser interrompido.

· Recursos Computacionais – Uma vez que o treinamento esteja completo, a maioria das redes neurais dispende um tempo mínimo na sua execução ou aplicação a um problema específico. Entretanto, o treinamento de redes neurais pode ser extremamente demorado, requerendo muitas horas ou mesmo dias.

· O tempo de treinamento aumenta rapidamente com o tamanho da rede e a complexidade do problema.

· As capacidades de uma rede neural estão relacionadas com o seu tamanho. Além disso, o uso de redes neurais muito grandes aumenta o tempo de treinamento e reduz a capacidade de generalização. 

· Aprendizado Supervisionado: REDES DIRETAS MULTI-CAMADAS – O ALGORITMO BACKPROPAGATION

· Perceptrons, Adalines e outras redes sem uma camada intermediária de neurônios possui uma capacidade computacional extremamente limitada. Elas não são capazes de descriminar padrões que não sejam linearmente separáveis. Este resultados foram matematicamente comprovados por Minsky e Papert em 1969 no livro Perceptrons.

· Redes neurais diretas multicamadas (Feedforward Multilayer Networks ou Multilayer Perceptrons – MLP) contendo neurônios com função de saída não linear são capazes de superar as limitações anteriores.

· Estas redes são também muitas vezes chamadas de Redes Backpropagation, devido a popularidade da utilização deste algoritmo para treinamento da rede.

· O backpropagation se tornou famoso no final da década de 80. Uma primeira versão foi primeiramente proposta por Rosenblatt (1961), mas sua proposta fracassou devido a utilização de perceptrons que computavam funções degrau do net da entrada. Para que o método possa ser aplicado é necessário que a função de saída dos neurônios seja diferenciável.

· O novo algoritmo foi proposto por Werbos (1974) e largamente ignorado pela comunidade científica até os anos 80. Parker (1985) e LeCun (1985) o redescobriram, mas sua especificação como a conhecemos atualmente foi apresentada e popularizada por Rumelhart, Hinton e williams do Grupo PDP (Parallel and Distributed Processing) (1986).

· O backpropagation é similar ao algoritmo de aprendizado LMS (Least Mean Squared Error) e é baseado em gradiente descendente: os pesos são modificados em uma direção que corresponde ao negativo do gradiente de uma medida de erro.

· A escolha de uma função de saída dos neurônios que seja continuamente diferenciável permite a aplicação correta deste algoritmo.

· Discriminação em Vários Níveis

· Para que se possa resolver problemas não-linearmente separáveis.

· A função dos neurônios internos (das camadas intermediárias)  é isolar características úteis dos dados de entrada. Eles fazem uma espécie de “clusterização” dos dados de entrada.

· Preliminares

· Arquitetura

· O algoritmo backpropagation assume a utilização de uma rede direta.

· Objetivos

· O algoritmo discutido é um algoritmo de aprendizado supervisionado  cujo treinamento utiliza P padrões de entrada. Para cada vetor de entrada xp, corresponde um vetor k-dimensional de saída desejada dp=(dp1, dp2, ...,dpk)

para 1 <= p <= P. Esta coleção de pares entrada-saída constituem o conjunto de treinamento.

· O algoritmo de treinamento deve funcionar independentemente dos valores dos pesos que antecedem o treinamento, que podem inicialmente ser atribuídos aleatoriamente.

· O Algoritmo Backpropagation


Uma solução para superar o problema do aprendizado da classificação de padrões não-linearmente separáveis é a utilização de uma camada intermediária de neurônios, chamada Camada Escondida ("Hidden Layer"), de modo a poder implementar superfícies de decisão mais complexas. A desvantagem em utilizar esta camada escondida é que o aprendizado se torna muito mais difícil. A característica principal da camada escondida é que seus elementos se organizam de tal forma que cada elemento aprenda a  reconhecer características diferentes do espaço de entrada, assim, o algorítmo de treinamento deve decidir que características devem ser extraídas do conjunto de treinamento. Como até o início dos anos 70 nenhum algorítmo de aprendizado para estas redes multi-camadas houvesse sido desenvolvido, as pesquisas na área de redes neurais acabaram caindo em descrédito, até que nos anos 80, um algorítmo chamado Retro-propagação ou Backpropagation, veio fazer renascer o interesse geral pelas redes neurais.


O algorítmo Backpropagation foi desenvolvido de maneira independente por vários pesquisadores trabalhando em diferentes áreas aproximadamente na mesma época. Em 1974, Werbos /WER74/ descobriu o algorítmo enquanto desenvolvia sua tese de doutorado em estatística e o chamou de "Algorítmo de Realimentação Dinâmica". Parker /PAR82/ em 1982 redescobriu o algorítmo e chamou-o de "Algorítmo de Aprendizado Lógico". Porém, foi com  o trabalho de Rumelhart, Hinton e Williams do grupo PDP ("Parallel Distributed Processing") do MIT /RUM86/, que em 1986 divulgou e popularizou o uso do Backpropagation para o aprendizado em redes neurais. O algorítmo Backpropagation é hoje em dia a técnica de aprendizado supervisionado mais utilizada para redes neurais unidirecionais multi-camadas.


Uma descrição sumária da operação da rede é apropriada neste instante para ilustrar como o Backpropagation é utilizado para o aprendizado de problemas de mapeamento complexo. Basicamente, a rede aprende um conjunto pré-definido de pares de exemplos de entrada/saída em ciclos de propagação/adaptação. Depois que um padrão de entrada foi aplicado como um estímulo aos elementos da primeira camada da rede, ele é propagado por cada uma das outras camadas até que a saída  seja gerada. Este padrão de saída é então comparado com a saída desejada e um sinal de erro é calculado para cada elemento de saída.


O sinal de erro é então retro-propagado da camada de saída para cada elemento da camada intermediária anterior que contribui diretamente para a formação da saída. Entretanto, cada elemento da camada intermediária recebe apenas uma porção do sinal de erro total, proporcional  apenas à contribuição relativa de cada elemento na formação da saída original. Este processo se repete, camada por camada, até que cada elemento da rede receba um sinal de erro que descreva sua contribuição relativa para o erro total. Baseado no sinal de erro recebido,  os pesos das conexões são então atualizados para cada elemento de modo a fazer a rede convergir para um estado que permita a codificação de todos os padrões do conjunto de treinamento.


Como podemos ver da descrição acima, o Backpropagation utiliza o mesmo princípio da Regra Delta, qual seja, a minimização de uma função custo, no caso, a soma dos erros médios quadráticos sobre um conjunto de treinamento, utlizando a técnica de busca do gradiente-descendente. Por esta razão, o algorítmo de Backpropagation também é chamado muitas vezes de Regra Delta Generalizada ("Generalized Delta-Rule"). A modificação principal em relação a Regra Delta foi a utilização de funções contínuas e suaves como função de saída dos neurônios ao invés da função de limiar lógico. Como as funções de saída passaram a ser deriváveis, isto permitiu a utilização da busca do gradiente-descendente também para os elementos das camadas intermediárias.


A partir das informações acima, é possível agora procedermos a formalização matemática do algorítmo Backpropagation, para isto, utilizaremos como referência a arquitetura unidirecional mostrada na figura.
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Arquitetura unidirecional multi-camada.


Suponhamos que tenhamos um conjunto de P pares de vetores (X1,Y1), (X2,Y2), ..., (XP, YP), no nosso conjunto de treinamento e que são exemplos de um mapeamento funcional  definido como:
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Desejamos treinar a rede de modo que ela consiga aprender uma aproximação da forma:
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De início, podemos recapitular as equações para processamento das informações para a rede da figura acima. Um vetor de entrada Xk=[xk1 xk2 ... xkn]T do  conjunto de treinamento é apresentado à camada de entrada da rede. Os elementos de entrada distribuem os valores para os elementos da camada escondida. O valor do net para o jésimo elemento da camada escondida vale:
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onde 
[image: image32.wmf]w
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 é o peso da conexão entre o iésimo elemento da camada de entrada e o jésimo elemento da camada escondida h. Como os neurônios são estáticos, assumimos que ao valor da função de ativação seja igual ao net, então, o valor de saída para um neurônio da cada escondida vale:
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Do mesmo modo, as equações para os neurônios da camada de saída são:
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O primeiro passo do algorítmo é então atualizar de maneira conveniente os pesos dos neurônios da camada de saída. Assim como na Regra Delta, a função custo que queremos minimizar é o erro entre o valor desejado na saída e o calculado pela rede. Definimos o erro para um único neurônio p na camada de saída para um vetor de entrada k como sendo:
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e o erro a ser minimizado pelo algorítmo para todos os neurônios da camada de saída como:
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Para determinar a direção da modificação dos pesos, calculamos o negativo do gradiente de Ek, SYMBOL 209 \f "Symbol"Ek, com relação aos pesos wpj. Da equação 8 temos:
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Podemos escrever a derivada de 
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e o último fator da equação 10 como:
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Combinando as equações 11 e 12, temos para o negativo do gradiente:



[image: image43.wmf]-

=

-

¢

¶

¶

 

 

E

w

y

o

f

net

i

k

pj

o

kp

kp

p

o

kp

o

kj

(

)

(

)






(13)


Por fim, a atualização dos pesos dos neurônios da camada de saída se faz por:
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onde:
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O fator SYMBOL 104 \f "Symbol" é um parâmetro chamado taxa de aprendizado que escala a mudança dos pesos na direção do gradiente.


Voltando a analisar a função 
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 , conforme já foi dito anteriormente, para que possamos implementar a busca do gradiente-descendente, é necessário que ela seja diferenciável. Como já foi dito anteriormente, as funções usualmente utilizadas são:

SYMBOL 183 \f "Symbol" \s 10 \h
a função linear: 
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SYMBOL 183 \f "Symbol" \s 10 \h
a função logística ou sigmoidal: 
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SYMBOL 183 \f "Symbol" \s 10 \h
a função tangente hiperbólica: 
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Estas funções são bastante populares pois as suas derivadas 
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  podem ser calculadas de maneira simples, sem a necessidade de cálculos complexos.

SYMBOL 183 \f "Symbol" \s 10 \h
para a função linear: 
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SYMBOL 183 \f "Symbol" \s 10 \h
para a função logística ou sigmoidal: 
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SYMBOL 183 \f "Symbol" \s 10 \h
para a função tangente hiperbólica: 
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Desejamos repetir para a camada escondida os mesmos tipos de cálculos que realizamos para a camada de saída. O problema aparece quando tentamos determinar uma medida para o erro das saídas dos neurônios da camada escondida. Sabemos qual é a saída destes neurônios calculada pela rede, porém não sabemos a priori qual deveria ser a saída correta para estes elementos. Intuitivamente, o erro total, Ek, deve de alguma forma estar relacionado com o valor de saída dos neurônios da camada escondida. Assim, voltando a equação 9 temos:
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Sabendo que ipj depende dos pesos da camada escondida, podemos utilizar este fato para calcular o gradiente de Ek com respeito aos pesos da camada escondida.
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Cada um dos fatores da equação 23 pode ser calculado explicitamente das equações anteriores, assim como foi feito para o gradiente da camada de saída. O resultado fica:
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Por fim, assim como no caso da camda de saída, atualizamos os pesos da camada escondida proporcionalmente ao valor negativo da equação 24
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onde:
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SYMBOL 104 \f "Symbol" novamente é a taxa de aprendizado.


É importante ressaltar que cada atualização de pesos na camada escondida depende de todos os termos de erro da camada de saída. Este resultado é justamente o que a noção de retro-propagação procura alcançar, ou seja, os erros conhecidos da camada de saída são retro-propagados para a camada escondida a fim de determinar as mudanças de pesos adequadas nesta camada.
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· Setando os Valores dos parâmetros

· Inicialização dos Pesos

· O treinamento geralmente começa com valores de pesos aleatoriamente escolhidos. Tipicamente, os valores dos pesos são pequenos (entre –1.0 e 1.0 ou –0.5 e 0.5), uma vez que pesos de grande magnitude podem levar a saída dos neurônios da camada intermediária a saturação, devido ao comportamento da função sigmóide.

· Freqüência de Atualização dos Pesos

· Existem duas abordagens para a freqüência de atualização dos pesos:

· No aprendizado “por-padrão” (“per-pattern”), como mostrado na descrição do algoritmo backpropagation, os pesos são atualizados após cada apresentação de um exemplo do conjunto de treinamento.

· No aprendizado “por-época” (“batch-mode”), os pesos são atualizados apenas após todos os exemplos terem sido apresentados para a rede. Uma época consiste na apresentação de todos os exemplos do conjunto de treinamento. As  mudanças de pesos sugeridas pelos diferentes exemplos do conjunto de treinamento são acumuladas e uma única alteração ocorre ao final de cada época. Esta alteração é o somatório das mudanças de peso sugerida por cada exemplo.

· Ambos os métodos podem ser usados (depende da aplicação).  

· Em algumas aplicações os exemplos são dinâmicos e apresentados “on-line” o que impede a utilização do método por-época. 

· O método por-época, entretanto tende a ser mais rápido, pois os pesos não necessitam ser alterados ao final da apresentação de cada exemplo.

· O método por-época permite o processamento paralelo.

· O método por-padrão pode não conseguir aproximar uma função se os exemplos do conjunto de treinamento forem muito “próximos” uns dos outros e apresentados em seqüência. (ver figura)
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· Escolha da Taxa de Aprendizado

· As mudanças no vetor de pesos no aprendizado backpropagation são proporcionais ao negativo do gradiente do erro; esta regra determina  as mudanças relativas que devem ocorrer nos diferentes pesos, quando um exemplo é apresentado à rede, mas não diz nada sobre a magnitude destas mudanças.

· A magnitude da mudança depende da escolha adequada da Taxa de Aprendizado SYMBOL 104 \f "Symbol".

· Um valor grande para SYMBOL 104 \f "Symbol" fará com que a rede convirja rapidamente mas os pesos podem oscilar depois de algum tempo.

· Um valor pequeno implica no aprendizado lento.

· O valor correto depende da aplicação. Valores entre 0.05 e 0.9 têm sido utilizados em muitas aplicações.

· Várias heurísticas têm sido estudas e utilizadas.

· Começar o aprendizado com um valor grande e depois ir diminuindo.

· Aumentar SYMBOL 104 \f "Symbol" a cada iteração em que o desempenho melhore de uma quantidade determinada e diminuir SYMBOL 104 \f "Symbol" a cada iteração em que o desempenho piore de uma quantidade determinada.

· Usar a derivada segunda da medida do erro como uma medida da taxa em que o gradiente varia.

· Momento

· O backpropagation pode conduzir os valores dos pesos a um valor de erro médio quadrático que seja apenas localmente mínimo, e que seja substancialmente diferente do valor de erro mínimo global. Isto é particularmente grave quando a superfície de erro é extremamente “oscilante”.

· Uma forma de contornar este problema é fazer a alteração dos pesos baseada numa média do gradiente de uma determinada região, ao invés de apenas de um ponto.

· A maneira prática de fazer isto é fazer com que a alteração dos pesos na i-ésima iteração dependa proporcionalmente também da alteração dos pesos na iteração anterior (i-ésima – 1). A implementação deste método se dá através da adição de um termo de momento na regra de atualização dos pesos.

· O valor de ( depende da aplicação. Valores entre 0.7 e 0.9 são comuns de serem encontados.
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· Condição de Parada do Treinamento

· Um treinamento pode parar quando:

· Um erro médio quadrático aceitável foi encontrado pelo backpragation.

· Um certo número de épocas foram utilizadas durante o treinamento.

· Começa a ocorrer o “sobretreinamento” e a capacidade de generalização da rede começa a piorar (ver figura).
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· Número de Camadas Intermediárias e de Neurônios

· Vários itens importantes, tais como, determinar quantos exemplos são necessários para o aprendizado, e quão grande uma rede neural deve ser para aprender um conjunto de treinamento, são resolvidos, na prática, por tentativa-e-erro.

· Com um número muito pequeno de neurônios, a rede pode não ter recursos suficientes para aprender uma determinada tarefa.

· Com um número muito grande de neurônios e de conexões, a carga computacional também passa a ser muito elevada e a tendência da rede é de memorizar apenas os exemplos do conjunto de treinamento e de ter um fraco desempenho quanto a generalização.

· Algoritmos adaptativos têm sido propostos para achar o tamanho ótimo d uma rede neural capaz de resolver um determinado problema.

· Conjunto de Treinamento

· É muito difícil responder quantos exemplos são necessários para um bom treinamento. Uma “regra prática” diz que é bom ter entre 5 e 10 vezes mais exemplos do que o número de pesos a serem treinados.

· Aplicações

· Interrupção da Ventilação Mecanicamente Assistida

· A interrupção do suporte respiratório para um paciente que esteja recebendo ventilação mecânica requer a avaliação da capacidade do paciente de continuar respirando sem auxílio, de maneira estável clínica e fisiologicamente.

· Retirar o auxílio prematuramente pode levar ao sofrimento do paciente, enquanto que deixar tempo a mais, representa gasto desnecessário de um recurso escasso e pode ser porta para entrada de infecções no paciente.

· Métodos tradicionais de avaliação do momento de retirada da ventilação assistida não são confiáveis (um médico especialista ressaltou que um método atualmente utilizado para tomar a decisão é “verificar se o paciente tem um ‘brilho’ no olhar”).

· Geralmente o médico deve tomar esta decisão baseado nas seguintes variáveis que são facilmente obtidas dos pacientes:

· Pico negativo da pressão inspiratória (cm.H2O).

· Taxa respiratória (respirações/minuto).

· Volume Tidal.

· Os dados de 21 tentativas de interromper a ventilação assistida estão apresentadas na tabela 3.1 e constituem o conjunto de treinamento. (nestas tentativas, 9 obtiveram sucesso e 12 fracassaram).

· A tabela 3.2 apresenta o desempenho de uma rede neural sobre o próprio conjunto de treinamento após treinada.

· Nove outras tentativas de interrupção da ventilação assistida foram feitas baseadas no resultado apresentado pela rede neural e constituem o conjunto de teste apresentado na tabela 3.3.

[image: image63.png]Training set for the respiratory weaning problem. In the notation used, NIF
(em. Hy0); VT = tidal volume; and RR = respiratory rate (breaths/minute).

= negative inspiratory pressure

Weaning Weaning

NIF VT RR Effort NIF VT RR Effort
-2 300 2 success —30 250 30 success
-30 500 1”7 failure —42 950 13 suceess
-3 300 29 success -12 220 32 failure
-2 265 44 failure -20 124 33 failure
=B 370 32 failure —42 750 2 success
-2 350 30 failure &%) 530 21 success
-10 320 29 failure -40 916 2 success
-60 650 16 success —30 500 19 success
-20 25 46 failure -25 412 30 failure
% 276 38 failure —28 400 38 failure
-15 270 40 failure

Adapted with permission from Ashutosh et al., “Prediction criteria for successful weaning from respiratory sup-
port: Statistical and connectionist analyses.” Critical Care Medicine, Vol. 20, No. 9. pp. 1295-1301, ©Williams

and Wilkins, 1992.

Table 3.2
Numbers and percentages of correct classification on the training set.
Predicted Predicted Correctly
Success Failure Total Classified
Success 9 9 100%
Failure 0 [F] 100%
Total 9 21 100%

Adapted with permission from Ashutosh et al., “Prediction criteria for successful weaning from respiratory sup-
ort: Statistical and conneetionist analyses,” Critical Care Medicine, Vol. 20, No. 9. pp. 1295-1301, ©Williams

ind Wilkins, 1992,




[image: image64.png]Table 3.3

Test data, asterisk indicates misclassified case.

Weaning

NIF VT RR Effort

—40 465 2 success
—15 450 25 failure

-2 400 41 failure

-28 310 2 failures
—48 380 2 success
34 530 28 success
—40 740 19 success
—42 550 27 success
—55 480 19 success

Adapted with permission from Ashutosh et al., “Prediction criteria for successful weaning from respiratory sup-
port: Statistical and connectionist analyses,” Critical Care Medicine, Vol. 20, No. 9, pp. 1295-1301, ©Williams
and Wilkins, 1992.

Table 3.4
Numbers and percentages of correct classification on the test set.
Predicted Predicted Correctly
Success Failure Classified
Success 6 100%
Failure 1 66.7%
Total 7 88.9%

Adapted with permission from Ashutosh et al.. “Prediction criteria for successful weaning from respiratory sup-
port: Statistical and connectionist analyses.” Critical Care Medicine, Vol. 20, No. 9, pp. 1295-1301. ©Williams
and Wilkins, 1992.
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