REDE COMPETITIVA SIMPLES

Em uma camada competitiva, os pesos do neurônio vencedor j* são modificados de tal modo que o vetor de pesos W*j se mova na direção do padrão apresentado na entrada Il, enquanto os outros pesos permanecem inalterados. Esta é uma clusterização do tipo “O VENCEDOR LEVA TUDO”. A regra de atualização dos pesos pode ser descrita como:

Wj(t+1) = Wj(t) + ((Il – Wj(t)) x (j,l
Onde

(j,l = 1 se o j-ésimo neurônio é o vencedor 

 0 caso contrário; e

( é uma taxa de aprendizado constante e pré-determinada.

EXEMPLO

Seja o conjunto de treinamento consistindo de 6 vetores tri-dimensionais I1, I2, ..., I6.

T={I1=(1.1, 1.7, 1.8), I2=(0, 0, 0), I3=(0, 0.5, 1.5), I4=(1, 0, 0), I5=(0.5, 0.5, 0.5), I6=(1, 1, 1)}

Começamos com uma rede competitiva com três neurônios de entrada e três neurônios (A, B, C) na camada competitiva.

Os pesos são inicializados aleatoriamente e dados pela matriz de pesos:

| w1:
0.2
0.7
0.3 |

W(0) =
| w2:
0.1
0.1
0.9 |


| w3:
1
1
1    |

Para simplificar os cálculos vamos usar uma taxa de aprendizagem ( = 0.5.

Compararemos a distância euclidiana ao quadrado para selecionar o vencedor.

t=1:  padrão apresentado: I1=(1.1, 1.7, 1.8)

d21,1 = (1.12 - 0.2)2 + (1.7 – 0.7)2 + (1.8 – 0.3)2 = 4.1

d22,1 = 4.4

d23,1 = 1.1

O neurônio C é o vencedor uma vez que d23,1 < d21,1 < d22,1. A e B não são perturbados enquanto que C se move na direção de do padrão de entrada. A matriz de pesos resultante fica.

| w1:
0.2
0.7
0.3 |

W(0) =
| w2:
0.1
0.1
0.9 |


| w3:
1.05
1.35
1.4 |

t=2: padrão apresentado: I2=(0, 0, 0). 

d21,2 = 0.6

d22,2 = 0.8

d23,2 = 4.9

O neurônio A é o vencedor uma vez que d21,2 < d22,2 < d23,2. B e C não são perturbados enquanto que A se move na direção de do padrão de entrada. A matriz de pesos resultante fica.

| w1:
0.1
0.35
0.15|

W(1) =
| w2:
0.1
0.1
0.9  |


| w3:
1.05
1.35
1.4  |

t=3: padrão apresentado: I3=(0, 0.5, 1.5). d22,3 = 0.5 é o menor, de modo que o neurônio B é o vencedor e o vetor resultante é W2 : (0.05, 0.3, 1.2).

t=4: padrão apresentado: I4=(1, 0, 0). d21,4 = 1 é o menor, de modo que o neurônio A é o vencedor e o vetor resultante é W1 : (0.55, 0.2, 0.1).

t=5: I5=(0, 0.5, 1.5). o neurônio A é o vencedor e o vetor resultante é W1 (5):  (0.5, 0.35, 0.3).

t=6: I6=(1, 1, 1). o neurônio C é o vencedor e o vetor resultante é W3 (6):  (1, 1.2, 1.2).

:

:

t=12: I6=(1, 1, 1). o neurônio C é o vencedor e o vetor resultante é W3 (12):  (1, 1.2, 1.25).


| w1:
0.55
0.3
0.3  |

W(12) =
| w2:
0
0.4
1.35|



| w3:
1
1.2
1.25 |

As seguintes observações são relevantes a este exemplo:

· O neurônio A torna-se repetidamente ativado pelos padrões I2, I4 e I5, o neurônio B é ativado pelo padrão I3 e o neurônio C pelos padrões I1 e I6.

· O centróide de I2, I4 e I5 é (0.5, 0.2, 0.2). Compare com (0.55, 0.3, 0.3)

· O valor de ( é muito alto o que torna a convergência não suave.

· A rede é sensível a distância métrica utilizada. Por exemplo, se a distância Manhattan d(x,y)=((x-y) for utilizada ao invés da distância Euclidiana, o neurônio B seria o escolhido ao invés do neurônio A quando da apresentação do segundo padrão (0, 0, 0) no exemplo acima.

· A escolha inicial dos pesos também determina que neurônio será ativado por que padrão. Se por exemplo, tivessemos escolhido 


| w1:
0
0
0 |

W(0) =
| w2:
0
0
5 |

| w3:
0
5
0 |



Então B e C não seriam ativados por nenhum dos padrões e A convergiria para o centróide de todos os 6 padrões.


A escolha de 3 neurônios não é garantia de que 3 clusters serão obtidos pela rede.

· O resultado do processamento da rede também depende da ordem em que os padrões são apresentados á rede, especialmente quando a taxa de aprendizado ( não for muito pequena.

